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Accurate prediction of streamflow is crucial for water resources management, especially for 

the prediction of floods and soil erosion. In the current study, the capability of three machine 

learning (ML) methods, including Support Vector Regression (SVR), Artificial Neural 

Network with Backpropagation (ANN-BP), and Gradient Boosting Regression (GBR) was 

investigated using meteorological observations and MODIS snow cover data to forecast daily 
streamflow in two different basins, namely Latian and Navroud. For model development, four 

major predictors, including daily rainfall (P), maximum temperature (Tmax), minimum 

temperature (Tmin), and the Normalized Difference Snow Index (NDSI) from the MODIS 

satellite were used from 2000 to 2018. The performance of these models was evaluated using 

statistical indices. Simulation results revealed that all models presented satisfactory results in 

simulating daily streamflow using meteorological predictors, and the efficiency of all applied 

models was improved when the NDSI index was applied as an additional predictor. The best 

performance was observed in GBR among all studied models in both basins, whereas SVR 

revealed the lowest performance in forecasting streamflow for both validation and calibration 

steps in most cases. In general, the simulation results demonstrated higher accuracy in Latian 

basin than Navroud basin in both calibration and validation steps. The best performance among 

all models was observed using GBR with R = 0.85, NS=0.72, and RMSE = 3.43 m3/s using 

the NDSI index in Latian basin indicating the significant effect of snowmelt on streamflow 

generation in snowmelt-dominated regions. 
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  های کلیدی:واژه

 های عصبی مصنوعی، شبکه
 مدل یادگیری ماشین، 

 ، رگرسیون بردار پشتیبان
 رگرسیون تقویت گرادیان.

بینی سیل و فرسایش خاک بسیار مهم است. در پیش بینی دقیق جریان سطحی برای مدیریت منابع آب به ویژهپیش
، شبکه عصبی مصنوعی (SVR)شامل رگرسیون بردار پشتیبان  (ML) مطالعه حاضر، قابلیت سه روش یادگیری ماشین

های هواشناسی و پوشش برف با استفاده از داده (GBR) و رگرسیون تقویت گرادیان (ANN-BP)با پس انتشار خطا 
بینی جریان سطحی روزانه در دو حوضه مختلف لتیان و ناورود بررسی شد. برای توسعه ای پیشبر MODIS سنجنده

تفاضلی نرمال و شاخص  min(T (، دمای حداقلT)max (، دمای حداکثر(P)مدل، چهار متغیر اصلی شامل باران روزانه 
ها با استفاده ایی این مدلاستفاده شد. کار 1397-1379های در طول سال  MODISاز سنجنده (NDSI)شده برف 
را در  بخشیها نتایج رضایتسازی نشان داد که همه مدلهای آماری مورد ارزیابی قرار گرفت. نتایج شبیهاز شاخص

 .دندها ارائه کرسازی جریان سطحی روزانه با استفاده از متغیرهای هواشناسی به عنوان پارامترهای ورودی مدلشبیه
سازی گر در شبیهعنوان متغیر تخمینبه  NDSI مورد مطالعه، زمانی که شاخص MLهای دلهمچنین، کارایی همه م

نشان داد.  GBR های مورد مطالعه در هر دو حوضه، مدلاعمال شد، بهبود یافت. بهترین کارایی را در بین تمام مدل
رحله آموزش و اعتبارسنجی در بینی جریان سطحی روزانه برای هر دو مترین کارایی را در پیشپایین  SVR مدل

سازی در حوضه لتیان نسبت به حوضه ناورود در هر دو مرحله آموزش و طور کلی، نتایج شبیهاکثر موارد نشان داد. به
 (،=85/0Rضریب همبستگی ) با GBRاعتبارسنجی بهتر بود و نسبت به دو مدل دیگر، بهترین کارایی در مدل 

 با استفاده از شاخص =s3m 43/3(RMSE/و جذر میانگین مربعات خطا ) =NS) 72/0(ساتکلیف -ضریب کارایی نش

NDSI دهنده تاثیر زیاد ذوب برف در ایجاد جریان سطحی در مناطق در حوضه لتیان مشاهده شده است که نشان
 خیز است.برف
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 مقدمه

ر دهه د دانشمندان و مهندسان یچالش مهم برا کی عنوان بهی درولوژیه قاتیدر تحق جریان سطحی و رواناببلندمدت  قیدق ینیبشپی
 یسازهیبمهم است. ش اریخاک بس شیو فرسا لیس ینیبشیپ یبرا ژهیمنابع آب به و تیریمد که برای توجه قرار گرفته استمورد  اخیر

وار و چالش کار دش کی ،یکیدرولوژیه یندهایفرآ یتصادف یهایژگیبودن و و یرخطیغ ،یدگیچیکمبود داده، پ لیبه دل دبی جریان قیدق
رواناب و جریان سطحی بینی به دلیل اهمیت حیاتی پیش .Adnan et al., 2019; Meng et al., 2019; Niu et al., 2019)(ست ا زیبرانگ

سازی به صورت ماهانه و روزانه به طور برای شبیهی ختلفهای مروش ،برای مدیریت منابع آب و کاهش حوادث شدید خروجی از حوضه
مدت که با  بینی کوتاههای پیشتوان به روشها را میاین روش .(Wang et al., 2019; Adnan et al., 2019) است گسترده پیشنهاد شده

بینی های پیشروشو  )heng et al., 2020C(تا روزانه  ),.Xiang and Demir, 2020; Xiang et al (2020ی بینی ساعتهای پیشزمان
) Ni و حتی سالانه )Keteklahijani et al., 2020; Cheng et al., 2020(، ماهانه )Kashid et al., 2020(هفتگی  بلندمدت که با مقیاس

)et al., 2010 بودن داده در برخی  دسترس غیرقابل ی همچونو مسائل اقلیمیهای با این حال، کمبود داده. سروکار دارند، تقسیم کرد
های روش و و همچنین توصیه سیاست سازی مناسبسازی و شبیهبه عنوان مانعی برای تحقیقات ارزیابی یکپارچه مؤثر، توسعه مدل مناطق،
 . )He et al., 2021( کندویژه برای کشورهای در حال توسعه عمل می پذیر، بهانعطاف

 یهاستگاهیا یجبران کمبودها یبرا یاگستردهر ها به طوفناوری ریبه همراه سا یاماهواره هایو داده ریواتص ر،یاخ یهادهه در
اهدات را از مش یعیوس فیشده توسط سنجش از دور ط دیبارش تول یکمهای داده، به عنوان مثالاند. مورد استفاده قرار گرفته یهواشناس

استفاده شود.  یسازو مدل یسازهیاهداف شب یها برااز داده یبه عنوان منبع خوب واندتیکه م دهدیپوشش م لابا یو زمان یبا وضوح مکان
 بهوضه خروجی ح دبی جریان یسازهیو شب ینیبشیو متعاقباً پ یدرولوژیدر چرخه ه یبارش، نقش مهم یهااز شکل یکیعنوان  برف به

و  یسازمدل بر یقابل توجه ریو برف تأث انانواع بارش مانند بار میتقس و نییکه تع ییجا. از آنکندیم فایا یدر مناطق کوهستان ژهیو
سنج فیمانند ط یاماهواره ریتصاو و )GIS(1 جغرافیایی اطلاعاتاستفاده از سیستم با  نیاز محقق یاریدارد، بس یدرولوژیه یسازهیشب

به عنوان یک شاخص  )NDSI(3نرمال شده برف  یلمانند شاخص تفاض ییهابر اساس شاخص( MODIS(2 با وضوح متوسط یربرداریتصو
) ,.Steele et al کردند دهاستفا ذوب برف جریان سطحی حاصل از یسازمدل یبرا دهد،عددی که پوشش برف را بر روی اراضی نشان می

)2017; Shahabi et al., 2014; Bennett et al., 2019 . 
های بندی کرد: مدلدسته گروها توجه به نوع مدل مورد استفاده به دو توان برا نیز می سطحی سازی جریانهای شبیهروش

 .)Ha et al., 2021(هستند ی مشاهداتیهاو تحلیل داده بر اساس تجزیهکه  های داده محورمدلو  یکیزیف هیهیدرولوژیکی پا
برای  ال. با این حباشندمی زیادجزییات سازی فرآیندهای هیدرولوژیکی حوضه با فیزیکی قادر به شبیه پایههای هیدرولوژیکی مدل

سازی ها در شبیهوجود دقت خوب این مدلبا  به همین دلیل، .است نیاز مورد های مشاهداتیحجم بسیاری از داده، هاگونه مدلاستفاده از این
) Cheng et دقیق محدود شده است های هیدرولوژیکی، کاربرد آنها در بسیاری از مناطق به دلیل فقدان دادههاخروجی از حوضهجریان 

)al., 2006. ،برای دستیابی به  ی کمتریهازیرا به دادههای ذکر شده باشد، تواند جایگزینی برای مدلمی داده محورهای مدل در عوض
  ).Liu et al., 2017( نیاز دارندفیزیکی  پایههای کارایی بهتر در مقایسه با روش

 ،به نتایج قابل قبولی با حداقل داده توانندشوند، میهای داده محور شناخته میکه به عنوان مدل )ML(4 های یادگیری ماشینمدل
 روانابسیل و جریان سطحی، بینی سازی و پیشبرای شبیه ML هایآمیز از مدلچندین کاربرد موفقیت ).et al., 2020 Xiang (دست یابند

این . )Konapala et al., 2020; Malik et al., 2020a; Tongal and Booij, 2018( در دهه گذشته گزارش شده است خروجی از حوضه
 های اخیر ازدر سال .بسیار مناسب هستندسازی هیدرولوژیکی و برای شبیهبوده قابل اعتماد  ، دقیق واز نظر محاسباتی سریعها مدل

، بلکه در چندین کاربرد غیرخطی و پیچیده خروجی حوضه دبی جریان بینینه تنها برای پیش MLهای مدل کاوی مانندهای دادهروش
) Ali et al., 2019; Dikshit et al., 2020; Khan et al., 2020; Malik لیخشکسا ،)Prasad et al., 2020( بینی تابش خورشیدیمانند پیش

)et al., 2020b، رواناب-انسازی بارمدل)Hosseini and Mahjouri, 2016(  ،بینی سطح آب زیرزمینیپیش Ebrahimi and Rajaee, (

استفاده  )Mokari et al., 2021; Roy et al., 2020 (تبخیر-تخمین تعرق و )Ali et al., 2020; Yu et al., 2017 (انبینی بارپیش ،2017(
                                                                                                                                                                                
1 Geographic Information System (GIS) 

2 Moderate Resolution Imaging Spectroradiometer (MODIS) 

3 Normalized Difference Snow Index (NDSI) 

4 Machine Learning (ML) 
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 .دهدهای مختلف نشان میرا در زمینه ML هایکه کارایی و قابلیت مدلشده است 

 در نیاز ردمو و دقیق هایداده به دستیابی دارد و همچنین، وجود کوهستانی مناطق در جریان سطحی-بارندگی بین ایپیچیده روابط
 اطق،من این در جریان سطحی سازیشبیه و بینیپیش برای جایگزین راه یک است ممکن ML هایمدل رو، این از. است واردش مناطق این
ه سازی دقیق جریان خروجی حوضبا توجه به اهمیت شبیه .باشد سریع نسبتاً پردازش و توسعه زمان و های مورد نیازداده حداقل دلیل به

در مطالعات هیدرولوژی در ایران، به ویژه به  MLهای با توجه به مطالعات بسیار اندک در کاربرد مدل آبخیز در مطالعات هیدرولوژی و
 خروجی توسط سه مدل پرکاربرد دبی جریانسازی ای و سنجش از دور، این پژوهش به بررسی قابلیت شبیههای تصاویر ماهوارههمراه داده

ML استان تهران( و ناورود )البرز شمالی در استان گیلان( پرداخته است. همچنین در این پژوهش در دو حوضه آبخیز لتیان )البرز جنوبی در 

در طول دوره مطالعه مشخص گردید و به عنوان  NDSI شاخصبا استفاده از  سطوح پوشـیده شـده برف ،MODISسنجنده  با استفاده از
های مورد ها به کار برده شد. با توجه به کوهستانی بودن حوضهمدل این نیبیپیش هایقابلیت بهبود برای تکمیلی کننده بینیپیش متغیر

کوهستانی،  هایدر حوضه خصوصبهخروجی حوضه،  جریان سطحی سازیشبیه در مهم عنوان عنصر به مطالعه و اهمیت فراوان برف
های به ویژه در حوضه ریان خروجی حوضهدادن تاثیر بارش برف در میزان دبی جعلاوه بر نشاننموده است تا  تلاشپژوهش حاضر 

 .ارائه کندها را این حوضه خروجی در جریان سازیشبیه برای مدل ترینمناسبکوهستانی مورد مطالعه، 

 ها مواد و روش

 مناطق مورد مطالعه

ی در ایران اقلیم-هیدرولوژیکیای ه، توپوگرافی و رژیممساحتاز نظر  متفاوتهای با ویژگیلتیان و ناورود  این پژوهش در دو حوضه آبخیز
 .است ارائه شده 1 لمورد مطالعه در شک اطقانجام شد. موقعیت من

 

 
 های مورد مطالعهو ایستگاه هاحوضهموقعیت  .1شکل 

 
. حوضه استترین رودخانه این حوضه لتیان در قسمت جنوبی رشته کوه البرز مرکزی در شمال استان تهران قرار دارد و رودخانه جاجرود مهم

های هواشناسی و هیدرومتری مورد استفاده در این مطالعه را ها، ایستگاههای آبخیز لتیان و ناورود در ایران را با شبکه آبراههموقعیت حوضه 1شکل 
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که تا  قرار دارد یالشم º35 55'تا  º35 42' یاییجغراف یهاو عرض یشرق º51 34'تا  º51 19' یاییجغراف یهاطول بین حوضه ینادهد. نشان می
درصد آب شرب پایتخت ایران را  25های لتیان حوضه .باشدکیلومتر مربع می 440ایستگاه هیدرومتری رودک در خروجی حوضه به مساحت حدود 

کند. مین می(. همچنین این حوضه آب مورد نیاز کشاورزی و انرژی برق تهران و حومه را تاMahjouri and Kerachian, 2011کنند )تامین می
تهیه شده  ALOS PALSAR با استفاده از تصویر سنجندهمتر  5/12 قدرت تفکیکهر دو حوضه آبخیز با  )DEM (1مدل رقومی ارتفاعهای نقشه

حوضه متر و میانگین شیب  2995باشد. میانگین ارتفاع حوضه لتیان می متر 4297 و متر 1697یب به ترت این حوضهحداقل و حداکثر ارتفاع است. 
ساس و بر ا حوضه کوهستانی استاین باشد. هوای البرز جنوبی می و هوای حوضه لتیان متأثر از آب و طورکلی آببه  (.2درصد است )شکل  47حدود 

ای است. نهانظام بارندگی در این حوضه، مدیتر .خشک سرد، نیمه مرطوب سرد و اقلیم ارتفاعات کوهستانی است اقلیم نمای دومارتن دارای اقلیم نیمه
ترین میزان بارش از دی تا اسفند بیش .متر استمیلی 340این حوضه سالانه  شدرجه سلسیوس و میانگین بار 10حوضه لتیان سالانه متوسط دمای 

لی ع کاربری اصباشد. در حوضه لتیان چهار نومی طقهمن بودن این خیزبرفدهنده درصد بارش سالانه برف است که نشان 50دهد و نزدیک به رخ می
 ,.Ahmadi et alشود )ها را شامل میدرصد کاربری 93شود و مراتع در حدود وجود دارد که شامل کشاورزی دیم و آبی، مرتع، جنگل، باغات می

بیشتر دهد. های لتیان و ناورود را نشان میو پوشش گیاهی حوضه )NDVI (2یاهیشده پوشش گشاخص تفاضل نرمالهای نقشه 3(. شکل 2012
 (.3های حوضه لتیان دارای پوشش گیاهی کم یا بدون پوشش گیاهی هستند )شکل بخش

 

 

 

 

 

 

 
 

 

 

 

 

 

 

 

 
 

 ربرحسب متحوضه لتیان )چپ( و حوضه ناورود )راست(   DEMنقشه .2شکل 

 
 یهاطول بین حوضه ینا است که تالش شهرستان محدوده در گیلان استان غرب مهم هایحوضه از یکی ناورود معرف آبخیز حوضه

که تا ایستگاه هیدرومتری خرجگیل در  قرار دارد یشمال º37 45'تا  º37 36' یاییجغراف یهاو عرض یشرق º48 54' تا º48 35' یاییجغراف
حداقل و حداکثر  ارائه شده است. 1باشد. موقعیت حوضه مورد مطالعه در شکل کیلومتر مربع می 290خروجی حوضه به مساحت حدود 

از دو تیپ (. این حوضه 2متر است )شکل  1436باشد. میانگین ارتفاع حوضه ناورود می متر 3025 و متر 119یب به ترت این حوضهتفاع ار
از  ییزج دارای پوشش گیاهی خوبی بوده و به لحاظ پوشش گیاهیو  ای فوقانی تشکیل شده استهاراضی کوهستانی و تیپ جلگه

بیش از  ت.گیـر اسمتری فاقـد جنگـل بـوده و بـرف 2000که از  دارای پوشش مرتعی است تر ارتفاعاهای مرطوب ایران است و دجنگل
زیاد و شرایط آب و هوایی در این منطقه است و بر  شدارای پوشش گیاهی متوسط تا متراکم است که به دلیل بار ناوروددرصد حوضه  80

                                                                                                                                                                                
1 Digital Elevation Model (DEM) 

2 Normalized Difference Vegetation Index 
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 دلیل به ناورود آبخیز ضهحو .(3)شکل  دهدفراوانی پوشش گیاهی سبز را نشان می تراکم بالا و حوضهاین ، اکثر نقاط NDVI اساس نقشه
 لانهارش سامیانگین ب. باشدمی سال طول در خوبی نسبتاً هایشبار دارای ،آن کوهستانی موقعیت نیز و البرز شمالی دامنه در گرفتن قرار

 یاجلگه مناطقو مرطوب سرد و در پایین دست ات، شده در ارتفاع اصلاحمارتن ومتر بوده و اقلیم منطقه از روش دمیلی 983در کل حوضه
 مرطوب است. خیلی

 

         

 
 ناورود )ج، د( و حوضه  )الف، ب( حوضه لتیان NDVI وپوشش گیاهی  هاینقشه .3شکل 

 

  MLهای سازی مدلمتغیرهای ورودی استفاده شده در شبیه

اخذ شد. سه  لانیتهران و گ ی استاناآب منطقه یهااز شرکت 1397تا  1379 از سال های حوضهخروجروزانه  دبیحاضر،  قیدر تحق
های لتیان در حوضه یهواشناس ستگاهیاز دو ا )minT (ی روزانهو حداقل دما )maxT(روزانه دمای  ، حداکثر)P( روزانه باراناز  اقلیمی پارامتر

با توجه به اهمیت برف به عنوان یک منبع بسیار مهم و حیاتی برای تأمین  نیآمد. همچن به دست و ناورود برای طول دوره مورد مطالعه
ان و نیز نقش آن در ایجاد جری های شناخته شده در منطقه کوهستانیهای فراوان این نوع از بارش نسبت به انواع بارشآب و داشتن مزیت
 ریمتغ کیبه عنوان  MODISناسب بودن محصولات پوشش برف م ،خصوص در مناطق کوهستانی های آبخیز بهخروجی در حوضه

شاخص قرار گرفت.  یمورد بررس آبخیز هر دو حوضه یبرا ،ML یهاروش یسازهیشب یهاتیبهبود قابل یبرا تکمیلی کنندهینیبشیپ

 ج د
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NDSI یبازتاب یهادادهپوشش برف از  نیتخم یبرا دیشاخص مف کی به عنوان Aqua/Terra MODIS (Rakwatin et al., 2008) باشد می
از  NDSI ق،یتحق نیا یرو، برا نیرود. از اها به کار میای از آستانهبه عنوان یک الگوریتم استخراج اتوماتیک برف به همراه مجموعه که

 یباند مرئ یف بازتابندگلااز نسبت اخت شاخصی هست که NDSI در نظر گرفته شد. 1397تا  1379از سال  MODIS یماهواره ا ریتصاو
) (band4 سنجنده 4، باندMODIS   فروسرخ میانیو (band6)  سنجنده 6 باندMODIS  تقسیم بر مجموع بازتابندگی در این دو باند به 

بر اساس  MODIS هایبا داده NDSI شود(. شاخصیاستفاده م NDSIمحاسبه  یبرا 7و  4 یاز باندها Aqua MODIS یآید )برادست می
 . (Hall et al., 1995)اسبه شدمح 1رابطه 

NDSI =
MODISBand 4 −  MODISBand 6

MODISBand 4 +  MODISBand 6
 

 

 (1رابطه 

 شده است پوشش گیاهی شناخته عاتمطال زمینه هایی است که درترین شاخصترین و کاربردیاز معروفترین، ساده NDVI شاخص
بر  8ماهواره لندست  OLI تصویر سنجندهحوضه با استفاده از  NDVIنقشه  جهت تعیین فاکتور پوشش گیاهی در حوضه مورد مطالعه،

 . (Weier and Herring, 2011)به دست آمد  2اساس رابطه 

NDVI (2رابطه  =
NIR − RED

NIR + RED
=

Band 5 − Band 4

Band 5 + Band 4
 

  ArcMapدر GIS هایچنین تمامی نقشههم .انعکاس در باند سرخ است :RED بازتاب در باند فروسرخ نزدیک و :NIR که در آن

 است.  ای مورد استفاده ارائه شدهدر جدول شماره ، مشخصات محصولات ماهواره است. تولید شده10.4 
 

 استفاده مورد ایماهواره محصولات مشخصات .1 جدول

 برداشت داده زمان ر(متقدرت تفکیک مکانی ) )روز( قدرت تفکیک زمانی نوع سنجنده نوع محصول

 ALOS PALSAR 46 5/12 (DEM)نقشه رقومی ارتفاع 
28/06/2010 
26/09/2010 

 نقشه پوشش گیاهی

 NDVIو 
OLI ماهواره 

LANDSAT 8 

16 

 
30 

24/05/2016 
10/08/2017 

 نقشه پوشش برف

(NDSI) 
MODIS روزانه برای طول دوره مطالعه 500 روزانه 

 

 مورد مطالعه MLهای مدل

  )SVR( 1رگرسیون بردار پشتیبان

و همکاران  Boserکه  است یآمار یریادگی یتئور هیبر پا نیماش یریادگیشده  نظارت یهاتمیالگور یکی از )SVM( 2بانیبردار پشت نیماش
 Dibike et رواناب توسط -بارش سازی. اولین کاربرد این مدل در مسائل مدل(Boser et al., 1992) معرفی کردند لادیمی1992در سال 

al. (2001) مــدل در واقع .است ارائه شده SVM، از اصــل اســتقرایی  مدل کارآمدی است که به منظور رسیدن به یک جواب بهینه
که همزمان خطاهای است  شده نظارت تمیالگور یکSVM  .(Bilandi et al., 2014) جویــدســازی خطــای ســاختاری بهــره میکمینه

بینــی پیشو  صورت گسترده در مسائل رگرسیونیبه SVR .(Benimam et al., 2020) رساندل میبرآورد و پیچیدگی مدل را به حداق
 کــاربرد دارد

 )BP-ANN( 3انتشار خطا پسشبکه عصبی مصنوعی با 

ANN-BP  پارامترهای مجهول، مناسب ارزیابی شـده اسـت ترین و پر کاربردترین نوع شبکه عصبی است که در خصوص تخمـینسادهاز. 
 Output) و یک لایـه خروجـی (Hidden Layer) یک یـا چنـد لایـه مخفی ،(Input Layer) ایـن نـوع شبکه دارای یک لایه ورودی

                                                                                                                                                                                
1 Support Vector Regression (SVR) 

2 Support Vector Machine (SVM)  

3 Artificial Neural Network with Backpropagation (ANN-BP) 
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Layer) نـرون( وجـود دارد  1است. پارامترهای ورودی در لایه اول و پارامترهـای خروجـی در لایه سوم قرار دارند. در هر لایه تعدادی گره(
ها در لایه ورودی وابسـته بـه تعـداد پارامترهـای ورودی و تعداد شـوند. تعـداد نرونهـای بعـدی متصـل مـیها به گرهزنکه از طریق و

ها در هر لایه مخفی به طور معمول به های مخفی و شمار گرهنرون در لایه خروجی وابسـته بـه تعـداد پـارامتر خروجـی است. شمار لایه

 .(Garmdareh et al., 2019)یست تـابع ضـابطه خاصـی نو  شودخطا مشخص می وسیله روش آزمون و

  )GBR (2نگرادیا تتقوی الگوریتم

 GBR یک الگوریتم قدرتمند ML در واقع،ندکاستفاده می گیریهای تصمیماست که از درخت . GBR درتمندق کننده بینییک مدل پیش 
 .است ته شدهساخ یقو ییمدل نها کی جادیا یبرا یبه صورت تناوب د وکنری ضعیف ایجاد میبا استفاده از ترکیبی از چندین مدل یادگی

شود. پس از شود که برای هر یک از مشاهدات یک وزن برابر با آن تعیین میگیری آغاز میاین الگوریتم با آموزش یک درخت تصمیم
ندی بکه طبقه شودداده مید و وزن کمتر به مشاهداتی یابافزایش میبندی آنها سخت است ارزیابی درخت اول، وزن مشاهداتی که طبقه

بینی درخت اول را بهبود کند. هدف از این کار این است که پیشهای وزنی رشد میتر است. بنابراین درخت دوم بر این دادهآنها راحت
 ودشح شده آماده میلابینی بازماندهای اصپیش بندی درخت دوم را محاسبه کرد و یک درخت جدید را برایبخشید. سپس خطای طبقه

)Avand et al., 2020(Tyralis et al., 2021;  . 

 توسعه مدل و متغیرهای ورودی آن

جریان سطحی ناشی از ذوب برف و  یسازهیشب یبرا GBRوSVR ، ANN-BP مدل 3تر ذکر شد از طور که پیشدر این پژوهش، همان
 روزانه ی بارانورود یرهایمتغ اولیه ریاستفاده شد. مقاد اراضی یو کاربر ییمختلف آب و هوا طیحوضه با شرابه صورت روزانه در دو  باران

)P(،  حداکثر دما)maxT( حداقل دما و )minT(  .با حضور و ها، جریان سطحی خروجی از حوضهبینی سازی و پیشها در شبیهکارایی مدل بود
)maxT, P ,اصلی برای این منظور ابتدا مقادیر روزانه متغیرهای ورودی . بررسی شد تغیر ذکر شده،مهمراه با سه  NDSI شاخص عدم حضور

)minT طور که قبلا ذکر شد، برای بررسی مناسب بودنسپس، همان ( وارد شد وکننده اصلی بینیبه عنوان ورودی مدل )متغیر پیش 
، این شاخص به ذکر شدهML  هایسازی روشهای شبیهی بهبود قابلیتبرا مکملکننده بینیبه عنوان یک متغیر پیش ، NDSIشاخص

 NDSI شاخص های مختلف ازسطح پوشش برف در زمان. به این منظور، برای استخراج همراه سه متغیر ورودی اصلی دیگر استفاده شد
( استفاده 1397تا  1379سال ) 19به مدت زانه با گام زمانی رو MODIS ، (https://lpdaacsvc.cr.usgs.gov/appeears/)تصاویر سنجندهاز 
علاوه بر  .استفاده شد 1397تا  1390های و برای اعتبارسنجی از داده 1390تا 1379 هایسال هایها از دادهبرای آموزش مدل .شد
 شد.انتخاب  رهایمتغ بیرکت نیدارتریمعنسپس استفاده شد و  یورود یرهایهمه متغ یروزه برا 10تا  1 ریتأخ کیاز  ،یورود یرهایمتغ

 با به حداقل رساندن 3برابری 10با استفاده از اعتبارسنجی متقاطع  GBR و SVR ،BP-ANN هایمدل در مطالعه حاضر، پارامترهای بهینه

RMSE نجی بارسجریان برای دوره اعت دبی بینیسپس از پارامترهای بهینه انتخاب شده هر مدل برای پیش .برای دوره آموزشی تعیین شد
و  (3معادله )باشد. ( میtQها )خروجی حوضهمورد بررسی دبی نرمال شده ایستگاه هیدرومتری  هایمدلمتغیر خروجی تمام  .استفاده شد

دهند. ینشان م NDSIشاخص  استفاده از و با NDSIشاخص  عدم حضوررا در  انیحوضه لت یانتخاب شده برا یساختار ورود بی( به ترت4)
شاخص  استفاده از و با NDSIشاخص  در عدم حضور ناورود، مجدداحوضه  یانتخاب شده برا یساختار ورود بی( به ترت6( و )5معادلات )

NDSI افزار نرم محیط در تحقیق این در هاالگوریتم کلیه سازیپیاده دهند.یرا نشان م Python 3.10.1 .انجام شد 
 

10 1 7 8 9 10 1 2 7 8 9

10 1 2 3 4 8 9 10

t t t t t t t t t t t t

t t t t t t t t

Q f ( P , Tmax , Tmax , Tmax , Tmax , Tmax , Tmin , Tmin , Tmin , Tmin , Tmin , 

           Tmin , Tave , Tave , Tave , Tave , Tave , Tave , Tave )

          

       



  

             

 (3رابطه 

10 1 2 7 8 9 10 1 2 3 4

8 9 10 1 2 3 10

t t t t t t t t t t t t

t t t t t t t

Q f ( P ,Tmax ,Tmax , Tmax , Tmin , Tmin , Tmin , Tave ,Tave , Tave ,Tave , 

            Tave , Tave , Tave , Msnow , Msnow , Msnow , Msnow )

          

      



  

 (4رابطه 

 

1 2 4 5 7 8 9 10 4 5 6 7 8

9 10 3 9 10

t t t t t t t t t t t t t t

t t t t t

Q f ( P , P , P , P , P , P , P , P ,Tmax , Tmax , Tmax , Tmax , Tmax , 

           Tmax , Tmax , Tmin , Tmin , Tmin )

            

    



 

 (5رابطه 

                                                                                                                                                                                
1 Neurons 

2 Gradient Boosting Regression (GBR) 

1 10-Fold Cross-Validation 
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1 2 4 5 7 8 9 10 4 5 6 7 8 9

10 3 9 10 1 2 6 7

t t t t t t t t t t t t t t t

t t t t t t t t

Q f ( P , P , P , P , P , P , P , P , Tmax , Tmax , Tmax , Tmax , Tmax , Tmax ,

            Tmax ,Tmin , Tmin , Tmin , Msnow , Msnow , Msnow , Msnow  )

             

       



 

 (6رابطه 

 
  پارامتر ساختاری، )( آستانه تحمل :در شرایط بدون برف و با برف ناورودتیان و های لبرای حوضه ML پارامترهای بهینه شده هر مدل .2 جدول

  )C( و پارامترهای پنالتی)(

 SVR ANN-BP GBR حوضه 

ف
بر

ه 
داد

ن 
دو

ب
 

 

 

 لتیان

0.001=  

C = 10000 

= 0.001 

 
neurons=8 

learning_rate = 0.075 
n_estimators = 80 

min_samples_split = 60 
min_samples_leaf = 10 

max_depth = 10 
max_features = 6 

 

 

 ناورود

0.001=  

C = 334.2 

= 0.001 

 
neurons=5 

learning_rate = 0.075 
n_estimators = 80 

min_samples_split = 10 
min_samples_leaf = 30 

max_depth = 5 
max_features = 3 

ف
بر

ه 
داد

با 
 

 

 

 لتیان

0.001=  

C = 10000 

0.001 = 

 
neurons=6 

learning_rate = 0.050 
n_estimators = 80 

min_samples_split = 10 
min_samples_leaf = 10 

max_depth = 10 
max_features = 4 

 

 ناورود

0.001=  

C = 334.2 

= 0.445 

 
neurons=1 

learning_rate = 0.075 
n_estimators = 80 

min_samples_split = 60 
min_samples_leaf = 10 

max_depth = 5 
max_features = 8 

 

 MLی هامدل کاراییارزیابی 

(، RMSE)1جذر میانگین مربعات خطا ی مانندآمار هایشاخصاز  ،مورداستفاده MLهای منظور ارزیابی کارایی هر یک از الگوریتمبه  
 .وابط این معیارها به شکل زیر هستنداستفاده گردید. ر )NS( 3ساتکلیف -نشکارایی  ضریبو  )R( 2ضریب همبستگی
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هر چه باشد. تعداد داده می nو میانگین مقادیر مشاهده شده  O̅iشده، مقادیر مشاهده  iO بینی شده،مقادیر پیش iP در این روابط،
بینی نزدیکتر بودن مقادیر مشاهداتی و پیش دهندهاننش ،به یک نزدیک باشندNS و  R و مقادیرنزدیکتر، به صفر و  کمتر RMSE مقدار
 .هر مرحله است درها کارایی بیشتر مدلسازی و شبیهتر بودن یکدیگر و دقیق به شده

 
                                                                                                                                                                                
1 Root Mean Square Error (RMSE) 

2 Correlation Coefficient (R) 

3 Nash-Sutcliffe efficiency (NS) 




















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 نتایج و بحث
به  ها برای آموزش و اعتبارسنجی در مقیاس روزانهنشان داده شده است. نتایج آماری همه مدل 2پارامترهای بهینه هر مدل در جدول 

 هایکارایی بهتری نسبت به مدل GRB مرحله آموزش برای هر دو حوضه، مدل . درخلاصه شده است 4و جدول  3ترتیب در جدول 

SVR و ANN-BP ترینضعیف، آبخیز ناورد و لتیان در هر دو حوضه .(3ل نشان داد )جدو، زمانی که هیچ داده پوشش برفی استفاده نشده 
 و RMSE ،Rی شاخص آمار ها بر اساسبنابراین، در مرحله آموزش، دقت مدل بود.نسبت به دو مدل دیگر  SVR مدل مربوط بهکارایی 

NS رای هر دو حوضه در عدم حضور شاخص بNDSI  به صورتGBR> ANN-BP > SVR بندی شدند.رتبه 
 ریتصاو های سنجش سطح برف ازادهد ها در مرحله آموزش با استفاده ازتمام مدل کارایینشان داد که  3همچنین، نتایج جدول 

از دو مدل  GBR مقایسه با شرایطی که هیچ داده پوشش برفی استفاده نشده بود، افزایش یافته است. مجدداً، مدل در MODISماهواره 
، SVR (/s3m  01/5=RMSE مدلدر  دقت ترینضعیفکه ، در حالیکارایی بهتری داشت ناوروددیگر در هر دو حوضه آبخیز لتیان و 

75/0=R،  56/0=NS) وBP -ANN  (/s3m 25/17=RMSE ،58/0=R،  31/0=NS .به ترتیب در حوضه لتیان و ناورود دیده شد ) 

 

 مورد مطالعه MLهای در مقیاس روزانه با استفاده از مدلسطحی  سازی جریانشبیه مرحله آموزشنتایج  .3جدول 

 ت پوشش برفبدون اطلاعا با استفاده از اطلاعات پوشش برف
 ML ش رو

حوضه آبخیز مورد 

 NS R RMSE NS R RMSE مطالعه

56/0 75/0 01/5 37/0 66/0 98/5 SVR 

 ANN-BP 19/4 83/0 69/0 81/3 86/0 74/0 حوضه آبخیز لتیان

94/0 97/0 85/1 88/0 94/0 61/2 GBR 

34/0 60/0 1/17 26/0 54/0 46/19 SVR 

 ANN-BP 21/15 68/0 49/0 25/17 58/0 31/0 حوضه آبخیز ناورود

71/0 84/0 8/11 51/0 72/0 2/14 GBR 

 

در  GBR ،جدول این با توجه به ارائه شده است. 4ها برای مرحله اعتبارسنجی در مقیاس روزانه در جدول نتایج آماری همه مدل
ود، با این وج. مرحله آموزش در هر دو حوضه نشان داد بهترین کارایی را در بین سه مدل برای مرحله اعتبارسنجی همانندتر موارد، بیش

مرحله اعتبارسنجی همانند مرحله در   SVRمدل. همچنین، دقت بهتری را نشان داد ناوروداین مدل در حوضه آبخیز لتیان نسبت به حوضه 
( در هر دو s3m 68/4-19/5 =RMSE ،64/0-72/0=R ،36/0-48/0=NS/)  ترین کارایی و دقت را در حوضه آبخیز لتیانکم، آموزش

همانطور که  صورت نبود. ناورود شرایط بدینکه در حوضه در حالی (.4)جدول نشان داد NDSIشرایط با استفاده و یا بدون استفاده شاخص 
مقایسه با در   NDSI با استفاده از شاخص دبی جریانسازی بهترین کارایی خود را در شبیه هاشود، همه مدلمشاهده می 4جدول  در

، s3m 43/3=RMSE/) کارایی بهتری GBRلتیان،  اند. در حوضه آبخیزداشتهداده پوشش برفی در آن اعمال نشده بود،  شرایطی که هیچ
85/0=R، 72/0=NS)  هنگامی که از شاخصنسبت به دو مدل دیگر NDSI  شده، از خود نشان داد.استفاده 

 های پوششداده و بدون به همراهدر مقایسه با سایر شرایط ) GBR ، مدله اعتبارسنجیناورود در مرحلدر حوضه این در حالیست که 
 سازی جریانرا در شبیه( s3m 80/19=RMSE ،67/0=R ،42/0=NS/) خود برف( الگوی معکوس از خود نشان داد و کمترین کارایی

که زمانی ،همانند مرحله آموزش رحله اعتبارسنجیم در حوضه لتیان در نشان داد.  NDSIسطحی در این حوضه با استفاده از شاخص
، s3m 68/4=RMSE/ترین کارایی )پایین SVR شود مدلبینی جریان سطحی استفاده میبه همراه سایر متغیرهای اصلی برای پیش  NDSIاز

72/0=R ،48/0=NS) ول داشتند )جد ناورودحوضه لتیان در مقایسه با حوضه  دررا  خود ها بهترین کارایی. همه مدلداشت سازیشبیهدر  را
تکمیلی  کنندهبینیپیشمتغیر به عنوان  NDSI از استفاده ازسطحی پس سازی جریان شبیه درکارایی بهبود (. علاوه بر این، 4و جدول  3

تیان باشد که های فیزیکی حوضه لو ویژگی فیفیزیوگراتواند به دلیل دلیل آن میدر حوضه لتیان به وضوح بیشتر از حوضه ناورود بود که 
، بنابراین (Hay et al., 2000). جریان سالانه است و مهم ذوب برف منبع اصلی جریان سطحی حاصل ازاست و  خیزبرفیک حوضه 

ر کافی به نظن سطحی جریابرای نشان دادن رابطه بین ذوب برف و  ، به تنهاییآنها زمانی تأخیرهای و minT و، P  ،maxTمتغیرهای ورودی
  .(Tongal and Booij, 2018)رسد نمی

 
 



 1137 ... بینیدر پیشهای رویکرد یادگیری ماشین فلاح و همکاران: بررسی قابلیت پژوهشی( -)علمی 

 مورد مطالعه  MLهایدر مقیاس روزانه با استفاده از مدل سطحی سازی جریانشبیه مرحله اعتبارسنجینتایج  .4جدول 

 بدون اطلاعات پوشش برف با استفاده از اطلاعات پوشش برف
 ML ش رو

حوضه آبخیز مورد 

 NS R RMSE NS R RMSE مطالعه

48/0 72/0 68/4 36/0 64/0 19/5 SVR 

 ANN-BP 85/4 70/0 45/0 14/4 80/0 60/0 حوضه آبخیز لتیان

72/0 85/0 43/3 58/0 77/0 22/4 GBR 

36/0 68/0 02/19 30/0 66/0 86/19 SVR 

 ANN-BP 65/21 46/0 12/0 70/16 71/0 49/0 حوضه آبخیز ناورود

42/0 67/0 80/19 41/0 64/0 89/18 GBR 

 

 ، SVRهایمدلهای لتیان و ناورود توسط حوضهسازی شده از مشاهده شده و شبیه سطحی خروجی جریانبه ترتیب  5و  4شکل 
ANN-BP  و GBR  های آموزشی و اعتبارسنجی ها را در طول دورهها کارایی همه مدلهمه هیدروگراف .دهدرا در مقیاس روزانه نشان می

نمودارهای پراکندگی در شکل  .دهدها نشان میهند، در حالی که نمودارهای پراکندگی نتایج دوره اعتبارسنجی را برای همه مدلدنشان می
، دقت  Rو RMSE رادیبرای حوضه لتیان دارند و با توجه به مق جریان سطحیسازی ها کارایی خوبی در شبیهدهد که همه مدلنشان می 4

مقدار جریان  SVR مدلدر بین هر سه مدل،  .افزایش یافته است NDSIشاخص  با استفاده ازجریان سطحی زی ساها در شبیههمه مدل
 ، کمتر تخمین زد. NDSIبالاتر و عدم استفاده از شاخص  دبی جریان خروجیسطحی را بالخصوص در نرخ 

از  های زیاد کمترجریانجریان سطحی را در  ود،ناورحوضه  در هامشاهده کرد که همه مدل 5توان در شکل را می ایالگوی مشابه
 هایجریانرا در دبی جریان خروجی دهد که این مدل تمایل دارد نشان می ANN-BP نمودار پراکندگی مدل. کنندحد معمول برآورد می

ین ااز حد معمول برآورد کند که  ترهای زیاد کمجریانرا در دبی جریان برآورد کند و سپس مانند دو مدل دیگر،  معمول از حد ترپایین بیش
کارایی  با وجود .است GRB و SVR یاها مدلدر مقیاس روزانه در مقایسه ب ناوروداین مدل برای حوضه  ضعیف دلیل اصلی کارایی

یچیده برای فرآیندهای پ ANNsمدل کرد که  نبیا Meng et al. (2019)های هیدرولوژیکی، سازیدر بسیاری از شبیه ANNsهای مدل
های های محلی به جای حداقل، یافتن حداقلجمله کندی کارایی آن در برخی مسائلاز هایی محدودیت ی ازبرخورداربه علت هیدرولوژیکی 

 ELM و SVR تر نسبت بهبا کارایی پایین  ANN-BPضعیف مدل پذیریاین یافته تعمیم .مناسب نیستندها، برازش داده شیو ب سراسری

 مطابقت دارد انجام شده در این راستا با برخی از مطالعات که دهدمی نشان را که هیچ محصول برفی استفاده نشده است در هنگامیکه
.(Parisouj et al., 2020; Shortridge et al., 2016) 

را  NDSIز شاخص حوضه آبخیز ناورود در مرحله آزمون یا اعتبارسنجی بدون استفاده اکارایی را در  کمترین BP-ANN مدل اگرچه
در بین هر سه را  )s3m 70/16=RMSE/ و R=71/0) بهترین دقت در همین حوضه، ، اما این مدل)s3m 65/21=RMSE/و  R=46/0دارد )
 طحیس سازی جریانشبیهبه منظور ای مطالعهگر تکمیلی، از خود نشان داد. در به عنوان یک متغیر تخمین NDSIبا کاربرد شاخص  مدل

 نسبت به مدل کارایی بهتریدر مقیاس روزانه  ANNsمدل که ه شد نشان داد، های فیزیکی مختلفهای با ویژگیای حوضهروزانه بر
SVR1رگرسیون ، خود) AR( 2عصبی تطبیقی-و همچنین سیستم استنتاج فازی) ANFIS(  داشته است(Tombul, 2018 Hadi and نتایج .)

بینی ر پیشد  SVR در اکثر شرایط در مقایسه با مدل  ANN-BPدر مورد کارایی بهتر مدل رمطالعه حاضنتایج با  تحقیق، همراستا این
 .بودروزانه سطحی  جریان

 ناورود ها کارایی بهتری در حوضه لتیان در مقایسه با حوضهدهد که همه مدلنشان می 5و شکل  4نمودارهای پراکندگی در شکل 
این  دهد.سازی بهتری را ارائه میشبیه ANN-BP وSVR نسبت به دو مدل  هر دو حوضه برای GBR مدل تر موارد،و در بیش داشتند

های مورد مطالعه نشان داد. سازی جریان سطحی در حوضهدر شبیه SVR وANN-BP هاینسبت به مدلرا   GRB موضوع برتری مدل
-GBR> ANN به صورتدر مقیاس روزانه  مورد مطالعههای هحوض هر دوبرای  هادقت و کارایی مدل، نتایج بنابراین، با توجه به مقایسه

BP> SVR  .است 
 بینی جریانبرای بهبود دقت پیشساز برتر شبیهبه عنوان مدل  GBR از مدل انجام شد Liao et al. (2020) ای که توسطدر مطالعه

                                                                                                                                                                                
1 Autoregressive (AR)  

2 Adaptive Network-based Fuzzy Inference System (ANFIS) 
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رگرسیون خطی و  ANNs ،SVRهای ا مدلبدر مقایسه  GBR به صورت روزانه استفاده شد و نتایج آنها نشان داد که مدل سطحی
 .دارد این پژوهشکارایی بهتری داشت، که تطابق خوبی با نتیجه  )MLR( 1چندگانه
 

 
)الف( و   NDSIبرفسطحی مشاهده شده و شبیه سازی شده حوضه لتیان در مقیاس روزانه بدون استفاده از داده پوشش  مقایسه جریان .4شکل 

کنند. نمودارهای ها برای ارائه بزرگتر و بهتر جدا می. دو خط تیره آبی، یک سال از دوره اعتبارسنجی را در هیدروگراف)ب( NDSIبا استفاده از 

 دهد.پراکندگی ارزیابی دقت را برای دوره اعتبار سنجی نشان می

                                                                                                                                                                                
1 Multiple Linear Regression (MLR) 
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)الف( و   NDSIبرفن استفاده از داده پوشش سطحی مشاهده شده و شبیه سازی شده حوضه ناورود در مقیاس روزانه بدو مقایسه جریان .5شکل 

کنند. نمودارهای ها برای ارائه بزرگتر و بهتر جدا می)ب(. دو خط تیره آبی، یک سال از دوره اعتبارسنجی را در هیدروگراف NDSIبا استفاده از 

 دهد.پراکندگی ارزیابی دقت را برای دوره اعتبار سنجی نشان می

 

 Guo et al. (2021)هایسازی مدلای بر روی قابلیت شبیههمطالع ML در تایوان انجام دادند و نتایج  جریان سطحیبینی در پیش
این که با نتایج  تری داشتکارایی مطلوب ،)RFR(1 دفیرگرسیون جنگل تصا، SVR ،ANNsمدل  به نسبت GBR مدلآنها نشان داد که 

 هایدر مقایسه با سایر مدل GBR ایج مشابهی در مورد دقت و کارایی بهتر مدلنت. سازگار است GBR در مورد کارایی بهتر مدل مطالعه

ML توسط برخی از محققان گزارش شده است .(Zhang et al., 2019; Venkatesan and Mahindrakar, 2019) 

                                                                                                                                                                                
1 Random Forest Regression (RFR) 
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به  رودناوسه با حوضه به طور قابل توجهی برای حوضه لتیان در مقای سطحیسازی جریان ها برای شبیهکارایی و دقت تمام مدل
سازی در شبیه ML های(. یک رابطه قوی بین کارایی مدل4و جدول  3)جدول  ویژه با استفاده از محصولات پوشش برفی بهبود یافته است

 Konapala et). شناسی و پوشش گیاهی وجود دارد، توپوگرافی و خاک، هیدرولوژی، زمیناقلیمز، مانند خیهای حوضه آبجریان و ویژگی

al., 2020) ه این به این دلیل است کها در حوضه لتیان با استفاده از محصول پوشش برف، علاوه بر این، یکی از دلایل کارایی بهتر مدل
ان دبی جریشود و جریان سطحی حاصل از ذوب برف، سهم بسزایی در خیز محسوب میحوضه در ارتفاعات بالا قرار داشته و منطقه برف

عنوان  های پوشش برف بهدر صورت استفاده از داده سطحیسازی جریان که به نوبه خود منجر به بهبود شبیهکند ایفا می سالانهخروجی 
 .(Hay et al., 2000; Tongal and Booij, 2018) شودمی گرتخمین

 رار دارند و میانگین پوشش برفهای حوضه لتیان در ارتفاعات بالا قنشان داده شده است، بیشتر قسمت 6و  2همانطور که در شکل 
طور هدهند و میانگین پوشش برف برا مناطق با ارتفاع کم تشکیل می ناورودهای حوضه است در حالی که بیشتر قسمت درصد 66-51آن 

مقایسه با  در حوضه لتیان در کل از بارشای ، بخش قابل توجهبرف(. در واقع بارش 6باشد )شکل کمتر از حوضه لتیان میتوجهی قابل
به  NDSI به طور قابل توجهی با استفاده از دبی جریان خروجیسازی ها در شبیهو در نتیجه، دقت و کارایی مدل باشدمی ناورودحوضه 

 .یافت بهبودبه ویژه در حوضه لتیان  تکمیلی گرتخمینعنوان یک 
حوضه  تواند به این دلیل باشد که اینمی حوضه ناورودسه با ها در حوضه لتیان در مقایبه عبارت دیگر، دلیل اصلی کارایی بهتر مدل

شود، مشاهده می 3طور که در شکل همان (.3 و 2 )شکل بوده استو همچنین پوشش گیاهی کمتری  توپوگرافی بیشتردر ارتفاعات بالاتر با 
 طحیسشود که جریان ل ذکر شده باعث میدارای پوشش گیاهی متوسط تا متراکم هستند و تمامی عوام ناورودهای حوضه بیشتر قسمت

ری تبا سرعت بالاتر و تاخیر کمتر بوده، بیشتر و در نتیجه میزان دبی بارندگی بیش که دارای ناوروددر حوضه لتیان در مقایسه با حوضه 
 .به خروجی حوضه برسد

 

 
 )ب( ناورودپوشش برف حوضه لتیان )الف( و حوضه  .6شکل 
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 گیری نتیجه
سازی جریان سطحی در مقیاس روزانه در دو را برای شبیه GBR و SVR ،ANN-BPشامل  MLبینی سه مدل حاضر قابلیت پیش پژوهش

سازی در شبیه هاهای اقلیمی، پوشش اراضی و هیدرولوژیکی مختلف در ایران بررسی کرد. کارایی مدلحوضه آبخیز لتیان و ناورود با ویژگی
از  ها با استفادههای پوشش برف بررسی شد. نتایج نشان داد که کارایی همه مدلوجود و عدم وجود دادهبینی جریان سطحی با و پیش

در مقایسه با شرایطی که در آن هیچ مجموعه داده پوشش برفی استفاده نشده بود، افزایش یافته است.  MODISاز سنجنده  NDSIشاخص 
GBR  بهترین کارایی را در بین سه مدلML احل آموزش و اعتبارسنجی در هر دو حوضه نشان داد، تنها استثنا در حوضه ناورود برای مر

سازی ترین کارایی در شبیهکارایی بهتری را داشته است. ضعیف NDSIسنجی با استفاده از در مرحله اعتبار ANN-BPبوده که در آن مدل 
ها برای عتبارسنجی در اکثر موارد مشاهده شد. کارایی تمام مدلبرای هر دو مرحله آزمون و ا SVRدبی جریان خروجی با استفاده از 

حصولات ویژه با استفاده از متوجهی برای حوضه آبخیز لتیان در مقایسه با حوضه ناورود، بهبینی جریان سطحی خروجی به طور قابلپیش
تر با به این دلیل باشد که این حوضه در ارتفاعات بالاتواند ها در حوضه لتیان میپوشش برفی، بهبود یافته است. دلیل کارایی بهتر مدل

ر حوضه شود که جریان سطحی دتوپوگرافی بیشتر و پوشش گیاهی کمتر نسبت به حوضه ناورود واقع شده است. همه این عوامل باعث می
جی حوضه تر و تاخیر کمتری به خرولتیان، با وجود بارندگی بیشتر و در نتیجه میزان دبی خروجی بیشتر در حوضه ناورود، با سرعت بیش

ه این دلیل تواند بها در حوضه لتیان بویژه با استفاده از محصول پوشش برف، میبرسد. علاوه بر این، دلیل دیگر برای کارایی بهتر مدل
بی هم بسزایی در دباشد و جریان سطحی ناشی از ذوب برف سخیز میباشد که این منطقه به علت قرار گرفتن در ارتفاعات بالا، برف

سازی جریان سطحی کنیم شبیهگر اضافی استفاده میبه عنوان یک تخمین NDSIشود هنگامیکه از خروجی از حوضه دارد که باعث می
 .(Hay et al., 2000; Tongal and Booij, 2018)در حوضه لتیان نسبت به حوضه ناورود بهبود قابل توجهی پیدا کند 

 هایحوضهجریان سطحی در سازی ها نتایج رضایت بخشی را در شبیههمه مدلمطالعه حاضر نشان داد که های در نهایت، یافته
سازی برای شبیه ANN-BP و SVR نسبت بهی تردقیق کارایی GBR ها، مدلآبخیز مورد مطالعه از خود نشان دادند. در میان این مدل

که محصولات پوشش برف  گیری کردتوان نتیجهو همچنین می داشته است آبخیز در مقیاس روزانه برای هر دو حوضه سطحیجریان 
 هایتواند قابلیتمی تکمیلیبه عنوان یک متغیر  MODIS تصاویر سنجندهاز  NDSI سنجش سطح پوشش برف با شاخصای مانند ماهواره

ردهای هیدرولوژیکی به متغیرهای قابل دسترسی بهبود بخشد. اکثر رویک خیزبرفهای ویژه برای حوضه به ،را ML هایسازی روششبیه
سازی جریان نیاز دارند در حالیکه استفاده سازی و مدلهای آب و هوایی مانند بارش و دما به عنوان ورودی برای شبیهمانند برخی از داده

 و نوع ساختار ها،یجه، کیفیت دادهنت درسازی را افزایش دهد. مانند نقشه پوشش برف می تواند دقت شبیه تکمیلیهای از برخی داده
های نقش اساسی در انتخاب بهترین مدل در یک منطقه دارد. نتایج مطالعه حاضر نشان داد که تکنیک سازی،های مورد استفاده در شبیهمدل
توانند نتایج قابل اعتمادی را یمپوشش برف  یاماهواره شیبارش، دما و پا های قابل دسترس ماننداز دادهبا استفاده  ،های داده محورمدل

 . دهد ارائه ی با محدودیت داده،هایویژه در حوضهگیرندگان، بهابزاری کاربردی برای تصمیم جریان سطحی به عنوان سازیبرای شبیه

 گزاریسپاس

های هواشناسی برای و داد تریایستگاه هیدرومهای روزانه تهران و گیلان برای ارائه دادهاستان ای های آب منطقهاز شرکت بدین وسیله
 گردد. میقدردانی   MODISی ماهوارههاناسا برای ارائه داده. همچنین از گرددتشکر و قدردانی میآبخیز مورد مطالعه هر دو حوضه 

 "گونه تعارض منافع توسط نویسندگان وجود نداردهیچ"
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