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ABSTRACT 
Monitoring and controlling the level and sources of dust are crucial in the face of climate change and the development of suitable predictive 

approaches that directly impact the environment and human health. This study aims to estimate the concentration of PM10 in the city of 

Ahvaz using various machine learning models. Climate variables and the Aerosol Optical Depth (AOD) index, derived from the MODIS 

sensor at a wavelength of 476 nanometers, were used as influential variables in estimating PM10 concentration in three scenarios: combining 

AOD with PM10 (scenario 1), combining climate variables with PM10 (scenario 2), and combining climate variables and AOD with PM10 

(scenario 3) .Using six machine learning algorithms, namely Random Forest Regression (RFR), Gradient Boosting Regression (GBR), 

Artificial Neural Networks (ANN), AdaBoostR with DTR, Support Vector Regression (SVR), and Decision Tree Regression (DTR), the 

PM10 concentration was estimated in different scenarios, considering accuracy and precision coefficients. The most influential variables in 

estimating PM10 concentration were determined to be sunshine hours, minimum visibility, maximum wind speed, and the AOD index. The 

GBR linear regression model, with R2, MAE, RMSE, and IOA coefficients of 0.76, 0.31, 0.49 and 0.93 respectively, was found to be the 

most suitable model for estimating PM10 concentration in scenario 3. the results showed that incorporating the AOD index alongside climate 

variables improved the model's performance in estimating PM10 concentration. The proposed final model can be used for daily estimation 

of PM10 particles. 
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و  AODبا استفاده از شاخص  10PMغلظت ذرات  تخمینمنظور های یادگیری ماشین بهمقایسه الگوریتم

 پارامترهای هواشناسیبرخی 

 چکیده

 انسان دارد سلامت و زیستمحیط بر مستقیمی که تأثیرات مناسب بینیپیش رویکردهای توسعه و اقلیمی تغییراتتأثیر  تحت گردوغبار منابع کنترل بر میزان و و نظارت
 ماشین یادگیری های مختلفمدل استفاده از با ،اهواز شهر در(  10PMمیکرومتر ) 10کوچکتر از  غلظت ذرات تخمین باهدف مطالعه این. هستند اهمیت حائز بسیار
 10PM برآورد غلظت ذرات درمؤثر عنوان متغیرهای به مودیسنانومتر سنجنده  476محصول باند  )AOD( عمق بصری شاخص و اقلیمی متغیرهای از .شده استانجام

 AOD شاخص و اقلیمی و ترکیب متغیرهای )سناریوی دوم( 10PM با اقلیمی متغیرهای، ترکیب )سناریو اول( 10PMبا  AOD در قالب سه سناریو شامل: ترکیب شاخص
R(RF Regression Random Forest ،  Gradient Boosting( :شاملماشین  یادگیری الگوریتم مدل با استفاده از شش  استفاده گردید.)سناریوی سوم(  10PMبا 

Regression (GBR)،)ANN( Artificial Neural Networks ، DTR with AdaBoostR ، )SVR( Support Vector Regression  و)DTR( Decision Tree 

Regressionغلظت ذرات ، میزان (10PM  )یرگذار در برآورد تأثترین متغیرهای مهم تعیین و مقایسه شدند. گرفتن ضرایب صحت و دقت نظر در در سناریوهای مختلف با
و  2R، MAE، RMSEضرایب  با مقادیر  GBRرگرسیون خطی  مدل تعیین گردید. AODو شاخص ساعت آفتابی، حداقل دید افقی ، ماکزیمم سرعت باد: 10PMمیزان 

IOA ترین مدل در تخمین مناسب 93/0و  49/0، 31/0 ،76/0به ترتیب برابر با( 10غلظت ذراتPM )  نتایج نشان داد که استفاده در سناریوی سوم بدست آمد. بوده، که
مدل نهائی  پیشنهادی می تواند به منظور . است شده 10PM  ذراتاقلیمی منجر به بهبود عملکرد مدل در برآورد غلظت  در کنار متغیرهای AODاز ترکیب شاخص

 شود. استفاده 10PMتخمین روزانه ذرات 

 
 .میکرومتر 10ذرات معلق با قطر آئرودینامیکی کمتر از   ،عمق نوری آئروسل،  اقلیمی متغیرهای های یادگیری ماشین،الگوریتم واژه:کلید

 

 مقدمه

هایی مانند خشکسالی و انتشار ذرات و گازهای آلوده در جو، منجر های اخیر، رشد جمعیت و استفاده روزافزون از انرژی، به همراه پدیدهدر دهه
وقوع گردوغبار  یکی از پیامدهای بارز تغییرات آب و هوایی، .)1397محمودی سراب،) به کاهش کیفیت هوا و افزایش ذرات معلق شده است

این مناطق تقریباً (. Zarei et al, 2022) محیطی جدی به دنبال داردویژه در مناطق خشک و بیابانی، پیامدهای اقتصادی و زیستاست که به
  (.Reynolds et al,2007) آیندترین نواحی نسبت به فرسایش بادی به شمار میدهند و از جمله حساسسوم مساحت زمین را پوشش مییک
های زراعی و در نتیجه کاهش تولید محصولات اند که در آفریقا و آسیا، فرسایش بادی منجر به کاهش سطح زمینتحقیقات نشان داده 

درصد  25ویژه ایران، یکی از تولیدکنندگان اصلی گردوغبار در جهان است و تقریباً خاورمیانه، به .(Gonzalez et al., 2018) کشاورزی شده است
کیلومتر مربع  907های بیابانی وسیع است که حدود ایران دارای زمین .(Ginoux et al, 2004) شودگردوغبار جهانی در این منطقه تولید می از

های تالابو  ، کویرهای لوتمناطق حساس به فرسایش بادی مانند بیابان (. ,2009Khosroshahi et al) شوداز مساحت کل کشور را شامل می
طور قابل توجهی خشک شده و باعث افزایش فرسایش تغییرات اقلیمی و کاهش آب، به دلیلبه، ده هورالعظیم و شادگان در خوزستانشخشک

Middleton2014,2016Choobari et al, -;Alizadeh2017Rashki et al,  ،Rezaei ; 1986  ;) اندخاک و تولید گردوغبار در مناطق همجوار شده

2019et al,).  
 ) Faghihinia andشوندها و ساکنان این مناطق محسوب میهای گردوغبار تهدیدی جدی برای سلامت اکوسیستمفرسایش بادی و طوفان 

 )2019; Sahebzadeh et al., 2016; Tahbaz, 2013Afzali,   2009( کنندها وارد میناپذیری به زیرساختهای جبرانخسارتوMiri et al., ( .

ویژه در هوای مناطق خشک، به )10PM( میکرومتر 10گردوغبار یکی از دلایل اصلی انتشار ذرات معلق با قطر آئرودینامیکی کمتر از های طوفان



 

 

 Modarres et) دارد محیطی نامطلوبی به همراهافزایش غلظت این ذرات در هوای مناطق مختلف اثرات زیستهای بیابانی ایران هستند. استان

2018al,  .)دهند که شامل عوامل مختلفی های شن، گردوغبار و تغییرات آب و هوایی را نشان میای بین طوفانهای متعدد رابطه پیچیدهوهشپژ
بر تغییرات در تأثیرگذار شناسایی عوامل . (,Gautam et al,2018Daryanoosh et al ;2018 ) ها استاز جمله گرمایش جهانی و تخریب جنگل

 (.Ashpole &,Washington, 2013) ها باشدزیست و سلامت انسانتواند گامی مؤثر در کاهش اثرات منفی بر محیطمیغلظت ذرات معلق 
 فراوانی ،( Shao,2003(شود، از جمله غلظت گردوغبارهای گردوغبار معمولاً بر اساس معیارهای مختلفی ارزیابی میسطح فعالیت طوفان 

 O'Loingsigh) گردوغبار طوفان شاخص و ( ,2017Butt et al) هاآئروسل نوری عمق شاخص(  & 2009Sepehr, Ekhtesasi) گردوغبار روزهای

2014et al,  )2.5بینی غلظتهای پیشهای کلیدی در مدلیکی از داده .شده است ارزیابی PM 10 وPM ،شاخص( Aerosol Optical Depth)AOD 

نمایانگر میزان توزیع ذرات معلق در جو از سطح زمین تا ارتفاعات بالاتر است و میزان  2001al,n et Holbe; 2001al, Clarke et  ). AOD( است
ای های ماهوارهدادهکند. معمولاً این شاخص با استفاده از گیری میتضعیف تابش ورودی به جو به دلیل جذب و پراکنش ذرات معلق را اندازه

و با افزایش غلظت رسد می 1/0طوری که در شرایط آسمان صاف، مقدار آن متغیر است؛ به 1تا  1/0بین  AOD مقادیر .شودمحاسبه می
 هایایستگاه اطلاعات بودن اینقطه به توجه با همچنین،   .(1400حسینی تابش و همکاران، ) شودتر مینزدیک 1به سمت  AODهواویزها، 

 کمک کم هزینه با هوا کیفیت هایشاخص تعیین به طور کارآمدیبه تواندمی زمینی هایمدل با ایماهواره مشاهدات ترکیب از استفاده زمینی،
ای مورد توجه قرار گرفته است. تحقیقات طور فزایندهای بهبا استفاده از تصاویر ماهواره 10PM بینی غلظتدر حوزه مطالعات هواشناسی، پیش .کند

 هایعنوان یک نشانگر معتبر برای تخمین غلظتتواند بهمی )AOD (هااند که عمق نوری آئروسلدادهشده در نقاط مختلف جهان نشان انجام

 2.5PM10 وPM عمل کند. در این زمینه، همبستگی قوی بین AOD  و 9/0 تا 4/0های مذکور وجود دارد که ضریب تبیین آن بینغلظتو 
RMSE با این حال، این همبستگی در مقیاس جهانی ضعیف است و . زارش شده استمیکروگرم بر متر مکعب گ 75/71 و 22/26 از کمتر

  .(1400حسینی تابش و همکاران، )باشد بنابراین کاربرد آن در سطح جهانی محدود می
دقت در هایی نظیر عدم عنوان یک راهکار کارآمد برای مواجهه با چالشه  10PMبینی غلظتهای یادگیری ماشین در پیشاستفاده از روش 

ها به پژوهشگران این روش .های متغیرهای تأثیرگذار و تغییرات ناگهانی در شرایط محیطی مطرح شده استهای سنتی، پیچیدگیبینیپیش

های یادگیری مدل .طور خودکار متغیرهای ورودی مرتبط را شناسایی کرده و یک ساختار مدل بهینه را توسعه دهنددهند که بهاین امکان را می
ها توانند به شناسایی الگوهای پنهان در دادهماشین برای استخراج روابط یا الگوها بین یک مجموعه متغیر و یک عامل هدف مفید هستند و می

توانند به ها میبینی و افزایش دقت نتایج، این روشبا کاهش خطای پیش.  ) .2016Naghibi et al. ; 2008Olden et al(کمک کنند
های ویژه در مناطقی که با چالشها بهاین روش. های بهتری در زمینه مدیریت کیفیت هوا و سلامت عمومی منجر شوندگیریتصمیم
های بلندمدت بینیهای مدیریتی و پیشتوانند به بهبود سیاست، بسیار کارآمدند و میاندشدید و تغییرات اقلیمی مواجهنظیر آلودگی محیطی زیست
 .(Kumar et al, 2021)دکننکمک 

  Laventure Sylvio Thomas Plocoste and (2023 )10هایبینی غلظتاین مطالعه پیش دفهPM   با استفاده از شش مدل یادگیری
، رگرسیون (RFR) ، رگرسیون جنگل تصادفیk (kNN) های، رگرسیون همسایه(SVR) است: رگرسیون بردار پشتیبانیبوده  (ML) ماشین
بهترین عملکرد را با  GBR که ه، نتایج نشان دادطور کلیبه.  (BRR) و رگرسیون ریج بیزی (TR) ، رگرسیون توئیدی(GBR) تدریجیتقویت 

 = 0.7831r =   ،0.6132=  ²R ،6.8479MAE =  ،RMSEداده است)ارائه  ( 10PM)دما، میزان بارش روزانه و  استفاده از سه متغیر ورودی

همکاران  وراد کاویانی دیگری، اتدر مطالع .بوده استدر منطقه کارائیب  10PMهاهای غلظتویژگیمربوط به امی این نتایج تم و(10.4400 
های یادگیری ماشین مورد بررسی و های هوا و پارامترهای محیطی را در سه شهر ایران با استفاده از تکنیکتأثیر تعامل بین آلاینده( 2022)

شده دقت های هوا و عوامل اقلیمی و گیاهی، مدل تدویندار بین آلایندهها گزارش کردند که باوجود وجود رابطه معنیدادند. آنتحلیل قرار 
2.5PM2R ،0.27=  10PM2R ،=  2NO2R  =0.36) :ها به صورت زیر استبینی داشته است. نتایج ضریب تبیین برای آلایندهپایینی در پیش



 

 

0.46 ،0.41=  2SO2R، 0.52=  3O2R  0.38وCO = 2R). ( به 1400حسینی تابش و همکاران )سیسنجنده مود یهاداده یابیارز (MODIS )
های شش ایستگاه هواشناسی در این مطالعه، از داده .ختنددای پرهواشناس یرهایبر متغ دیبا تأک PM10و  PM2.5 یهاندهیغلظت آلا شیدر پا

های خطی و غیرخطی برای برآورد غلظت هواویزها ارائه گردید. نتایج این پژوهش نشان داد که مدل مدلو آلودگی سنجی زمینی استفاده شد و 
ساعته، میانگین فشار بخار آب و ساعت آفتابی است، در مقیاس کل شهر  24رگرسیون خطی که شامل متغیرهای عمق نوری هواویزها، بارش 

با ساعت آفتابی رابطه  2.5PM در این مدل، غلظت  .ترین مدل است، مناسب 347/7³µg/m برابر با RMSE و )²R (75/0تهران با ضریب تبیین 
های معکوس و با سایر متغیرها رابطه مستقیم داشت. این محققان همچنین گزارش کردند که استفاده از متغیرهای هواشناسی و توجه به پدیده

تواند مکمل مناسبی برای شده میشود و مدل ارائهمی 2.5PM د غلظت آلایندههای سنجنده مودیس در برآورجوی موجب بهبود عملکرد داده
 10PM به بررسی غلظت ذرات ) .2020Bozdag et al( .ها را تا حد زیادی برطرف سازدهای زمینی پایش آلودگی هوا باشد و نواقص آنایستگاه

 اکسید کربن، دی )CO(، منواکسید کربن )₂SO(اکسید گوگرد، دی )PM(ترین پارامترهای آلودگی هوا شامل ذرات معلقبا در نظر گرفتن مهم

)₂CO(اوزون ،)₃O( اکسیدهای نیتروژن ،) NOx( هاو هیدروکربن) HC( آوری و با ایستگاه در استان آنکارا در ترکیه جمع 7ها از پرداختند. داده
 تحلیل شدند. در این مطالعه، غلظت ذرات ANN وLASSO  ،SVR ،RF ،NkN ، XGBoostهای یادگیری ماشین شاملاستفاده از الگوریتم

 10PMعنوان ورودی مورد استفاده قرار گرفت و غلظت ذراتایستگاه در آنکارا به 6از  2017تا  2009های و پارامترهای هواشناسی در سال 

 10PM بینی شد. نتایج نشان داد که الگوریتمپیش 2018در ایستگاه هفتم برای سال ANN ² بهترین عملکرد را باR  58/0برابر با ، RMSE برابر
کیفیت هوا در شهر اهواز، واقع در جنوب ایران، با استفاده  ( به ارزیابی2018و همکاران ) مسعودی ..ارائه داده است 4/14برابر با  MAE و 8/20با 

 2009از سال  غلظت نیانگیم و ها در دو مکان مختلف انجام شدگیریاندازهدر این مطالعه، . پرداختند( 10PMذرات معلق )مربوط به  هایاز داده
در ساعات صبح و کمترین غلظت  10PMنتایج نشان داد که بیشترین غلظت .طور ماهانه و فصلی محاسبه گردیدبهساعت  24هر  یبرا 2010تا 

ماه جولای و کمترین آن در ژانویه گزارش گردید، در حالی که  در  10PMهمچنین، بیشترین غلظت ماهانه .آن در ساعات بعدازظهر مشاهده شد
هوا  یشامل دما ییآب و هوا یرهایمتغ نیرابطه ب( 1397محمودی سراب و همکاران ) .بیشترین غلظت فصلی نیز مربوط به تابستان بود

 یآلودگ ریمتغ یجهت و سرعت باد با داده ها ،یافق دید ،روزانه یبارندگ ،متوسط و حداقل( ،)حداکثر یرطوبت نسب ،متوسط و حداقل( ،)حداکثر
با مدل  10PM ( بررسی کردند. نتایج این مطالعه با استفاده از روابط همبستگی و برآورد1390تا  1387طی دوره آماری چهار ساله )( 10PMهوا )

+ بیشترین همبستگی 349/0و  -376/0همبستگی آماری جنگل تصادفی نشان داد که متغیرهای دید افقی و دمای حداقل به ترتیب با ضریب 
عنوان بر اساس نتایج مدل رگرسیون جنگل تصادفی، متغیر دید افقی به .( را نشان داد-077/0دارند. بارندگی نیز کمترین همبستگی ) 10PM را با
برابر  )²R (این محققان همچنین ضریب تبیین و متغیر دمای حداقل در رتبه بعدی گزارش شد. 10PM ترین عامل تأثیرگذار در برآورد میزانمهم

بینی های دید افقی و دمای حداقل برای پیشتوان از دادهگیری کردند که میدست آوردند و نتیجهدرصد به 99داری در سطح معنی 47/0با 
 .استفاده کرد و مدل رگرسیون جنگل تصادفی نتایج مناسبی را در این زمینه ارائه داد 10PM میزان
هدف ارائه مدلی محلی با نتایج بهبودیافته نسبت به مطالعات گذشته  ترکیب از متغیرهای ورودی باترین بهینهبرتری این پژوهش در انتخاب  

غلظت ذرات  هدف اصلی این مطالعه بررسی میزان باشد.یم 10PM غلظت بینیپیشدر راستای سنجش و ارزیابی عملکرد بهترین مدل برای 
( ترکیبی از شاخص 3پارامترهای هواشناسی  (AOD 2 ( شاخص1متفاوت شامل:  با پارامترهای ورودی  10PMاستفاده از ترکیب  با  10PMمعلق

AOD  ای رگرسیون مانندهای پایهمکرر توسط روشصورت بهها ، نمونهحاضر پژوهشو پارامترهای هواشناسی در شهر اهواز بوده است. در، 
شبکه  (،GBRگرادیان ) افزایشی رگرسیون (،RFR) تصادفی جنگل (، رگرسیونDTRدرخت تصمیم ) (، رگرسیونSVRپشتیبان )گرسیون بردار ر

 ,.Hou et al,  2016) دشدن آموزش دیده Ada( AdaBoost(های یکپارچه شامل الگوریتم و روش )ANN( عصبی مصنوعی

2022Li et al, ;2016t al, Xia e ;2021Jiang et al.,  ;2019, Roberto Tagliaferriand  Michele Fratello; 2015., lu yand Song;2014.) 

 .شده استارزیابی  10PMها برای پایش غلظت توانایی آن ه،مقایسه شدهای آماری با استفاده از شاخصهای یادگیری ماشین الگوریتم نتایج

https://dblp.org/pid/69/6674.html
https://dblp.org/pid/162/7475.html
https://pubmed.ncbi.nlm.nih.gov/?term=LU%20Y%5BAuthor%5D


 

 

 

 مواد و روشها

 منطقه موردمطالعه

دقیقه شمالی و طول  19درجه و  31عرض جغرافیایی ترین شهر جنوب غربی ایران است که در شهر اهواز، مرکز استان خوزستان، بزرگ
میزان بارندگی (. 1)شکل  باشدمتر بالاتر از میانگین سطح دریا می 20دقیقه شرقی واقع شده و ارتفاع آن حدوداً  40درجه و  48جغرافیایی 

ترین شهرهای کره زمین در طول تابستان متر است. این شهر دارای آب و هوای خشک و همواره یکی از گرممیلی 230سالانه اهواز حدود 
درصد از مساحت دشت خوزستان که معادل  9شناسی و اکتشافات معدنی انجام شده است، است. بر اساس مطالعاتی که توسط اداره کل زمین

از با بیشترین مساحت از از این میان، ناحیه جنوب و جنوب شرق اهو .هکتار است، منشأهای تولید ریزگرد در استان خوزستان هستند 349254
های سازمان بهداشت جهانی، میزان سالانه بر اساس گزارش (.1396)اژدری،  اندهای منشأ ریزگرد در استان خوزستان شناخته شدهبین کانون

خصوص های بزرگ صنعتی، تأسیسات اداری و بهمیکروگرم در هر مترمکعب است. شهر اهواز با وجود کارخانه 372آلودگی در شهر اهواز 
 شهر کسب کرده است 1100ترین شهر دنیا، مقام اول را بین ترین شهرهای آلوده ایران و به عنوان آلودههای اخیر، یکی از مهمخشکسالی

(Sadeghi & Khaksar, 2015.) 

  

 موقعیت جغرافیایی منطقه موردمطالعه. 1 شکل 

 های مورد استفادهداده

انگین، در این تحقیق، از پارامترهای هواشناسی شامل حداقل دید افقی، ماکزیمم و مینیمم سرعت باد، دما )ماکزیمم، مینیمم و میانگین(، فشار می
، گرینویچ 9ساعت  ،گرینویچ 3ساعت ) در یرطوبت نسب نیانگیم، ساعته، تبخیر 24رطوبت )مینیمم و میانگین روزانه(، ساعت آفتابی، تابش 

میزان غلظت  ( وAOD) آئروسل نوریعمق ، فشار بخار نیانگیم، ستگاهیفشار سطح ا ممینیم، ستگاهیا ترازفشار  ممیماکز (گرینویچ 15ساعت 
 ستیزطیمح( ایستگاه هواشناسی مربوط به فرودگاه اهواز و اداره 2008-2014آمار بلندمدت )مربوط به  (10PM)میکرومتر  10ذرات کوچکتر از 



 

 

در محیط پلتفرم گوگل ارث انجین  مودیسنانومتر سنجنده  476باند روزانه محصول  )AOD( آئروسل نوریعمق شاخص . شده است استفاده
جهت تخمین میزان  ، '/GRANULES2A19MCD/006MODIS_'با مشخصات ز اهوا شهر سینوپتیک فرودگاه ایستگاه محدوده به مربوط

های مجموعه داده .(   ,.Bozdag et al ;2019; Asl et al., 2015Cao et al,. 2020)استفاده شده است (10PMمیکرومتر ) 10ذرات کوچکتر از 
ها از اند. این دادهآوری شدهمیلادی جمع 2014تا  2008های صورت روزانه از سالنمونه است که به 277اخذ شده در این پژوهش مربوط به 

پوشانی زمانی داشتند، هم 2014تا  2008های زیست و هواشناسی در بازه سالهای محیطاند؛ اما از آنجا که دادهتاکنون موجود بوده 1994سال 

 .اندنظر گرفته نشدهاین دوره مورد بررسی قرار گرفت. روزهایی که نقص آماری داشتند در محاسبات در 

 روش پژوهش
های هایی برای تخمین میزان غلظت ذرات معلق در هوا با استفاده از الگوریتم، مدل Python نویسیدر این پژوهش، با استفاده از زبان برنامه

ها به دو مختلف، مجموعه دادههای ، فرایند پژوهش نشان داده شده است. برای توسعه مدل2یادگیری ماشین مختلف توسعه داده شد. در شکل 
. به دلیل متفاوت 30-70های آزمون، جهت ارزیابی عملکرد، در نسبت ها و مجموعه دادهگروه تقسیم شدند: گروه آموزش، برای آموزش مدل

 زتاب دهند. در این راستا، تابعاند تا یک توزیع نرمال معمولی را باها و واحدهای متغیرهای اولیه، پارامترهای ورودی استاندارد شدهبودن محدوده

'Standard Scaler' از کتابخانه scikit-learn  استفاده شد. این تابع مدل را تغییر داده تا اطمینان حاصل شود که میانگین در مرکز صفر و انحراف
گرایی را در طول مرحله آموزش بهبود کند و همها را به یک مقیاس متناسب تبدیل میمعیار به یک تنظیم شده باشد. این فرایند تمام ویژگی

 .( استفاده شد1(رابطه  Z-Score ها، ازبخشد. جهت استاندارد کردن دادهمی

 (1رابطه  

z = (x − μ)/σ 
 ,Jolliffe)  واریانس برای هر متغیر است : σ، هادادهمیانگین  : μی ورودی، هادادهماتریس  : X، هاداده استانداردشده مقادیر :Zکه در آن،  

 ،(2R) تبیین ضریب ،(R) همبستگی آماری دقت و صحت شامل ضریب هایشاخص از استفاده با ماشین بینی عملکرد یادگیریپیش (.2002

به ترتیب  IOA و ²Rضرایب د.ش ارزیابی( IOA) توافق شاخص و( RMSE) خطا میانگین مربعاتریشه  و (MAE) میانگین مطلق خطای

نمایانگر نسبت  ²Rشده و درجه تقارب میان این دو مجموعه داده هستند. بینیشده و پیشدهنده میزان رابطه خطی بین مقادیر مشاهدهنشان

نسبت به  هابینیمعیاری است برای ارزیابی دقت پیش IOA (Index of Agreement) واریانس مدل که به درستی توضیح داده شده است و

خوبی ها بهبینیباشند؛ این به معنای آن است که پیش 1نزدیک به  ²R و IOA شود که مقادیردار تلقی میعملکرد مدل زمانی معنی. یر واقعیمقاد

های واقعی است، بنابراین تجزیه و دهنده عملکرد ضعیف مدل و عدم تطابق با دادهنشان 0مقادیر نزدیک به  .با مشاهدات واقعی مطابقت دارند

بینی مدل گیری خطاهای پیشبرای اندازه RMSE و MAE ضرایب .بینی کمک کندهای پیشتواند به بهبود مدلتحلیل دقیق این ضرایب می

 .های زیر محاسبه شدنداند که در شرایط بهینه نزدیک به صفر هستند. پارامترهای ذکر شده با استفاده از فرمولاستفاده شده
  (Ul-Saufie et al., 2011. Willmott et al., 2012. Fu et al., 2015) 

 

  

 (2رابطه

RMSE = √
1

n
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 (3رابطه
MAE =
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 (4رابطه
R2 = 1 −
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 (5رابطه

IOA = 1 −
∑ (y ̂i − yi)2n
i=1

∑ (|𝑦̂ 𝑖̂ − 𝑦̅̂| + |yi − 𝑦̅̂|)2n
i=1

 

 

 میانگین 𝑦̅̂، است آمدهدستبه مدل از که است ام𝑖 مشاهده شده برایبینیپیش  10PM مقدار "𝑖 𝑦̂̂" و 10PM واقعی مقدار به "𝑖𝑦̂" که در آن، 

 )Fu et al., 2012. Willmott et al., 2011Saufie et al., -Ul .2015( است. هانمونهتعداد  nو  مقدار واقعی

 
 فلوچارت فرآیند اجرای طرح پژوهش .2 شکل

 



 

 

 های یادگیری ماشینالگوریتم

 گرسیون بردار پشتیبانر: شد استفاده قوی روش شش مطالعه، این در. دارد وجود زمانی هایسری برای ماشین یادگیری بینیپیش تکنیک چندین
(SVR)، درخت تصمیم رگرسیون (DTR)، تصادفی جنگل رگرسیون (RFR)، گرادیان افزایشی رگرسیون (GBR)، عصبی های شبکه

 توسعه پایتون زبان در scikit-learn کتابخانه در هاروش این تمام AdaBoostRegressor و ترکیب رگرسیون درخت تصمیم با  (ANN)مصنوعی
 .اندشده داده

 

  )GBR )گرادیان افزایشی رگرسیون
 هایبرنامه از وسیعی طیف یک در را خوبی نتایج که هستند ماشین یادگیری قدرتمند هایتکنیک از خانواده یک گرادیانی یادگیری هایماشین
 است ممکن آن عملکرد که کند ایجاد خوشه یک تا کندمی ترکیب را پایه مدل چندین که است روش یک Boosting روش. اندداده نشان عملی

 ضعیف عملکرد با تصمیم درخت چندین از استفاده با مراحل را GBR مدل منظور، این به. باشد دیگری پایه مدل هر از بهتر توجهی قابل طرز به
 ,Keprate and Ratnayakeکند )می حل را زیر معادله GBR  مرحله، هر برای. آید وجود به پرکارایی مدل یک تا کندمی ترکیب را هاآن و ساخته

2017.) 
 mhm(x) + vm−1(x) = fmf(x) (6رابطه

 mh(وmv>0<1 )معمولاً دهدمی کاهش بعدی درخت بر را قبلی درخت هر اثر که است یادگیری نرخ mvاست،  قبلی بینیپیش 1−mf(x) اینجا در 

 .شودمی ایجاد اند،شده ساخته خطا تابع یک از که هاییباقیمانده پایه بر که است تابعی

 (SVR)پشتیبان رگرسیون بردار

SVR  کمینه و هایپرپلین تعیین با خطا کاهش آن هدف .رگرسیون استیک الگوریتم یادگیری ماشین مبتنی بر بردار پشتیبان برای مسائل 

 SVR اصلی پارامترهای  .) ,2020Singh et al(شودکه با حل معادله زیر انجام می است شده مشاهده و شده بینیپیش مقادیر بین فاصله کردن

 شود.می تعیین زیر رگرسیون معادله کردن کمینه با  C ابتدا،. دارند ارتباط هسته تابع با که هستند γ و C شامل
 (7رابطه

 
 بین تعادل کننده تعیین که است ( < 0C) تعریف برای ثابت پارامتر C و کند،می تنظیم را مدل این که است هاییوزن مجموع w اینجا در 

 .است تخمین خطای و هایپرپلین

  )RFR(تصادفی جنگل رگرسیون

بینی های پیشهای پرکاربرد یادگیری ماشین برای ساخت مدلیکی از روش ),2001Breiman et al( یافت توسعه بریمن توسط که RF الگوریتم
های های حاصل از درختبینیآمده با در نظر گرفتن تمام پیشدستهای بهبینیرگرسیون جنگل تصادفی شامل محاسبه میانگین پیش. است

ترین دسته پاسخ شود، اما تخمین نهایی با انتخاب متداولانجام میبندی بستهاساس روش بندی جنگل تصادفی بر تصمیم است. همچنین، طبقه

 .(2023et al, Ghunimat) گیردآمده انجام میدستجای استفاده از همه نتایج بهبه
شوند. این آموزش داده می (Gini Impurity)جنگل تصادفی با استفاده از ناخالصی جینی یبندهای تصمیم ایجاد شده توسط طبقهدرخت 

گیرد. دهند، مورد استفاده قرار میهای تصمیم را کاهش میهایی که عدم قطعیت در درختها و انتخاب گرهناخالصی برای شکافتن شاخه
به عنوان فرمول n شود. ناخالصی جینی یک گرهبنابراین، بهترین تقسیم با به حداقل رساندن ناخالصی جینی هنگام تقسیم هر گره انتخاب می

  .شودمیزیر تعریف 



 

 

                            (                                                                                                                            8رابطه

ها خالص هستند و احتمال ناخالصی جینی به این معنی است که گرهمقدار کم  در یک گره معین است. i مربوط به کلاس احتمال iPکه  
 ),2023Chai.(ها وجود نداردبندی نمونهاشتباه در طبقه

 (DTR )تصمیم  رگرسیون درخت
این درخت با . است رگرسیون و بندیطبقه کاربردهای برای فهم قابل و تنظیم قابل ماشین یادگیری تکنیک یک )DTR(تصمیم  درخت

 ،دارد قرار ریشه گره در کامل داده مجموعه .کندها تقسیم میصورت بازگشتی بر اساس مقادیر ویژگیها را بههای خود، دادهبینی در برگپیش
 بازگشتی طریق از تقسیم. کند بیشینه را اطلاعات تا ،شودمی انتخاب هاداده تقسیم برای ویژگی بهترین سپس. شودمی شروع فرآیند که زمانی
 هدف مقدار میانگین یا( بندیطبقه برای) بیشترین کلاس برگ، گره هر در بینیپیش. شود برآورده توقف شرایط از ایمجموعه تا شودمی انجام

 اساس بر هابینیپیش. کندمی مختلف هایحوزه در محبوب انتخاب یک را آن تصمیم، درخت فهم قابل و سادگی. است( رگرسیون برای)
 . ),Feng et al2022Li et al ;,2022 (باشدمی استوار اند،شده تعیین درخت ساخت طول در که else-if قوانین از ایمجموعه

 :(1620al, Ren et)  است هاداده از آموزشی نمونه یک بررسی با داده مجموعه یک برای پیوسته مقدار یک بینیپیش دنبال به رگرسیون 
 (9رابطه

 
 برای (DT) تصمیم درخت. است رگرسیون تابع پارامترهای مجموعه  θ  و رگرسیون تابع f(.) خروجی،  O  جدید، مشاهده  x آن، در که 

 این کلاس. هایبرچسب نه و دارد وجود ایتکه هایمدل یا مقادیر هابرگ در که تفاوت این با است بندیطبقه هایدرخت مشابه رگرسیون
 .باشند عملی هر نتیجه یا آزمایش هر نتیجه توانندمی مقادیر

 (AdaBoost(ه شد شناخته یادگیری تکنیک

 بینیپیش مدل یک به را تصمیم درختان مانند ضعیف یادگیرنده چندین تطبیقی، افزایش یا ،AdaBoost نام به شده شناخته یادگیری تکنیک
 باعثو  کند،می عمل تکراری صورت به دور هر در شده بندیدسته اشتباه داده نقاط وزن برچسب افزایش با الگوریتم. کندمی ترکیب قدرتمند

 انجام در هاآن دقت اساس بر سپس. کنندمی تمرکز شده بندیدسته اشتباه قبلاً هاینمونه روی بر که شودمی جدیدی ضعیف یادگیرندگان تولید
 و شوندمی ترکیب ضعیف هاییادگیرنده تمام هایبینیپیش نهایی، گروه در. شودمی داده اختصاص وزنی ضعیف یادگیرنده هر بهها ، بینیپیش
 ،است مؤثر بالا دقت به دستیابی و پیچیده هایداده مجموعه کنترل در AdaBoost. دارند بیشتری نقش نهایی بینیپیش در تردقیق هایبنددسته

 برای محبوب انتخاب یک AdaBoost کلی، طور به. نکنند عمل خوبی به فردی ضعیف هاییادگیرنده که است کارآمد شرایطی در ویژه به
 ابزارهای جعبه به ارزشمند کردناضافه یک به را آن ضعیف یادگیرندگان عملکرد بهبود توانایی و پذیریانعطاف و است بندیطبقه وظایف
 )2019DeRousseau et al, ;2020, Feng et al(کندمی توامان هایروش

 به را رگرسور از اضافی هاینسخه سپس. شودمی آغاز اولیه داده مجموعه به رگرسور یک برازش با  ),2021Oyewola et al( این روش 
 یک کنید فرض. کندمی تغییر بینیپیش آخرین خطای اساس بر هانمونه هایوزن که است این استثنا تنها. کندمی برازش داده مجموعه همان

 هر و است مشاهدات جفت n شامل داده مجموعه این. است شده استخراج زمانی سری یک از که 1y, 1= (x S(xn, yn) , . . . ,( داده مجموعه
 که وزنی اساس بر  i  مشاهده هر برای شود، گنجانده k تکرار در آموزش مجموعه در مشاهده یک اینکه احتمال. دارد wi نام به وزنی مشاهده

. شودمی استفاده i مشاهدات تمام روی بر kمدل )kl ( ضرر میانگین محاسبه برای احتمالات وزنی مجموع سپس. شودمی تعیین شده، داده آن به
 .است شده داده نشان( 21) تا( 01) روابط در kp احتمال و)kl ( ضرر میانگین ریاضی هایفرمول

 (  10رابطه



 

 

                                                              (                                                                                                                            11رابطه
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  (ANN ) مصنوعی شبکه عصبی
Artificial Neural Networks یا ANNs، یعصب ی. شبکه هاهستند( عمیق یادگیری دقت به یا) ماشین یادگیری های الگوریتم از دسته یک 

نحوه عملکرد آن به این صورت است که  .شوداستفاده می Tensorflow ها از کتابخانه نویسی پایتون برای پیاده سازی آنمعمولا در زبان برنامه
 ارسال بعدی لایه به را نتیجه و کنندمی پردازش را اطلاعات هایداده که وجود دارد پنهانی هایلایه، ANN خروجی یک و ورودی یک وسط در

 هیلا کیتوان آنها را به عنوان  یمدر واقع . کنداست ادامه پیدا می همان خروجی که نهایی لایه به رسیدن تا بعدی، لایه به لایه هر و کنند،می
بدون  یهاداده یبندبه گروه های عصبیشبکه. گرفتدر نظر  شوند یم تیریو مد رهیکه ذخ ییداده ها یدر بالا یو طبقه بند یخوشه بند

ها را آموزش دارند داده یدار برامجموعه داده برچسب کیکه  یزمان کنند،ینمونه کمک م یهایورود انیم یهابرچسب بر اساس شباهت
 یرو یخروج هیپنهان( و لا ی)ها هیلا ،یورود هیلا یعنی ه،یچند لا ایکاملاً متصل از سه  ستمیس کیها معمولاً در گره نی. اکنندیم یبندطبقه

 )Gardner ,.است گره هر با مرتبط سازیفعال تابع و لایه هر در هاگره تعداد مخفی، هایلایه تعداد نوع معماری شامل این .رندیگیهم قرار م

M. and Dorling, S,1998) 

 داده شده است:های مربوطه و خروجی به صورت ریاضی، به شکل زیر نمایش با وزن )ANN( های عصبی مصنوعیهای ورودی شبکهلایه 
 (13رابطه

 کنند. بردارهای سطری برایها نقش حیاتی در خروجی ایفا مییافته هستند. مقادیر وزنهای تخصیصوزنwi ها و ورودیyi  جایی که 
 : شودها به صورت زیر نمایش داده میای آنشوند و ضرب نقطهنمایش داده میnw,…,2,w1w=[w[ و y]=ny,…,2,y1y[  ورودی به صورت 

 (14رابطه

 :شودای به صورت زیر نمایش داده میضرب نهایی نقطه

 (15رابطه

 :شودآید و معادله به صورت زیر نوشته میبه دست میp ای، مقدار به مجموع ضرب نقطهc با اضافه کردن بایاس  
 (16رابطه 

 :کنیمسازی میسازی سیگموید را پیادهسازی منتقل شود؛ در اینجا ما تابع فعالتواند به تابع فعالمیp مقدار  
 (17رابطه

 ),2023Mustaqeem et al(.ارزش خروجی استxˉ بینی شده سازی و مقدار پیشتابع فعالσ که در آن  

 نتایج و بحث

 (10PM)میکرومتر  10غلظت ذرات کوچکتر از  و( AOD)مربوط به پارامترهای اقلیمی،  شاخص  و حذف نواقص پس از جمع آوری داده ها

 (AOD) آئروسل نوریعمق ، نتایج آمار توصیفی پارامترهای اقلیمی نمونه در نظر گرفته شد.  277در این تحقیق شده کاربردههای بهدادهمجموع 

( ایستگاه هواشناسی مربوط به فرودگاه اهواز و 2008-2014آمار بلندمدت )مربوط به  (10PM)میکرومتر  10میزان غلظت ذرات کوچکتر از  و



 

 

روزانه  طوربهزیست شهرستان اهواز نیز از اداره محیطها آلایندهاطلاعات مربوط به غلظت  ( نشان داده شده است.1در جدول )زیست محیطاداره 
حداقل، حداکثر  داد کهنشان  شدهیفتعردر شهرستان اهواز و برای محدوده زمانی ها دادهنتایج مربوط به بررسی توصیفی و ساعتی دریافت شد. 

طبق استاندارد سازمان حفاظت  بوده است. مترمکعبمیکروگرم بر  3/186و 67/1491، 71/33به ترتیب برابر با  10PMذرات میزان و میانگین 
حداقل، حداکثر و  ،همچنین گزارش شده است.میکروگرم بر مترمکعب  150 (10PM)ذرات حد استاندارد غلظت میزان  ،محیط زیست ایران

. با باشدمی( -05/0تا  5بین ) AODشاخص  محدوده (.1)جدول  بوده است 29/0و  4، 03/0به ترتیب برابر با ( AOD)شاخص میانگین میزان 
 (.  Lanzaco et al., 2016)یابد میافزایش  AODشاخص   PMافزایش غلظت ذرات گردو غبار و 

خطی انجام شد تا مدلی ایجاد شود که عملکرد بهتری ، آزمون هممدل در اقلیمی مستقل متغیرهای از هریک وجود ضرورت بررسیمنظور به 
به وضعیتی اشاره دارد که در آن یک متغیر توصیفی در رگرسیون چندگانه،  )Collinearity( خطیهم با تعداد کمتری از متغیرها داشته باشد.

عنوان ترکیبی خطی از سایر متغیرها در نظر گرفت. از سوی توان این متغیر را بهرابطه خطی با یک یا چند متغیر دیگر دارد. به عبارت دیگر، می
توان های خطی با یکدیگر هستند و میآن چندین متغیر توصیفی دارای رابطهوضعیتی است که در  )Multicollinearity( چندگانهخطی همدیگر، 

 19و  81 وابططبق رو تلرانس   )VIF( تورم واریانس عاملمتغیرهای مهم با استفاده از  .های خطی از یکدیگر بیان کردعنوان ترکیبآنها را به

، (2طبق جدول ) .(Shrestha ,2020) حذف شدند 1/0و تلرانس کمتر از    < 10VIF با متغیرهای اساس این برانتخاب شدند.  پایتون افزاردر نرم
، آفتابی ساعت، روزانه ابرناکی میانگین، باد سرعت بیشینه، افقی دید حداقل که شامل:ه سازی انتخاب شدرای رویکرد مدلمتغیر برای اج هفت
   خیر می باشند.تب و AOD شاخص، ساعته 24 کلی تابش میزان

 (81رابطه 
 

                                                                                                           (91رابطه 
 

 
  

𝟏

𝑽𝑰𝑭
  تلرانس= 

  .است مدل متغیرهای مستقل با رگرسیونی مدل تبیین ضریب دهندهنشان 2rکه در آن  
  

 های پژوهشتوصیفی داده آماره.  1جدول 

 واحد نام متغیر
د تعدا

 داده

حداقل 

 آماره

حداکثر 

 آماره

میانگین 

 آماره

انحراف 

 معیار
 کشیدگی چولگی

 -m 277 100 10000 6/6046 2/2908 2/0- 0/1 (vvmin)افقی  دید حداقل
 m/s 277 0 11 7/3 7/1 8/0 1/2 (ff_max)باد سرعت ماکزیمم

 -C° 277 6/10 2/44 2/29 3/8 03/0 3/1 (tmaxدمای ماکزیمم )
 -C° 277 60/0- 27 4/15 2/6 2/0- 9/0 (tminدمای مینیمم )

 -C° 277 5 2/34 8/21 2/7 04/0- 2/1 (tm)میانگین  دمای
 -hPa 277 9/1001 8/1023 3/1012 8/4 02/0- 7/0 (m0pایستگاه ) سطح میانگین فشار

 277 0 5/5 9/0 2/1 5/1 5/1 - (nmروزانه ) ابرناکی میانگین

 277 7 70 5/26 3/13 0/1 7/0 % (uminنسبی ) رطوبت مینیمم

 -/277 8/14 8/85 4/46 0/16 2/0 5 % (umنسبی ) رطوبت میانگین

 H 277 0 2/11 8/8 7/1 3/2- 6/7 (sshnآفتابی ) ساعت

d2j/cm/ (24radgloساعته ) 24 کلی تابش میزان
ay 

277 0 8303 1/1480 3/585 4/5 8/66 

 mm 277 3/0 5/16 0/6 2/3 7/0 1/0 (evtتبخیر )

 -277 20 98 66/64 14/19 30/0- 87/0 % (_03hrel)3 ساعت در نسبی رطوبت میانگین



 

 

 277 7 93 9/32 6/15 9/0 5/0 % (_09hrel)9 ساعت در نسبی رطوبت میانگین

 -277 8 86 9/38 0/17 5/0 2/0 % (_15hrel)15 ساعت در نسبی رطوبت میانگین

 -hPa 277 7/1002 6/1025 0/1014 8/4 1/0- 6/0 (max0pایستگاه ) سطح فشار ماکزیمم
 -hPa 277 6/1000 5/1022 9/1010 8/4 01/0 7/0 (min0pایستگاه ) سطح فشار مینیمم

 -hPa 277 9/8 6/55 3/29 6/12 4/0 2/1 (ewsmبخار ) فشار میانگین
 277 03/0 4 3/0 3/0 6/8 0/102 - (AOD)عمق نوری آئروسل 
 3μg/m 277 7/33 7/1491 3/186 6/185 5/4 0/25 (10PM) میکرون 10ذرات معلق با قطر کوچکتر از 

       277  معتبر داده تعداد

 
 

  خطیهمضرائب آزمون  .2جدول 

 2R تلرانس )VIF( اریانسوعامل تورم  نام متغیر

 7488/1 571/0 4262/0 (vvmin)افقی  دید حداقل

 1763/1 261/0 3872/0 (ff_max)باد سرعت ماکزیمم
 0927/127 7800/0 9921/0 (tmaxدمای ماکزیمم )
 1169/46 1602/0 9783/0 (tminدمای مینیمم )

 3055/294 3003/0 9963/0 (tm)میانگین  دمای
 2518/442 2002/0 9977/0 (m0pایستگاه ) سطح میانگین فشار

 1936/2 3342/0 5766/0 (nmروزانه ) ابرناکی میانگین
 1907/22 0453/0 9547/0 (uminنسبی ) رطوبت مینیمم

 2079/58 0171/0 9828/0 (umنسبی ) رطوبت میانگین

 2680/4 2082/0 7918/0 (sshnآفتابی ) ساعت
ساعته  24 کلی تابش میزان

(24radglo) 
1932/1 7564/0 2435/0 

 0157/3 0028/0 7199/0 (evtتبخیر )
 3559/13 3507/0 9264/0 (_03hrel)3 ساعت در نسبی رطوبت میانگین
 3166/15 3806/0 9362/0 (_09hrel)9 ساعت در نسبی رطوبت میانگین

 ساعت در نسبی رطوبت میانگین
15(15hrel_) 

3975/12 0784 /0 9216/0 

 6060/143 0069/0 9930/0 (max0pایستگاه ) سطح فشار ماکزیمم
 5840/119 083/0 9916/0 (min0pایستگاه ) سطح فشار مینیمم

 1200/49 0402/0 9796/0 (ewsmبخار ) فشار میانگین

 7483/2 3836/0 6361/0 (AOD)عمق نوری آئروسل 

 

 

 AODپارامترهای هواشناسی و شاخص استفاده از  با 10PMبرآورد میزان ذرات 

: tree numberنتایج،  تکرارپذیری : برای random_state، تصمیم درخت عمق حداکثر:  max_depth ایپارامتره های گستردهپس از آزمایش
 : تعدادn_iter_no_changeانشعاب،  برای هانمونه حداقل: min_samples_splitها، ویژگی همه از : استفادهmax_featuresدرختان،  بهینه تعداد
آموزش،  هایدوره : تعدادepochs: تنظیم پارامتر، Cشعاعی،  پایه تابع : کرنلkernelیادگیری،  : نرخlearning_rateبهبود،  بدون تکرار

batch_sizeآموزشی،  هایدسته : اندازهLoss Function: مربعات،  میانگین خطای تابعOptimizationسازی، بهینه : الگوریتم Activation



 

 

functionسازی ینهبه(. 3)جدول شدند بهینه به شرح ذیل که بهترین نتایج را ارائه دادند ماشین یادگیری مختلف الگوریتم 6 رای، بسازیفعال : تابع
  استفاده شده است.  (Gradient Descent)گرادیان در این سناریو و دیگر سناریوها از روش نزول هایپرپارامترها

به عنوان بهترین  "best "همچنین، استفاده ازشود. می overfitting موجب آموزش سریع مدل و جلوگیری از 5، حداکثر عمق  DTRدر مدل
این  random_state کند. مقدار ثابتتری را با تمرکز بر خطاهای پیشین فراهم میهای دقیقبینیکننده برای هر مرحله، امکان پیشتقویت

ه تعادل بین زمان پردازش و دقت انتخاب ، پارامترها با توجه ب RFRبرای دهد که نتایج در تکرارهای مختلف قابل بررسی باشندامکان را می
ها خالص بودند، تعیین گردید. درخت در جنگل مشخص شد و عمق حداکثر تا زمانی که تمامی برگ 90شدند. به این ترتیب، برای بهترین دقت، 

به تعیین   max_featuresپارامتر. ، هر بار که مدل اجرا شود، نتایج مشابهی تولید خواهد شد13به مقدار   random_state همچنین، با تعیین
به این معنی است که   =1.0max_featuresکند. مقدارشود، کمک میاز درختان تصمیم استفاده می هایی که در هر تقسیمحداکثر تعداد ویژگی

ها نیاز دارد کافی داده برای تقسیم گره، مدل به تعداد 2به  min_samples_split با تنظیمو  ها استفاده خواهد شددر هر تقسیم، از تمامی ویژگی
نیز به این صورت  GBR به کار رفته است. در DTR ، همان پارامترهای Adaboost+DTRبرای .کندهای غیرضروری جلوگیری میو از تقسیم

به  er_no_changen_itانتخاب شد تا تأثیر درخت اول در درخت تصمیم کاهش یابد. همچنین، 05/0درخت با نرخ یادگیری  90که است 
کند، به این معنی که اگر دقت متوقف شود، مدل به طور خودکار کمک می overfitting های طولانی آموزش و همچنینجلوگیری از زمان

تعداد مراحل آموزش شبکه عصبی را  ANN ، epochs ا درنهایت  .استفاده شد 10حدود  C با مقدار RBF ، از هسته SVRدر . شودمتوقف می
ها، روزرسانی وزنشود. برای محاسبه خطا و بهها استفاده میروزرسانی وزنهایی است که برای هر بار بهتعداد نمونه batch_size کند وتعیین می

های یادگیری پارامترهای ارزیابی الگوریتم نتایجدر ادامه، . شداستفاده  Adam سازیها از الگوریتم بهینهو برای بهبود وزن MSE از تابع خطای
در که اینتوجه به  با است. شدهارائه 4 جدول در ،AODبا استفاده از پارامترهای هواشناسی و شاخص  10PMماشین جهت برآورد میزان ذرات 

در کنار  AODبوده است. شاخص در کنار متغیرهای هواشناسی  AODهای دادهبا در نظر گرفتن   10PM ر ذرات مقدا تخمینهدف این سناریو، 
با  بالاترین ضرایب دقتبا  GBR لگوریتمدر ا  10PM تخمین ذرات  بهترین نتایج شده است.ها مدلعملکرد پارامترهای اقلیمی موجب بهبود 

برای مجموعه داده های   MAE ,94/0= RMSE= 31/0به ترتیب با مقادیر و کمترین ضرایب خطای تخمین  IOA , 67/0= 2R=93/0قادیر م
 نکته این. ها استقبول آن نسبت به سایر مدلپذیری قابلهای واقعی و توانایی تعمیمبا دادهمقادیر تخمین دهنده توافق خوب نشان آزمون،
 این .باشدمی 10PM هایغلظت برای مدل بینیپیش هایقابلیت بهبود در هواشناسی متغیرهای با AOD هایداده ادغام اثربخشی دهندهنشان

حسینی و   Zieger 2011،et al(2004) Hadjimitsis،, Lee et al., (2016) Pahlavan et al(2014)،و You et al (2016) ,.نتایج با نتایج تحقیقات
ترکیب  با در تحقیقات خود، Faraji and Nadi (2018) و  Sotoudeheian and Arhami (2017)( همخوانی داشته است.1400تابش و همکاران )

مشابه با نتایج  ،حاضر پژوهش به نسبت بیشتر هاییستگاها تعداد با تهران و اصفهانشهرهای هواشناسی در پارامترهای و  AODهایداده
، نوع و تعداد پارامترهای  AODعواملی از قبیل نوع باند سنجنده جهت تعیین شاخص  .گزارش کردندرا ضرایب دقت و صحت پایین تر 

 نسبی ترتیب و اهمیت اختلاف نتایج تحقیقات مشابه انجام شده بوده است.از عوامل مهم و موثر در  همچنین نوع مدل استفاده شده،ناسی هواش
 است. اهمیت شدهنشان داده 3 در شکل (GBR)این مدل در 10PMتخمین میزان ذرات  در AODپارامترهای اقلیمی و شاخص  تأثیرگذار عوامل
 هر رشد فرایند در( داده ویژگی) برگ تقسیم هر تنوع اختلاف اساس بر شدهبینیپیش یجهدرنت ویژگی یک نسبی مشارکت دهندهنشان ،نسبی

 ، حداقل(55/0 حدود)آفتابی ساعت که پارامترهای  داد نشان مدل این در مستقل متغیرهای و حاضر هایداده تعامل نتایج. است درخت از گره
ذرات بینی پیشبر میزان تأثیر بالاترین  08/0 حدود نسبی اهمیت با AODخصشاو  (15/0)حدود باد سرعت ماکزیمم، (25/0 )حدودافقی دید

(10PM)  کمتر نسبی اهمیت با کمترینوزانه ر ابرناکی میانگینمیزان  همچنین،. اندشدهتعریف  موثرو به عنوان مهمترین متغیرهای  ،اندداشتهرا 
 ارتباط بین ،) 2014et al,  Afzali(کند. در تحقیق یمتوجیه  را تغییرات از کمی درصد و داشته مدل عملکرد بر را تأثیر کمترین نیز 02/0 از

10PM که تقریبا مشابه با نتایج حاضر است و پارامترهای هواشناسی ازجمله شدت تابش، رطوبت نسبی و جهت باد نشان داده شده است .Akbari 



 

 

 ,.Cao et al ) تحقیقاتبین پارامترهای اقلیمی و آلودگی هوا وجود دارد . همچنین در داری معنیکه رابطه  کردند نیز ثابت( 2016و همکاران )

 2019Asl et al., ; 2015) نشان دادند که، شاخص AOD 2.5 مکانی توزیع تعیین برای لازم پتانسیل ایماهواره تصاویر از حاصل PM 10 وPM 

 د .دار را
 

 هاپارامترهای یادگیری ماشین برای مدلهایپر .3جدول 

 5پارامتر 4پارامتر 3پارامتر 2پارامتر 1پارامتر الگوریتم

DTR max_depth=5 best random_state=0 - - 

RFR max_depth=5 tree number=90 random_state=13 max_features=1.0 min_samples_split=2 

Adaboost+DTR max_depth=5 best random_state=13 - - 

GBR max_depth=6 tree number=90 random_state=20 n_iter_no_change=1000 learning_rate=0.05 

SVR kernel='rbf' C=10 - - - 

ANN epochs=10 batch_size=15 Loss Function= MSE Optimization=  Adam Activation function= Relu 

 
 10PM (3µg/m)های مورد استفاده در تخمین مقدار الگوریتمپارامترهای ارزیابی  .4 جدول

داده مجموعه الگوریتم  MAE RMSE IOA R2 

DTR 
21/0 آموزش  31/0  79/0  91/0  
63/0 آزمون  95/0  89/0  56/0  

RFR 
13/0 آموزش  52/0  98/0  49/0  
73/0 آزمون  65/0  78/0  68/0  

Adaboost+DTR 
51/0 آموزش  91/0  99/0  69/0  
32/0 آزمون  35/0  19/0  17/0  

GBR 
07/0 آموزش  41/0  1 98/0  

31/0 آزمون  94/0  93/0  67/0  

SVR 
12/0 آموزش  32/0  99/0  59/0  
93/0 آزمون  80/0  67/0  35/0  

ANN 
82/0 آموزش  50/0  92/0  75/0  
63/0 آزمون  6/0  58/0  46/0  

 
 10PM(3µg/m) زانیبرآورد م جهت GBRدر الگوریتم  AODشاخص و  یهواشناس یپارامترها ینسب تیاهم .3شکل 



 

 

 پارامترهای هواشناسیاستفاده از  با 10PMبرآورد میزان ذرات 

در  .ارائه شده استبه شرح زیر  5ند در جدول اهداد نشانکه بهترین نتایج را  الگوریتم های یادگیری ماشین در این سناریو، پارامترهایهایپر
دهد که این امکان را می random_state شود. مقدار ثابتمی overfitting موجب آموزش سریع مدل و جلوگیری از 4، حداکثر عمق  DTRمدل

، پارامترها با توجه به تعادل بین زمان پردازش و دقت انتخاب شدند. به این ترتیب،  RFRبرای .نتایج در تکرارهای مختلف قابل بررسی باشند
 ها خالص بودند، تعیین گردید. همچنین، با تعییندرخت در جنگل مشخص شد و عمق حداکثر تا زمانی که تمامی برگ 90قت، برای بهترین د

 random_state  هر بار که مدل اجرا شود، نتایج مشابهی تولید خواهد شد. با تنظیم5به مقدار ، min_samples_split  مدل به تعداد کافی 3به ،
ها در درخت شامل حداقل تعداد نمونه min_samples_leafو کندهای غیرضروری جلوگیری میها نیاز دارد و از تقسیمهداده برای تقسیم گر

 برای .شودهای آموزشی برای ساخت هر درخت استفاده میکه تمامی دادهدهد نشان می0/1مقدار  با max_samplesتصمیم است. 

Adaboost+DTRهمان پارامترهای ، DTR  همچنین، استفاده ازو  کار رفته استبه" best" کننده برای هر مرحله، به عنوان بهترین تقویت
درخت با نرخ یادگیری  90نیز به این صورت که  GBR . درکندکز بر خطاهای پیشین فراهم میتری را با تمرهای دقیقبینیامکان پیش

های طولانی آموزش و به جلوگیری از زمان n_iter_no_changeد. همچنین، انتخاب شد تا تأثیر درخت اول در درخت تصمیم کاهش یاب1/0
تعداد  ANN ، epochs در الگوریتم در نهایت .استفاده شد 10حدود  C با مقدار RBF ، از هسته SVRدر  .کندکمک می overfitting همچنین

شود. برای ها استفاده میروزرسانی وزناست که برای هر بار به هاییتعداد نمونه batch_size کند ومراحل آموزش شبکه عصبی را تعیین می
با توجه به نتایج . شده استاستفاده  Adam سازیها از الگوریتم بهینهو برای بهبود وزن MSE ها، از تابع خطایروزرسانی وزنمحاسبه خطا و به

 الگوریتم با استفاده از پارامترهای هواشناسی، 10PMرات یادگیری ماشین جهت برآورد میزان ذهای الگوریتمپارامترهای ارزیابی 

DTRAdaBoostRegressor+ 88/0به ترتیب  ضرایب دقت مقادیر با بالاترین= IOA-26/0=2R 61/0به ترتیب ضرایب خطا مقادیر کمترین و= 
RMSE ،73/0=MAE  10در تخمین ذرات بهتری  ، نتایجهامدلسایر  نسبت بهPM خوب الگوریتم عملکرد .داشته است 

AdaBoostRegressor+DTR  به نتایج ضرایب صحت  با توجه .ها باشدتواند به واسطه توانایی مؤثر آن در شناسایی الگوهای محلی در دادهمی
= 82/0به ترتیب ضرایب خطا مقادیر بیشترین و32/0-63/0به ترتیب  IOA- 2R ضرایب دقت مقادیرکمترین با داشتن  SVR و دقت، الگوریتم 

RMSE -34/0 =MAE   10 بینی مقادیرپیش ترین عملکردپایین، هاالگوریتمنسبت به سایرPM   این نتایج با مطالعات  (.6را داشته است )جدول

 Laventure;2023 Thomas Plocoste and Sylvioو لندن  در Suleiman et al,2019، (ترکیه) در آنکارا  Bozdağ et al, 2020 توسط شدهانجام
در ( 1397محمودی سراب ) همچنین .سازگار استکه در تحقیقات خود از آمار داده و ایستگاههای بیشتری استفاده نموده اند، هماهنگ و 

این  نتایجتری نسبت به پایینو صحت دقت ضرایب نتایج مشابهی را با  ،(PM10)هواشناسی و آلودگی هوا  های داده تحقیقی مشابه، با ترکیب
  .کرده است و گزارش ثبت پژوهش

در شکل  AdaBoostRegressor+DTRمدل در   10PMترتیب و اهمیت نسبی عوامل تأثیرگذار )پارامترهای اقلیمی( در تخمین میزان ذرات 
ترین ویژگی است که مهم بوده و تر از سایر متغیرهاطور قابل توجهی مهم، به5/0نشان داده شده است. پارامتر ساعت آفتابی با اهمیت حدود  4

تبخیر  میزان .می باشدتأثیرگذار  مهم و ، دومین متغیر2/0حداقل دید افقی با اهمیت حدود  داشته است.های مدل بینیبیشترین تأثیر را در پیش
همچنین، میزان میانگین  گرفتند.به ترتیب در رتبه های سوم و چهارم قرار  1/0و ماکزیمم سرعت باد با اهمیت کمتر از  1/0با اهمیت حدود 

 کند. و درصد کمی از تغییرات را توجیه می داشته( کمترین تأثیر را بر عملکرد مدل 05/0ابرناکی روزانه با کمترین اهمیت )حدود 
 
 
 
 



 

 

 هاپارامترهای یادگیری ماشین برای مدلهایپر .5جدول 

 6پارامتر 5پارامتر 4پارامتر 3پارامتر 2پارامتر 1پارامتر الگوریتم
DTR max_depth=4 random_state=0 - - - - 

RFR max_depth=5 tree number=90 random_state=5 min_samples_leaf=4 max_samples=1.0 min_samples_split=3 

Adaboost+DTR max_depth=5 best random_state=0 - - - 

GBR max_depth=5 tree number=90 random_state=80 n_iter_no_change=100 learning_rate=0.1 min_samples_split=2 

SVR kernel='rbf' C=10 - - - - 

ANN epochs=10 batch_size=15 
Loss Function= 

MSE 
Optimization=  Adam 

Activation 
function= Relu 

- 

 
 10PM (3µg/m)های مورد استفاده در تخمین مقدار الگوریتمپارامترهای ارزیابی  .6 جدول

 MAE RMSE IOA R2 مجموعه داده الگوریتم

DTR 
23/0 آموزش  31/0  79/0  09/0  
63/0 آزمون  63/0  87/0  60/0  

RFR 
29/0 آموزش  65/0  88/0  69/0  
43/0 آزمون  74/0  75/0  45/0  

Adaboost+DTR 
51/0 آموزش  20/0  99/0  69/0  

73/0 آزمون  61/0  88/0  62/0  

GBR 
11/0 آموزش  32/0  99/0  95/0  
47/0 آزمون  80/0  75/0  35/0  

SVR 
19/0 آموزش  93/0  59/0  85/0  
43/0 آزمون  82/0  63/0  32/0  

ANN 
13/0 آموزش  53/0  91/0  72/0  
93/0 آزمون  67/0  78/0  54/0  

 

 
 10PM (3µg/m) زانیبرآورد مجهت  AdaBoostRegressor+DTR ی اقلیمی در مدلرهایمتغ ینسب تی. اهم4شکل 

 

 



 

 

 AODشاخص استفاده از  با 10PM میزان ذرات برآورد

.ارائه شده استبه شرح زیر  7ند در جدول اهداد نشانکه بهترین نتایج را  الگوریتم های یادگیری ماشین در این سناریو، پارامترهایهایپر
به عنوان  "best "همچنین، استفاده ازشود. می overfitting موجب آموزش سریع مدل و جلوگیری از 3، حداکثر عمق  DTRالگوریتمدر  

 random_state کند. مقدار ثابتتری را با تمرکز بر خطاهای پیشین فراهم میهای دقیقبینیکننده برای هر مرحله، امکان پیشبهترین تقویت

، پارامترها با توجه به تعادل بین زمان پردازش و   RFRالگوریتمبرای  .دهد که نتایج در تکرارهای مختلف قابل بررسی باشنداین امکان را می
ها خالص بودند، درخت در جنگل مشخص شد و عمق حداکثر تا زمانی که تمامی برگ 20دقت انتخاب شدند. به این ترتیب، برای بهترین دقت، 

  max_featuresپارامترمشابهی تولید خواهد شد. ، هر بار که مدل اجرا شود، نتایج 13به مقدار   random_state تعیین گردید. همچنین، با تعیین
به این معنی   =1.0max_featuresکند. مقدارشود، کمک میاز درختان تصمیم استفاده می هایی که در هر تقسیمبه تعیین حداکثر تعداد ویژگی

، مدل به تعداد کافی داده برای تقسیم 3 ابر بابر min_samples_split با تنظیم. ها استفاده خواهد شداست که در هر تقسیم، از تمامی ویژگی
بوده که برابر ها در درخت تصمیم شامل حداقل تعداد نمونه min_samples_leafو کندهای غیرضروری جلوگیری میها نیاز دارد و از تقسیمگره
درخت با نرخ یادگیری  80نیز به این صورت که  GBR به کار رفته است. در DTR پارامترهای مشابه،  Adaboost+DTRبرای تعیین گردید. 2با 
های به جلوگیری از زمان، 100با مقادیر برابر با  n_iter_no_changeانتخاب شد تا تأثیر درخت اول در درخت تصمیم کاهش یابد. همچنین 05/0

   الگوریتم در در نهایت .استفاده شد 5حدود  C با مقدار RBF ، از هسته SVRدر . کندکمک می overfitting طولانی آموزش و همچنین
ANN، epochs کند وتعداد مراحل آموزش شبکه عصبی را تعیین می batch_size ها روزرسانی وزنهایی است که برای هر بار بهتعداد نمونه

استفاده  Adam سازیالگوریتم بهینهها از و برای بهبود وزن MSE ها، از تابع خطایروزرسانی وزنشود. برای محاسبه خطا و بهاستفاده می
 نتایجها الگوریتمدر مقایسه با دیگر  DTR الگوریتم ،یادگیری ماشین نشان داد کههای الگوریتم (8)جدول پارامترهای ارزیابی نتایج شود.می

به  ضرایب دقت مقادیر بالاترینبا داشتن  DTR الگوریتم داشته است. AODشاخص با استفاده از  10PMجهت برآورد میزان ذرات  تریمطلوب
بهتری  ها، نتایجنسبت به سایر مدل  RMSE -4/0=MAE=64/0ترتیب به  ضرایب خطا مقادیر کمترین و IOA -59/0 = 2R= 82/0ترتیب 

  ضرایب دقت مقادیرکمترین با داشتن   SVR به نتایج ضرایب صحت و دقت، الگوریتم  با توجه همچنین .داشته است 10PMدر تخمین ذرات 
IOA- 2R  ضرایب خطا مقادیر بیشترین و1/0-45/0به ترتیب RMSE- MAE 10بینی مقادیرترین عملکرد پیشپایین ،42/0-95/0به ترتیبPM  

در مطالعات پهلوان و  شدهثبتهای یافتهدر این بخش از پژوهش با  آمدهدستبهنتایج  (.8)جدول ها داشته است را در میان سایر الگوریتم
 و مشابهت دارد.( همخوانی 1393همکاران )

 
 هاپارامترهای یادگیری ماشین برای مدلهایپر .7جدول 

 6پارامتر 5پارامتر 4پارامتر 3پارامتر 2پارامتر 1پارامتر الگوریتم

DTR max_depth=3 best random_state=80 - - - 

RFR max_depth=5 tree number=20 random_state=13 min_samples_leaf=2 max_features=1.0 min_samples_split=3 

Adaboost+DTR max_depth=2 best random_state=80 - - - 

GBR max_depth=2 tree number=80 random_state=5 n_iter_no_change=100 learning_rate=0.05 - 

SVR kernel='rbf' C=5 - - - - 

ANN epochs=20 batch_size=10 Loss Function= MSE Optimization=  Adam 
Activation function= 

Relu 

 

 
 

 10PM (3µg/m) مورد استفاده در تخمین مقدارهای الگوریتمپارامترهای ارزیابی  .8 جدول

 MAE RMSE IOA R2 مجموعه داده الگوریتم



 

 

DTR 
37/0 آموزش  63/0  86/0  61/0  

4/0 آزمون  64/0  82/0  59/0  

RFR 
35/0 آموزش  61/0  87/0  63/0  
43/0 آزمون  71/0  8/0  49/0  

Adaboost+DTR 
53/0 آموزش  75/0  76/0  45/0  
59/0 آزمون  83/0  71/0  3/0  

GBR 
36/0 آموزش  67/0  8/0  55/0  
44/0 آزمون  84/0  53/0  28/0  

SVR 
28/0 آموزش  6/0  86/0  64/0  
42/0 آزمون  95/0  45/0  1/0  

ANN 
41/0 آموزش  72/0  76/0  48/0  
44/0 آزمون  77/0  68/0  4/0  

 

  )سناریو( سه رویکرد در های یادگیری ماشینالگوریتم با استفاده از 10PM ذرات تخمین  نتایجمقایسه 

با توجه به  .تبیین شده استروشنی ها بر آلودگی هوا بهدر این مطالعه، نقش متغیرهای هواشناسی و ارتباط بین رخدادهای جوی و اثرات آن
ای ای معتبر هستند، در این پژوهش یک مدل منطقهای در مقیاس منطقههای برآورد غلظت آلودگی هوا با استفاده از تصاویر ماهوارهاینکه مدل
غلظت آلودگی مورد بررسی  ها تشریح و ارتباط بین این متغیرها وارائه شد. همچنین، نقش متغیرهای هواشناسی در این مدل اهوازبرای شهر 

سناریو دوم(، )  10PMترکیب متغیرهای اقلیمی با( 2سناریو اول(، )  10PMبا AOD ترکیب شاخص( 1بر اساس سه سناریو:  ته شده است.قرار گرف
با  10PMبینی غلظتدر پیش سه سناریو یهاالگوریتمبهترین سناریو سوم(، عملکرد )  10PMبا AOD ترکیب متغیرهای اقلیمی و شاخص( 3و 

 .می باشددر سناریوی سوم  GBR دهنده برتری الگوریتمواضح نشان طورنتایج به .(5)شکل  ه شدمورد ارزیابی قرار گرفتمقادیر مشاهده شده 
ویژه در مواجهه با الگوهای تغییرات زمانی و مکانی غلظت آلودگی، های غیرخطی و پیچیده، بهدلیل توانایی خود در مدیریت دادهاین الگوریتم به

 (. ,0120Friedman) های رگرسیونی پیشرفته اشاره دارند، همخوانی داردها با مطالعات قبلی که به کارایی مدلبسیار کارآمد است. این یافته
  10PMبینی غلظت ذراتتوجهی در پیشو پارامترهای هواشناسی، عملکرد قابل AOD های ورودی شامل شاخصبا استفاده از ویژگی GBR مدل

کند و اطلاعات مهمی درباره وضعیت آلودگی را در اختیار مدل قرار ای از ذرات معلق در جو عمل میعنوان نمایندهبه AOD شاخص .ارائه داد
، و سرعت باد نیز تأثیر زیادی بر دینامیک آلودگی دارند. نتایج این تحقیق دید افقی، تابش آفتابدهد. در کنار آن، پارامترهای هواشناسی مانند می

 صرفا  10PM میزان برآورددر رویکرد  دیگر سوی از .شودتری میهای دقیقبینیها، منجر به پیشکه ترکیب این دو دسته از دادهکند تأکید می
 وجود دارد.در مقایسه با دو رویکرد قبل  10PMذرات شده  مشاهده و بینیپیش مقادیر بین بیشتری تفاوت ، AOD شاخصاستفاده از با 

نمی توانند مانند سایر مدلها  داشته،  10PMبینی میزانکنند، دقت کمتری در پیشاستفاده می AOD شاخصهایی که فقط از مدل دیگرعبارتبه
غلظت ذرات  . بیشترین و کمترین اریب پیش بینیرا به خصوص در زمانهای گردو غبار پیش بینی و تخمین بزنند  10PMمقادیر غلظت ذرات 

10PM  عواملی از جمله عدم وجود اطلاعات کافی در مورد ذرات معلق  .(6 به ترتیب در سناریوهای یک و سه مشاهده شد)شکل ،الگوریتم ها در
مساحت  سنجی زمینیهای آلودگیدر مقایسه با ابعاد ایستگاه بوده وکه یک کیلومتر  مودیس ایدر هوا و همچنین اندازه پیکسل تصاویر ماهواره

های تصاویر ماهواره استفاده هایی شوند که صرفاً از دادهد باعث ایجاد عدم قطعیت در نتایج مدلتوانمی اختلاف مساحتبزرگتری دارند، همین 

نشان داد که پارامترهای هواشناسی قابلیت بهبود عملکرد رگرسیون چندگانه در تخمین غلظت ذرات  Chelani( 2019نتایج مطالعه )  .کنندمی
 ,Paciorek and Liu)طبق مطالعات  همچنین .شودبینی توصیه میهای پیشرند؛ بنابراین، استفاده از این پارامترها در مدلهای هوا را داآلاینده

 شاخص پارامترهای هواشناسی علاوه برتوان اذعان کرد که می PM غلظت ذرات و AOD شاخص با توجه به همبستگی آماری بین ، 2009 (



 

 

AOD و شاخص متغیرهای هواشناسی توجهقابلتأثیر نتایج این پژوهش، با توجه به  .داردرا  های هوابینی آلایندهپیشتوجهی در تأثیر قابل 
AOD علاوه بر شاخصمتغیرهای هواشناسی با اضافه کردن  کلی طوربه ه شده است.نشان داد در پایش آلودگی هوا AOD  نتایج بهبود ،

 پایش امکان آن، مناسب زمانی و مکانی پوشش همچنین و AOD شاخص رایگان محصولات به آسان دسترسی .اندچشمگیری پیدا کرده
 آن مکمل و کرده جبران را زمینی هایگیریاندازه هایکاستی تواندمی روش این. کندمی فراهم را هوا آلودگی( اینقطه صورتبه نه و) گسترده

 .شود حاصل بهتری نتایج تا باشد

 

 

 

 نمونه های آزمون برایها برای سه سناریو بهترین الگوریتم 10PMشده  بینیپیش و مشاهده مقایسۀ مقادیر .5شکل 
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  3سناریو ( c)و   2سناریو (b)،   1سناریو (a):   ها ی  مختلف برای نمونه های آزمونالگوریتم در   10PMبینی پیش مشاهده و مقایسۀ مقادیر .6شکل 

 
 
 
 
 
 
 

 

 



 

 

 گیرینتیجه

، و همچنین اهمیت  AODهای رایگان و در دسترس شاخصدر شهر اهواز با توجه به داده 10PMنتایج این پژوهش در پایش غلظت آلاینده
منجر  یتاین اقدام درنها.های زمینی استکنار داده در AOD برداری از شاخصپایش این آلاینده و معضل آلودگی هوا، گامی مؤثر برای بهره

ساعت آفتابی ، حداقل دید افقی ازبین پارامترهای اقلیمی استفاده شده در این پژوهش  .شودتر آلودگی هوا میصرفهتر و بهبه پایش بسیار دقیق
                                                                               توانند عملکرد چشمگیریمی AODکه در کنار شاخص ه،متغیرهای هواشناسی تأثیرگذار شناسایی شدمهمترین عنوان به و ماکزیمم سرعت باد 

گذارد های فتوشیمیایی و تشکیل ذرات ثانویه تأثیر میطور مستقیم بر واکنشتابش خورشید به .داشته باشند 10PM مدلسازی غلظت آلایندهدر 

همچنین، حداقل دید افقی  .کندها ایجاد میزایش دما ناشی از تابش خورشید، تغییراتی در الگوی جریان همرفتی و پراکنش عمودی آلایندهو اف
و با افزایش سرعت باد، احتمال تولید  شدهها مشاهده ، تجمع آلایندهباد های پایینطوری که در سرعت؛ بهداشته 10PMرابطه معکوس با غلظت
دهنده میزان جذب و پراکنش نور توسط دارد که نشان 10PMهمبستگی قوی با غلظت AOD علاوه، شاخصیابد. بهگرد و غبار افزایش می

 AOD ترکیب شاخص شامل: سناریوسه در  بهترین الگوریتم 10PMمقایسه پیش بینی مقادیر.)   ,2120Tuna Tuygun et al(ها استآئروسل
)سناریوی  10PMبا  AOD شاخص و اقلیمی )سناریوی دوم( و ترکیب متغیرهای 10PM با اقلیمی )سناریو اول(، ترکیب متغیرهای 10PMبا 

ضرایب  بهترین عملکرد با بالاترین ،GBRبا استفاده از الگوریتم  سناریوی سوم در ،کهنشان داد  PM10با مقادیر مشاهده شده ذرات  سوم(
استفاده  در سناریوی اول بادر حالی که به دست آمد.  )  = RMSE.940و   = 0.93IOA=, 60.7=  2R ،310.MAE) کمترین ضرایب خطادقت و 

 = DTR (0.82IOA=  ,  0.59= 2R ،MAEدر الگوریتم  10PMدر پیش بینی مقادیر   و صحت دقت ضرایب ترینپایین،  AOD از شاخص تنها

، به نسبت به مقدار مشاهده شده الگوریتم ها در  10PMغلظت ذرات  بیشترین و کمترین اریب پیش بینی حاصل شد. (RMSE  =0.64و  0.40
با توجه به نتایج این تحقیق، به خوبی می توان با استفاده از الگوریتمهای یادگیری ماشین و داده ترتیب در سناریوهای یک و سه مشاهده شد. 

استفاده  باشود در مطالعات آینده، پیشنهاد میرا براورد نمود.  (10PM، میزان غلظت آلودگی هوا ) AODهای پارامترهای اقلیمی و شاخص 
تواند به ایجاد یک سیستم پایش این اقدامات می استفاده گردد.تر های دقیقبینیهای هیبریدی در زمینه یادگیری ماشین برای پیشاز مدل
 .ای کارآمد منجر شودمنطقه

 

 "ندارد وجود نویسندگان بین منافع تعارض گونههیچ"

 منابع

 استفاده گردوغبار با یهاتوفان داخلی منشأهای شناسایی. (1396). رضا شهبازی، و جواد خاتونی، درویشی ؛.محمد پیمان؛ جودکی، علی؛ حیدریان، اژدری،
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Comparing machine learning algorithms for estimating PM10 particle 

concentration using AOD and meteorological parameters 

 

EXTENDED ABSTRACT 

Introduction 
 Monitoring and controlling the levels and sources of dust, influenced by climate change, and developing 

appropriate predictive approaches that have direct impacts on the environment and human health are of great 

importance. Dust storms are one of the main reasons for the dispersion of airborne particles with an aerodynamic 

diameter of less than 10 micrometers (PM10) in the air of dry regions worldwide, including the dry and desert 

regions of Iran. These storms occur more severely and with higher concentrations than in the past, leading to 

adverse environmental effects.  One of the negative consequences of increased particulate matter concentration is 

the health risks posed to residents in these areas. Among these, the southern and southeastern regions of Ahvaz 

are recognized for having the largest area of origin centers of dust storms in Khuzestan Province. This study was 

conducted with the aim of estimating the PM10 particle concentrations in the city of Ahvaz using various machine 

learning models. 

 

Methodology 
 In this research, climate variables and the Aerosol Optical Depth (AOD) index, derived from the MODIS sensor 

at a wavelength of 476 nanometers, were used as influential variables in estimating PM10 concentration in three 

scenarios: combining AOD with PM10 (scenario 1), combining climate variables with PM10 (scenario 2), and 

combining climate variables and AOD with PM10 (scenario 3) .Using six machine learning algorithms, namely 

Random Forest (RF), Gradient Boosting Regression (GBR), Artificial Neural Networks (ANN), AdaBoostR with 

DTR, Support Vector Regression (SVR), and Decision Tree Regression (DTR), the PM10 concentration was 

estimated in different scenarios, considering accuracy and precision coefficients. 

Results and Discussion 
 The most influential variables in estimating PM10 concentration were determined to be sunshine hours, 

minimum visibility, maximum wind speed, and the AOD index. The results indicated that the method of combining 

the input variables of the AOD index and meteorological parameters using the GBR algorithm showed the best 

performance with the highest accuracy and precision coefficients, including MAE = 0.31,  RMSE = 0.49, 

IOA=0.93, R2 = 0.76 . The approach using only the AOD index  showed the worst performance in estimating PM10 

levels, with accuracy and precision coefficients, including  MAE = 0.40, RMSE = 0.64, IOA=0.82, R2 = 0.59. The 

approach using only meteorological parameters showed intermediate performance in estimating PM10 levels, with 

accuracy and precision coefficients, including  MAE = 0.37, RMSE = 0.61, IOA=0.88, R2 = 0.62. The pixel size 

of the satellite image used in the MODIS sensor is one kilometer, which in comparison to the dimensions of 

ground-based PM10 pollution monitoring stations, has a larger area. This difference in area creates uncertainty in 

the results of models that solely rely on satellite image data.The use of influential meteorological variables 

alongside the AOD index for modeling PM10 pollutant concentrations has shown remarkable performance. In the 

field of machine learning studies, utilizing multiple models for making predictions is crucial. By providing more 

accurate predictions in complex processes, focusing on improving these models for optimal management can 

ultimately contribute to advancing more sustainable and cost-effective operations. The proposed final model can 

be used for daily estimation of PM10 particles. 
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