
 

 

Evaluating the Performance of the LSTM Model in Forecasting Daily 

Inflow the Dam Reservoirs  
Abstract 
Real-time forecasting of daily inflows to reservoirs with a prediction horizon that extends several steps into the future is crucial 

for water resource planning and management. Despite numerous studies on inflow prediction using machine learning methods, 

few have investigated the predictive capabilities of these approaches with long lead time (several steps ahead) or gained 

insights through systematic comparisons of model predictive performance in the short term. In this study, the daily inflow to 

the Seimareh reservoir was predicted for the next 7 days using the Adaptive Neuro-Fuzzy Inference System (ANFIS) and the 

Long Short-Term Memory (LSTM) network. For this purpose, daily data on precipitation, temperature and inflow to the 

Seimareh reservoir from 2012 to 2018 were used for modeling. The results showed that the performance of the LSTM model 

was better than that of ANFIS in the daily forecast in several steps. Specifically, the maximum and minimum values of the 

Nash coefficient in the forecast horizon for the next seven days were 0.971 and 0.628 for the LSTM model and 0.858 and 

0.393 for the ANFIS model, respectively. The optimal setting of the parameters, including the number of neurons in each layer, 

the number of epochs and the stack size in the LSTM model, is the key to the model's high potential to predict the inflow for 

the next seven days. Finally, the performance of the LSTM model in predicting the inflow to Seimareh during the 2019 flood 

was evaluated and it was found to predict flood discharges with acceptable accuracy up to the forecast horizon of the next 

seven days. These results indicate that the LSTM model is suitable for forecasting daily inflow and can help make strategic 

decisions in water resource management, especially under flood conditions. 

Keywords: daily reservoir inflow forecast, flood management, long lead-time forecast, machine learning. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

  به مخازن سدها یروزانه ورود انیجر ینیبشیدر پ LSTM مدل ییکارا یابیارز

 چکیده

 وجود بادارد.  یادیز تیاهممنابع آب  تیریو مد یزیربرنامه جهت چند گام جلوتربینی با افق پیشورودی به مخازن  روزانه انیجر زمان واقعی ینیبشیپ
 هاروش نیا (چند گام جلوترطولانی مدت ) ینیبشیپ یهاتیقابل یبررس یبرا یمطالعات کم ن،یماش یریادگی یهاروشبا  انیجر ینیبشیپ زیاد مطالعات

استنتاج  سامانهاز با استفاده در این پژوهش مدت انجام شده است. مدل در کوتاه ینیبشیعملکرد پمند سامان سهینسبت به مقا ینشیو به دست آوردن ب
انجام روز آینده  ۷بینی جریان روزانه ورودی به مخزن سیمره تا پیش (LSTM) بلند مدتکوتاه و و شبکه حافظه  (ANFIS) فازی تطبیقی-عصبی

نتایج نشان  .است شدهاستفاده  مدل سازیجهت انجام  ۱۳۹۷تا  ۱۳۹۱های روزانه بارش، دما و جریان ورودی به سیمره از سال دادهشد. برای این کار از 
 بینیپیشمقدار ضریب نش در افق  کمینهو  بیشینه کهیطوربهاست  ANFISبهتر از  LSTMعملکرد مدل  چند گام جلوتر،روزانه  ینیبشیدر پداد که 

 یپارامترها نهیبه میتنظ. باشدیم ۳۹۳/0و  858/0برابر  ANFISو برای مدل  628/0و  ۹۷۱/0 برابر LSTMتا هفت روز آینده به ترتیب برای مدل 
تا افق  انیجر ینیبشیپمدل جهت پتانسیل بالای  یبرا یدیکل ،LSTM در مدل هاو تعداد دسته تکرارهاتعداد  ها در هر لایه،تعداد نرونمربوط به 

 یهاانیجر و مشخص شد کهارزیابی  ۹8سیمره در سیلاب به  یورود انیجر ینیبشیپجهت  LSTMدرنهایت عملکرد  .باشدمی هفت روز آینده بینیپیش
 انیجر ینیبشیدر پ تواندیم LSTMکه  دهدینشان م هاافتهی نیا .کرده است ینیبشیپ نده،یروز آ ۷ بینیافق پیش تا یبا دقت قابل قبول را یلابیس

 .می توان از آن بهره گرفتبخصوص در شرایط سیلابی منابع آب  تیریدر مد راهبردی یهایریگمیکمک به تصم یبرا نیبنابرا .باشد مناسبروزانه 
 .نیماش یریادگ، یسیلاب، ، مدیریت مخزن روزانه انیجر بینیپیش، بلندمدت بینیپیشافق کلمات کلیدی: 

 

 مقدمه

از  یاریو بساز مخازن  یرهاساز یبندزمان ،مدیریت سیلابمنابع آب،  مؤثر تیریمد و یزیربرنامه یبرا انیجر قیدق ینیبشیپ
مدیریت ریزی و مهم جهت برنامه هاییکی از ابزار(Ni et al., 2019; Fathian et al., 2019). دارد ینقش مهم گرید یکاربردها

 نیترمهم ازجمله .ها استورودی به آنروزانه جریان  بینیپیشمخازن سدها،  مانندمنابع آب  یهاسامانهبهینه از  برداریبهره
آن  ناشی از خسارت کردن کمینهبا خطر سیلاب و سرریز شدن سدها و  موقعبه، مقابله مناسب و روزانه یهاینیبشیپ هایهدف

 یو انسان یهواشناسوبه عوامل آب یدیشد یرخطیغ یوابستگ انیجر کهییازآنجا (.۱۳۹0و همکاران،  ندوشنیوسوی )م باشدیم
مدت و بلندمدت دشوار کوتاهمقیاس زمانی در  آن ینیبشیدارد و پ یو زمان یمکان بعددر  یادیز راتییتغ رواز این دهدینشان م

بینی جریان ورودی روزانه به مخازن یشپ رونیازا (Milly et al., 2005; Nourani & Komasi, 2013; Xiao et al., 2019). است
های های عصبی، الگوریتمهای هوش مصنوعی مانند شبکه، روشیاورنف ت. با پیشرفباشدمییک چالش مهم در مدیریت منابع آب 

بینی جریان ورودی به مخازن در زمان رای پیشب باعث شده است تا بتوان از این ابزارهاکاوی های دادهیادگیری ماشین، و روش
های بینی در زمان واقعی جریان به دلیل پیچیدگی بالای فرآیندهای هیدرولوژیکی، چالش، پیشوجودنیباا .نمودواقعی استفاده 

( را روزانهمدت )کوتاه ینیبشیپ(. ۱۳8۷ ،یعسکر ی وبروجنصمدی ) همراه است یتوجهقابلزیادی دارد و غالباً با خطاهای 
 (. (Noorbeh et al., 2020است وابسته یاریبسه عوامل ب روزانه ورودی به مخازن انیجرمیزان  رایانجام داد، ز یراحتتوان بهینم

های هوش مصنوعی روشدر ای از متغیرهای هیدرولوژیکی معمولاً از مجموعه مخازن به ورودیروزانه بینی جریان پیشبرای 
های هیدرولوژیکی تاریخی از مخازن و عوامل محیطی مرتبط، مشاهدات هواشناسی ها با استفاده از دادهاین روش شود.استفاده می

بینی جریان ورودی در زمان واقعی پردازند و قادر به پیشو هیدرولوژیکی فعلی به یادگیری الگوهای پیچیده مرتبط با جریان آب می
 (.۱۳۹4و همکاران،  شاه کرمی ;۱۳۹0، و همکاران یوسوی ندوشنم) باشندمی

سدها انجام شده است. این تحقیقات  ها و ورودیمدت جریان رودخانهبینی کوتاهبرای این منظور، تحقیقات زیادی بر روی پیش
 اندری از سدها صورت گرفتهبرداتر و کارآمدتر برای مدیریت بهینه منابع آب و بهرهبینی دقیقهای پیشارائه مدل منظوربهعمدتاً 

(Sun & Burian, 2016).  متخصصان هیدرولوژی، هواشناسی، علوم داده و مهندسی  یارشتهنیباین رویکردها با همکاری
 Mousavi) برداری بهینه از سدها را ممکن ساخته استها و بهرهدر زمان واقعی جریان رودخانه هابینیآبی، بهبود پیش یهاسامانه

& Mahjoobi, 2019).  ی جریان را به چند دسته مختلف نیبشیپی هاروشتوان می شدهانجامبر اساس مطالعات به طور کلی



 

 

 و ۳داده محورهوش مصنوعی و  هایروش ،2ی آماریهاروشی مفهومی(، هامدل)۱کیزیفمبتنی بر  یهاروش تقسیم نمود:
 انیبینی جرپیش یخاص مورداستفاده برا یهاها و مدلاز روش یعیوس فیط هایبنددسته نیاز ا کی هر .4یبیترک یهاروش

 یهایژگیو و یها، منابع محاسباتمانند در دسترس بودن داده یبه عوامل مناسب و انتخاب روش ردیگیرا در برم ورودی به مخازن
 هیدرولوژیکی مفهومیی هامدلبه دلیل نیاز به داده و اطلاعات زیاد در  هامروز دارد. یبستگ یموردبررس هیدرولوژیکی سامانهخاص 

مربوط به فرآیندهای هواشناسی و با توجه به نیاز به داده و اطلاعات کمتر هوش مصنوعی ی هامدلاستفاده از سهولت و 
بینی جریان پیش نهیدرزمت مطالعا بیشتری صورت گرفته در علوم داده و هوش مصنوعی، هاشرفتیپو همچنین  هیدرولوژیکی

توجه  (LSTM) 5شبکه حافظه کوتاه و بلند مدت راً،یاخشود. انجام می یادگیری ماشینی هامدلورودی به مخازن با استفاده از 
 یزمان یسر ینیبشیپ یابزار قدرتمند برا کیثابت کرده است که  و ها به خود جلب کرده استستیدرولوژیه انیرا در م زیادی
 یو هم رفتارها یادوره یهم رفتارها توانندمیها LSTM ک،یکلاس عصبی یهاشبکهبا  سهیدر مقا(. Hu et al., 2019است )
 (. Mouatadid et al., 2019) رندیبگ ادی یشتریرا با دقت ب هاآندوربرد  یهایوابستگرا ضبط کنند و  یزمان یسر یهادادهآشفته 
 یهاحوضهاز  یادیرواناب تعداد ز-رفتار بارش فیتوص یرا برا LSTMمدل نشان دادند که  (et al., 2018 Kratzert)مثال،  یبرا

( ANN) 6شبکه عصبی مصنوعی هایمدلعملکرد  ( ,.2018Hu et al)همچنین .عملکرد خوبی دارد روزانه اسیدر مق دهیچیپ زیآبر
تا  لیس ینیبشیپ یبرا ANNاز مدل  LSTMنشان داد که مدل  سیلابی بررسی کردند. نتایج انیجر بینیپیش یبرا را LSTMو 
 سهو  ، دوکی انیجر بینیپیش یبرا را LSTMو  ANN هایمدل تیقابل( Le et al., 2019) .کندیبهتر عمل م ندهیساعت آ 6

 یمتوال یهاداده یسر نیبلندمدت ب یهایوابستگ تواندیم LSTMنشان داد که مدل آنها  جی. نتاندکرد یرا بررس ۷هوآبیندر  روزه
برای توسعه  ماشینیادگیری  یهاتمیالگور از( Latif et al., 2021) .از خود نشان دهد لیس ینیبشیدر پ یو عملکرد خوب اموزدیرا ب

 بینی جریان روزانه ورودی به سدی در کشوری مالزیمنظور پیشبه( SVM)8ماشین بردار پشتیبان و LSTM ،ANN سه مدل
های هوش همچنین مطالعات زیادی با سایر مدل .نسبت به دو مدل دیگر عملکرد بهتری داشت LSTM پرداختند. طبق نتایج، مدل

از پنج مدل ترکیبی متشکل از رویکردهای آنالیز موجک، ( Kumar et al., 2015)مصنوعی در این راستا انجام شده است مانند: 
بینی روزانه جریان ورودی به مخزن یک سد در هند و همچنین بازه عدم قطعیت آن، یشمنظور پاسترپ، بهشبکه عصبی و بوت

بینی جریان ورودی به مخزن پیش (۱۳۹5. میثاقی )عصبی بهترین عملکرد را از خود نشان داد-طبق نتایج، مدل موجک .پرداختند
عات با استفاده از اطلاشده بهینه (ANFIS) ۹یقیتطب یفاز-یاستنتاج عصب سامانهکارگیری با به را غرب ایران در شمال علویان

. نتایج حاکی از عملکرد مناسب مدل در برآورد جریان انجام داد، به سد علویان روزه و ماهانه جریان آب ورودی ۱0روزانه، هفتگی، 
 (Zhang et al., 2020). ی استها، دبی جریان در گام زمانی قبلبوده و طبق آنالیز حساسیت، مؤثرترین متغیر ورودی در همه مدل

 ۱0هوآنرن روزه جریان ورودی به مخزن سد ۱0منظور برآورد به ANFIS و ANN، SVM از یک مدل ترکیبی متشکل از سه مدل
 بیشینه ،دما کمینهرطوبت نسبی،  ، دبیارشاند از بدر این پژوهش عبارت مورداستفاده یهابینی کنندهدر چین، استفاده کردند. پیش

یی را دقت بالا شدهینیبشیبارش پ و بارش، دبی متشکل از متغیرهایسازی مدلطبق نتایج، سناریوی . شدهینیبشیو بارش پ دما
 (Babaei et al., 2019)است. ه در دقت مدل نشد یریگموجب افزایش چشمدر مدلسازی کردن سه متغیر دیگر  نشان داد و اضافه

ها نشان داد که مدل آن جیپرداختند. نتا بانیپشت SVM و ANN یهابا استفاده از مدل رودندهیبه سد زا یورود انیجر ینیبشیبه پ
  .دارد بینی جریانی برای پیشمصنوع ینسبت به شبکه عصبرا  یبهتر عملکرد بانیپشت بردار نیماش

 هایاز کاست یاست، برخ افتهیتوسعه  سرعتبه انیجر ینیبشیپ نهیدرزم یادگیری ماشین هایمدل یبر رو قیتحق کهیدرحال
 ,.Yaseen et alمدت هستند )در کوتاه ینیبشیپمدل عملکرد  مندسامان بررسیفاقد  قاتیتحق شتریب (۱همچنان پابرجا هستند. 
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و  هایچندگانه را با ورود یهامدل دیمطالعات با بیشترمختلف،  یهادر زمان انیجر ینیبشیبه دست آوردن پ یبرا (2 (.2015
( 20۱۷) ینورانبرای مثال  (.Hu et al., 2018; Nourani & Partoviyan, 2018بسازند ) یمتوال ریتأخمختلف در چند  یهایخروج

پارامتر  میتنظ (۳ روز به دست آورد. ۷و  4، 2 یهادر زمان بیرا به ترت ینیبشیپ ریکرد تا مقاد جادیسه نوع رابطه را در سه مدل ا
 Dehghani) یزمان ریتأخ طولبرای مثال ، (Cheng et al., 2020) در توسعه مدل است یدیکل نکته ن،یماش یریادگی یهادر روش

et al., 2015)، در مدل  ها در هر لایهو تعداد نرون هاتعداد دورهها، تعداد دستهLSTM ،مؤثر است انیجر ینیبشیبر پ. 
عصبی  هایاز شبکه ایپیشرفتهنوع اده شده پیشین، های استفروش هایعیبو  هانقصدر مطالعه حاضر برای رفع  رواز این
نوعی شبکه  LSTM ورودی به مخازن سدها ارائه شده است. روزانهجریان بینی به منظور پیش ،LSTMمدل  با عنوانبازگشتی 

مدت منظور تنظیم و تقویت حافظه کوتاهپیچیده و ترکیبی به توابعساده، از  توابعبجای  در آن کهعصبی یادگیری عمیق است 
 ۳هاو تعداد دسته 2تعداد تکرارها ،در هر لایه ۱هاتعداد نرونمانند  ،سازیمدلبه مربوط  یپارامترها نهیبه میتنظو با  شودیاستفاده م

های مدل و مقایسه کاراییارزیابی در ابتدا  پژوهشلذا هدف از این  .دارد مدتیطولان ینیبشیپی جهت یپتانسیل بالا در آن،
ANFIS  وLSTM  سازی جریان ورودی به مخزن سیمره با و سپس مدل به مخازن سدها ورودی روزانه بینی جریانپیشدر

در ورودی به مخزن جریان  بینیپیش تیدرنها. باشدمیروز آینده(  ۷) مدتیطولان ینیبشیپ تیقابل یبرا ژهیوبه هاآناستفاده از 
 مدلآیا با توجه به معیارهای ارزیابی، اساسی این تحقیق این است که  سؤال .شودانجام می برتر با استفاده از مدلشرایط سیلابی 

 یاتیعمل بینیپیشجهت ، بحرانی و سیلابدر شرایط برداری از مخزن بهره منظوربهتواند می ،برتر در این مطالعه ماشینیادگیری 
یکی دانیم همانطور که می ی داشته باشد و به نتایج حاصل از آن اعتماد کرد.عملکرد خوبزن و زمان واقعی جریان ورودی به مخ

موقع با خطر سیلاب و سرریز شدن روزانه، مقابله مناسب و بهجریان زمان واقعی و عملیاتی  یهاینیبشیاهداف پ نیترمهماز 
زمان واقعی بینی پیش به منظور تاکنون پژوهشی با توجه به اینکهبنابراین  باشدآن می ناشی از سدها و حداقل نمودن خسارت

تواند راهنما و این تحقیق می ،انجام نشده است، در ایران LSTMبا مدل  در شرایط سیلابی به مخازن سدها ورودی روزانه جریان
 .باشد برای محققین الگوی جدیدی

 

 هاروشمواد و 

 مطالعاتیمنطقه 
این حوضه مساحتی . باشد که در جنوب غربی ایران واقع شده استحوضه آبریز کرخه میواقع در  منطقه مطالعاتی در این پژوهش

دهد. حوضه آبریز کرخه در محدوده درصد آن را مناطق کوهستانی تشکیل می 5/55کیلومترمربع دارد که حدود  5۱64۳معادل 

بینی جریان پیشاست. عرض شمالی قرار گرفته  04º۳5´تا  º۳0 58´طول شرقی و  ۱0º4۹´تا º46 06´مختصات جغرافیائی
 و همچنین د سدهااتعدموقعیت جغرافیایی و هیدرولوژیکی خاص حوضه و حوضه به دلیل این ورودی به مخازن در زمان واقعی در 

ی قرار موردبررسسد سیمره  این مطالعه جریان ورودی به. در داردای در این حوضه، اهمیت ویژه یآببرق انرژیاهمیت بالای تولید 
، منطقه مطالعاتیموقعیت  ۱در شکل . برخوردار است یاژهیاهمیت و از ازلحاظ موقعیت سیاسی و اقتصادیگرفته است که 

 نشان داده شده است.  ها و سدهای هواشناسی، رودخانهایستگاه

                                                           
1. Nerous  
2. Epochs 

3  . Bach size 



 

 

 

 سیمرهسد مطالعاتی و موقعیت  محدوده .1شکل 

 

 (.۱۳۹8 ،هالابیس یگزارش مل ژهیو أتیه) نیز برخی از مشخصات مهم سد سیمره ارائه شده است ۱در جدول 

 
 مخزن سیمرهفنی برخی مشخصات . 1جدول 

 سیمره نام سد

 بتنی دو قوسی نوع سد

 ۱۳۹0 برداریسال شروع بهره

 ۷۳0 (maslتراز تاج )

 ۷2۳ (maslتراز نرمال )

 6۹2 (maslبرداری )بهرهتراز کمینه 

 2666 (mcmحجم نرمال )

 ۱۳۷۷ (mcmبرداری )حجم کمینه بهره

 5/۷04 (maslتراز آستانه سرریز )

 665 (maslتراز آبگیر نیروگاه )

 640 (maslکننده تحتانی )تراز تخلیه

 ۳ تعداد واحدهای نیروگاهی

 480 (mwظرفیت نصب نیروگاه )

 ۱۱4 (mهد طراحی نیروگاه )

 468 (cmsدبی طراحی نیروگاه )

 8۳00 (cmsبیشینه ظرفیت تخلیه سرریز )

 ۱۱20 (cmsکننده تحتانی )ظرفیت تخلیه

 6/۱6 ضریب کارکرد نیروگاه )درصد(

 

 مورداستفاده یهاداده

تا  ۱4/۳/۱۳۹۱ تاریخ ازو متوسط  بیشینه، کمینهروزانه جریان ورودی به مخزن سیمره، بارش و دمای های در این مطالعه از داده
 یاستانداردساز از. پس ارائه شده است 2در جدول  مورداستفاده یهادادهمنبع که شده استفاده مشاهداتی عنوان دادهبه، ۳۱/6/۱۳۹۷

 .شده استمدل انتخاب  آزمایشباقیمانده برای  درصد 20از آنها را برای آموزش مدل و  درصد 80، ۱ها با استفاده از رابطه داده
  ارائه شده است. ۳مشخصات جریان روزانه ورودی به سد سیمره در بازه زمانی مورد نظر در جدول 

 
 در این پژوهش هاآنو منبع  مورداستفادهی هاداده. 2جدول

 منبع نوع داده



 

 

 شرکت مدیریت منابع آب ایران جریان روزانه ورودی به مخزنهای داده

 سازمان هواشناسی کشور سینوپتیک بالادست سد ایستگاه 5بارش 

 ERA5پایگاه داده جهانی  و متوسط کمینه، بیشینهبارش، دمای 

 
 یموردبررسبازه در  سیمرهبه مخزن  جریان ورودی نیانگیو م بیشینه، کمینه .3جدول 

متوسط  مخزن

 (mcm/dayجریان)

 بیشینه

 (mcm/dayجریان)

جریان  کمینه

(mcm/day) 
 0 ۳8/2۱0 65/۷ سیمره

 
ورودی به روزانه جریان  ینیبشیمنظور پبهANFIS  مدلآن با عملکرد و مقایسه  LSTMمدل  ییکارا یابیارزدر این پژوهش به 

 روز آینده پرداخته شده است. ۷تا افق پیش بینی مخزن 

 هاپردازش دادهپیش

با تأخیر زمانی یک تا  ورودیهریک از متغیرهای  انجام شود. از این روباید سازیها، قبل از ورود به مرحله مدلپردازش دادهپیش
آینده  یروزهااند و جریان ورودی به سد در سازی استفاده شدهکننده در فرآیند مدلبینیعنوان متغیر ورودی یا پیش، بهروز هفت

 ها و بهبود برازش مدل،تر شدن بهتر دادههماهنگبه منظور  شود.شونده( در نظر گرفته میبینیعنوان متغیر خروجی )پیشبه نیز
 انجام شده است. ۱رابطه با استفاده از  هادادهی استانداردساز

min (1رابطه

max min

y x x
x x





 

  

  باشد.داده استاندارد شده می yها و داده کمینه minXها، داده بیشینه maxXداده مورد نظر، X هکه در این رابط
کننده( جهت بینیتخاب بهترین پیش)برای ان ۱رویکرد انتخاب ویژگی مبتنی بر روش جنگل تصادفی از ANFISبا  سازیمدلبرای 
 که در ادامه توضیح داده شده است. سازی، استفاده شدقبل از ورود به مرحله مدل ،هاپردازش دادهپیش

 الگوریتم جنگل تصادفی

ترین متغیرهای ورودی جهت کننده( زیاد است، باید مهمبینیتعداد متغیرهای ورودی )پیش در این مطالعه با توجه به اینکه
جلوگیری  هابرازشی مدلبینی و همچنین از بیشهای پیشازحد مدلسازی انتخاب شوند تا از این طریق از پیچیدگی بیشمدل

ی از درختان تصمیم است که برای انتخاب متغیر استفاده اشود. الگوریتــم جنــگل تصادفی یــک الگوریتــم گروهی با مجموعه
. ℎ(𝑥 صورتبندی برای هر نمونه ورودی، بهشود. هر طبقهمی 𝛩𝑘) که طوریشود بهدر نظر گرفته میx  یک نمونه ورودی و𝛩𝑘 

، هر درخت یک xها مستقل از یکدیگر ولی با توزیع یکسان هستند. برای هر نمونه 𝛩ام است. kمجموعه آموزش برای درخت 
عنوان رده نمونه ، بهxای با بیشترین تعداد رأی درختان روی ورودی دهد و درنهایت ردهارائه می xبینی را برای رده نمونه پیش

بندی با استفاده از جنگل تصادفی با ساخت دقت طبقه (.Breiman, 2001نامند )شود. این فرآیند را جنگل تصادفی میانتخاب می
توجهی خواهد های قابلای با بیشترین تعداد رأی، پیشرفتها برای به دست آوردن ردهگیری بین آنای از درختان و رأیمجموعه

و انتخاب تصادفی در  ( ,1996Breiman) 2هــای تصادفــی، استفاده از روش بگینگداشت. دو ویژگی مهــم در ســاخت جنگل
و ترکیبی، برای بهبود یادگیری ماشین است.  ۳اندازهر گره است. روش بگینگ، یک فرا الگوریتم بر مبنای مفاهیم خود راه

های گروهی در یادگیری ماشین، چند یادگیرنده ضعیف را ترکیب کرده تا به یک یادگیری قوی، دست یابند. این روش از الگوریتم
های پایه، جزء بندیشود که طبقهکند. در الگوریتم بگینگ، نتایج خوب زمانی حاصل میها جلوگیری میادهد 4بیش برازش

های که تغییرات کوچک در دادهطوریهای عصبی( بهگیری یا شبکههای یادگیری ناپایدار باشند )مانند درخت تصمیمالگوریتم

                                                           
1  . Random Forest 
2. Bagging 

3. Bootstrapping 

4. Overfitting 



 

 

 الگوریتم بگینگ در خصوصبیشتر  مطالعهبرای  ه توسط آن الگوریتم شود.شدای در مدل ساختهآموزشی منجر به تغییرات عمده
 ( مراجعه شود. Breiman, 1996به مرجع )

 

 سازیمدل

  (ANFIS)ی قیتطب یفاز-یاستنتاج عصب سامانه

 شوداستفاده میها گسترده در بسیاری از زمینه طوربهو پیشنهاد شد  ۱۹65عسگرزاده در سال نظریه مجموعه فازی توسط لطفی
(Ross, 1995). طراحی نگاشت  منظوربهعصبی و منطق فازی  های یادگیری شبکهاز الگوریتم تطبیقی فازی عصبی استنتاج سامانه

فازی  سامانهکند و همچنین با توجه به توانایی در ترکیب قدرت زبانی یک استفاده می یو خروجغیرخطی بین فضای ورودی 
هیدروژئولوژی، مدیریت مخازن و برآورد بار  فرایندهایی همچون هیدرولوژی، یسازمدلعصبی، در  عددی یک شبکه باقدرت

براساس تغییر در میزان مقادیر و دامنه  ANFISمدل  (Nayak et al., 2004; Kişi, 2009). باشدرسوب معلق بسیار قدرتمند می
از  ANFISکند. در مدل خطای موجود عمل می کمینهاساس توابع تعلق در تکرارهای مختلف جهت رسیدن به شبکه مناسب بر 

سازی به درستی استفاده شده است که تمامی پارامترهای مؤثر شود. زمانی عمل شبیهروش استنتاجی تاکاگی سوگنو استفاده می
ی، بیشترین مقدار را مقدار خود برسد و همچنین مقادیر کارای کمینهدر ساختار مدل طوری تعیین گردند که مقدار خطای مدل به 

 داشته باشند. 
ANFIS فازی قوانین استخراج اجازه که است مزیت این دارای همچنین و دارد بندیطبقه و ساخت آموزش، در خوبی قابلیت 

 تبدیل تواندمی این، بر سازد. علاوهمی بنیاد -قاعده یک تطبیقی طوربه و دهدمی متخصص دانش یا عددی اطلاعات از را

برای  زمان به زیاد نسبتاً احتیاج ANFIS بینیپیش مدل اصلی مشکل کند. تنظیم را فازی یهاسامانه به بشری هوش پیچیده
 و y و x دو ورودی موردنظر استنتاجی سیستم که شودمی فرض سازی،ساده منظوربه .باشدمی پارامترها تعیین و ساختار آموزش

 آنگاه-قانون اگر دو با را نمونه قانون مجموعه یک توانمی اول، درجه سوگنو تاکاگی فازی مدل یک دارد. برای z خروجی یک

 :کرد بیان زیر صورتبه فازی
 

 z1= p1x + q1y +r1 :باشد آنگاه B1برابرy و 𝐴1برابرx اگر :قانون اول 

 z2= 𝑝1x + 𝑞2y +𝑟2 :باشد آنگاه B2برابرy و 𝐴2برابرx اگر :قانون دوم 

  
p𝑖, q𝑖که  , r𝑖 که (i=1,2) ساختار  2مطابق شکل. ندهست اول درجه سوگنو -تاکاگی فازی مدل تالی بخش در پارامترهای خطی

 (.Nourani & Komasi, 2013) دباشمی لایه پنج شامل ANFIS مدل
 

 
 (.Nourani & Komasi, 2013) فازی سوگنو با تابع عضویت مثلثی سامانهمعادل با  ANFIS سامانه .2شکل 

 



 

 

 (LSTM)حافظه کوتاه و بلند مدت عصبی شبکه 
 توسط میلادی ۱۹۹۷این نوع شبکه برای اولین بار در سال است.  LSTM بازگشتی، مدل یهاشبکهمحبوب در  هایمدلیکی از 

ها انجام دادهت ناشی از وابستگی بلندمدت لامنظور حل مشکبه LSTM هایمعرفی شد. طراحی شبکه 2دهوبریو اشم ۱تریهوخرا
 منظوربهپیچیده و ترکیبی  توابعساده، از  توابعاین مدل نوع خاصی از شبکه عصبی بازگشتی بوده که بجای  .(,Olah 20۱5) شد

مدت های کوتاهوه بر وابستگیلاهای بلندمدت را عقابلیت یادگیری وابستگی و کندیماستفاده  مدتکوتاهتنظیم و تقویت حافظه 
این نوع گرفته شود.  در نظردر مدل  هاآن بلندمدت یهایوابستگاست که نیاز است  ییهادادههدف این نوع شبکه، پردازش  دارد.

خاص هر سری  یهایژگیوسری زمانی استفاده شود. با توجه به نوع مسئله و  یهاداده بینیپیشدر  تواندیم عصبیشبکه از 
و  (Univariate) تک متغیرهصورت به  توانندمی LSTM یهامدلود. را استفاده نم LSTM هایمدلیکی از انواع  توانیمزمانی، 

گام  کی ینیبشیتوسعه مدل، ابتدا مدل پ در .شوند یبندمیتقسبر اساس تعداد سری زمانی ورودی  (Multivariate) چند متغیره
 بینیپیشتا بتوان  شودیماتخاذ  دهیدآموزش هایمدلدر  یبازگشت راهبرد کی سپس .دیآیبه دست م توسعه مدل ندیجلوتر در فرآ

 یارهیزنجهای بازگشتی دارای نیز شبیه ساختار استاندارد شبکه LSTM یهاشبکه ،۳مطابق شکل را به دست آورد. یاچندمرحله
 .مرتبط و متعامل است لایهدارای چهار  هیلاکیاست، با این تفاوت که ساختار هر سلول بجای  هاسلولاز 

 
 .(Olah 20۱5) (یاهیچهار لا) ساختار تکرارشونده و  LSTM یبازگشت یهاشبکهساختار  .3شکل

 

  3متحرک یهاپنجرهتشکیل 
-n-1 ،nزمان قبل ) یهاگام یهاینیبشیپام از  nگام  بینیپیشمتحرک به این صورت است که برای  یهاپنجرهمنطق و اساس 

از  شدهینیبشیپ یهاانیجرروز آینده از تمامی  5 بینیپیشجریان با افق  بینیپیشبرای  مثالعنوانبه. شودیمو ...( استفاده  2
مدنظر قرار گرفته است و از نقاط  LSTMهای که این موضوع در ساختار مدل شودیمورودی استفاده  عنوانبهروز  4تا  ۱افق 

در مواجه شدن با تعداد زیادی از متغیرهای ورودی  LSTMلازم به ذکر است که به دلیل پتانسیل زیاد مدل  باشد.قوت آن می
جهت انتخاب  با الگوریتم جنگل تصادفیسازی از مدل قبل ورودی یهادادهبه پیش پردازش  ینیاز)مسائل دارای ابعاد بالا(، 

 نیست. هابینی کنندهترین پیشمناسب

 

 یابیهای ارزشاخص

مربع میانگین ریشه (، 2)رابطه  (Rهای ارزیابی ضریب همبستگی )با شاخص ANFISو  LSTMهای بینی مدلدقت عملکرد پیش
موردبررسی قرار گرفت. ( 5)رابطه ( Bias) مقدار بایاس یا سوگیری(، و 4)رابطه  Nash-Suftclife (NSE) (،۳)رابطه ( RMSEخطا )

بینی های پیشتر باشد، دقت مدلبه صفر نزدیک MAEو  RMSEتر باشد و هر چه مقادیر نزدیک ۱به  NSEو  Rهر چه مقادیر 
 بهتر است. 

                                                           
      1  . Hochreiter   

2  . Schmidhuber    
3. sliding window 
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باشد. در می یآمارجامعه : تعداد Nمقدار مشاهداتی متناظر با آن و  :iOشده متغیر جریان، بینیمقدار پیش :iF، 5تا  2در رابطه 
 ارائه شده است. این مطالعهانجام شناسی روشروندنمای مربوط به نیز  ۳شکل 

 

 
 لف انجام تحقیقمراحل مختروندنمای مربوط به  .4شکل 

 

 نتایج و بحث

 ( ANFIS) یقیتطب یفاز-یاستنتاج عصب سامانه

 است ذکر به لازم. الگوریتم جنگل تصادفی استفاده شد ازمناسب  یهایورودابتدا جهت انتخاب سازی، قبل از مدلدر این بخش 
بینی کننده ی که توسط الگوریتم جنگل تصادفی به عنوان متغیرهای پیش لاو ریچهار متغ ،ینیبشیپ افق هر یسازمدل یبرا که

 جینتاکه  ندشدانتخاب  کنندهینیب شیپ یورود یرهایمتغبه عنوان  گذاری مرتب شده بودند،گذاری تا کمترین تاثیراز بیشترین تاثیر
 ارائه شده است. 4 جدول آن در

  مرهیمخزن س یبرا منتخبکننده  ینیب شیپ یرهایمتغ .4جدول

 RF انتخاب شده توسط ریمتغ افق پیش بینی )روز( RF انتخاب شده توسط ریمتغ افق پیش بینی )روز(
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قرار داد و با توجه به معیارهای ارزیابی  یموردبررس با سعی و خطاتوابع عضویت را  تکتکسازی مناسب باید برای داشتن مدل
عضویت  هایابعفازی و انتخاب هر یک از انواع ت عصبیهای مختلف مدل ترکیببا بررسی  .را انتخاب نمود مدل بهترین مدل

 یانتخاب هایمدلارزیابی  یهاشاخصو نتایج )نوع توابع عضویت( مشخصات  تیدرنهاورودی و خروجی،  یپارامترهامربوط به 
ANFIS  ارائه شده است. 5 در جدولدر دو مرحله آموزش و آزمایش یک تا هفت روز آینده  بینیپیشبرای افق  

 
 روز آینده ۷تا  ۱برای افق پیس بینی  ANFIS انتخابی هایمدلنتایج  .5جدول 

افق 

 بینیپیش

تابع عضویت 

 ورودی

تابع عضویت 

 خروجی
 مرحله

ضریب 

 نش

ضریب 

 همبستگی

جذرمیانگین 

 مربعات خطا

(mcm/day) 

 بایاس مقدار
(mcm/day) 

 Trapmf constant یک روز
 -۹/۱6 ۱/۳ ۹50/0 88۷/0 آموزش

 -۱۹ ۳۳/5 ۹02/0 858/0 آزمایش

 Gauss2mf constant دو روز
 ۹/2 ۷/5 ۹۱۱/0 82۷/0 آموزش

 8/6 ۹04/6 8۱۳/0 646/0 آزمایش

 gbellmf constant سه روز
 ۱/۱۱ ۷۳6/۷ 840/0 68۹/0 آموزش

 ۱/25 ۳88/6 ۷66/0 646/0 آزمایش

 Trapmf constant چهار روز
 6/8 ۷۱۱/۷ 828/0 680/0 آموزش

 ۹ 2۱8/8 ۷۳0/0 525/0 آزمایش

 Trimf constant پنج روز
 8/28 ۹8۹/8 ۷۷6/0 5۷6/0 آموزش

 6/۳6 8۷2/۷ ۷50/0 4۹۷/0 آزمایش

 psigmf constant شش روز
 2/۳ ۷4۳/8 ۷68/0 58۹/0 آموزش

 6/5 8۹۹/8 6۷4/0 445/0 آزمایش

 gauss2mf constant هفت روز
 -8/۱۳ 5۹۱/۹ 6۷۷/0 45۱/0 آموزش

 -۷/۹ 4۳4/۱۱ 62۹/0 ۳۹۳/0 آزمایش

 
مربعات خطا و مقدار  نیانگیجذر م ،یهمبستگ بینش، ضر بیضر یابیارز یهاشاخصکه در جدول مشخص است  طورهمان

نش در مرحله  بیمقدار ضر نیشتریارائه شده است. ب ندهیتا هفت روز آ کی ینیبشیپ یهاافقدر  یانتخاب یهامدل یبرا یریسوگ
در افق  یمقدار آن مربوط به مدل انتخاب نیو کمتر858/0با مقدار  ندهیروز آ کی ینیبشیپدر افق  یمربوط به مدل انتخاب ش،یآزما

مربعات خطا مربوط به افق  نیانگیمقدار شاخص جذر م نیکمتر نی. همچنباشدیم ۳۹۳/0با مقدار  ندهیروز آ هفت ینیبشیپ
با  ندهیهفت روز آ ینیبشیپمقدار آن مربوط به افق  نیشتریو ب مترمکعب در روزمیلیون  ۳۳/5و برابر  ندهیروز آ کی ینیبشیپ

نش و  یابیارز یهاشاخص رودیمجلوتر  ینیبشیپکه افق  هرچقدر یطورکلبه. باشدیم مترمکعب در روزمیلیون  ۱۱.4۳4مقدار 
 .شودیمکاسته  هامدلاز دقت  و شودیم شتریب یریمربعات خطا و مقدار سوگ نیانگیجذر م یهاشاخصکمتر و  یهمبستگ بیضر
مختلف بررسی شده است و  یهاافقآزمایش در مرحله  در یتادبا مقادیر مشاه ANFISمدل  یسازهیشبمقایسه نتایج  5شکل در 

مقدار ضریب تبیین  رودیمجلوتر  بینیپیش هرچقدر افق شدهارائه. مطابق نمودارهای ضریب تبیین برای هر افق ارائه شده است



 

 

 شدهیسازهیشبپرت  یهادادهو تعداد  شودیمبا خطا همراه مقادیر جریان فرانرمال  یسازهیشبمدل در عملکرد و  شودیمکاسته 
 .شودمیبیشتر 
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 .آزمایشمرحله  در یتادبا مقادیر مشاه ANFISمقایسه نتایج مدل  .5شکل 

 

 (LSTM)حافظه کوتاه و بلند مدت نتایج 

مدل  یهایورودجهت انتخاب  ANFISپتانسیل خوبی دارد و مانند مدل  سازیمدلبرای  LSTM بیان شد مدل قبلاًکه  طورهمان
متحرک  یهاپنجرهاست که با توجه به معماری خاص و وجود  طوریبلکه ماهیت این مدل  .نیاز به استفاده از الگوریتم خاصی ندارد

، روش )چند گام جلوتر( مدتیطولان انیجر ینیبشیپ یبرارا برای هر مرحله انتخاب کند.  هایدووربهترین  در آن، خود قادر است
 مدلدر  رد،یگیم یگام بعد ینیبشیپ یبرا دیجد یورود عنوانبهگام جلوتر را  کی ینیبشیپ نیکه آخر ،یبازگشت ینیبشیپ
ها و تعداد دسته (Epochs) هادورهتعداد (، nerounها )پارامتر تعداد نرون سهتأثیر در این مدل  .شودیاستفاده م LSTM ینیبشیپ
(Bach size ) و خطا یبصورت سع ،سازیمدلپارامتر در هر بار  سهمختلف این  یهاگشتیجاو با توجه به  اندشدهبررسی 

شامل مقادیر تعداد نرون در هر لایه  ،مختلف شبکه یهایمعمار یبرا کهیطوربه. مورد بررسی قرار گرفتندهای مختلف معماری
 .باشدمی ۳0و  20، ۱0، 5مقادیر ها شامل دستهتعداد و  200و  ۱50، ۱00، 50شامل مقادیر( Epochs) هادوره ، تعداد۱5و  ۱0، 5، ۳

 ارائه شده است. روز آینده ۷تا  ۱برای افق پیس بینی  LSTM انتخابی هایمدلمشخصات و معیارهای ارزیابی  6جدول در 
 

 روز آینده ۷تا  ۱برای افق پیس بینی  LSTM انتخابی هایمدل مشخصات و معیارهای ارزیابی .6جدول 

افق 

 بینیپیش

تعداد نرون 

 لایه اول

تعداد نرون 

 لایه دوم

Bach 

size 

Epoach ضریب  مرحله

 نش

ضریب 

 همبستگی

جذرمیانگین 

 مربعات خطا

(mcm/day) 

 بایاس مقدار
(mcm/day) 

 -۷/۳ ۳۹8/2 ۹86/0 ۹۷۱/0 آموزش 200 ۱0 ۳ ۱5 یک روز

 -5/۳ 5۷۳/۱ ۹86/0 ۹۷۱/0 آزمایش

 -6/5 680/5 ۹۱4/0 8۳2/0 آموزش 200 5 ۳ ۱5 دو روز

 8/۱ ۳06/4 ۹2۳/0 8۳۹/0 آزمایش

 -5/5 ۱4۷/5 ۹۳2/0 85۹/0 آموزش 200 5 ۱0 ۱0 سه روز

 -۱/۳ 5۱8/6 828/0 684/0 آزمایش

 ۱/۱۹ 028/5 ۹۳۹/0 864/0 آموزش 200 ۳0 ۱5 ۱5 چهار روز

 2۱ ۷04/6 8۳۹/0 684/0 آزمایش

 -۹/۱۱ ۱66/5 ۹۳۳/0 860/0 آموزش ۱50 5 ۱0 ۱5 پنج روز

 -5/۱2 ۳8۳/4 ۹2۳/0 844/0 آزمایش

 4/8 82۳/4 ۹۳۷/0 8۷5/0 آموزش 200 20 ۱5 ۱5 شش روز

 ۹/5 284/۷ ۷۹4/0 628/0 آزمایش

 -5/۱0 ۹0۱/5 8۹۳/0 ۷۹2/0 آموزش ۱00 5 ۱0 ۱5 هفت روز

 -2/۷ ۷5۷/6 88۹/0 ۷88/0 آزمایش
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 هایمدلارزیابی ضریب نش، ضریب همبستگی، جذر میانگین مربعات خطا و مقدار سوگیری برای  یهاشاخص 5 در جدول
یک تا هفت روز آینده ارائه شده است. بیشترین مقدار ضریب نش در مرحله آزمایش، مربوط به مدل  بینیپیش یهاافقانتخابی در 

روز  شش بینیپیشن مقدار آن مربوط به مدل انتخابی در افق و کمتری۹۷۱/0یک روز آینده با مقدار  بینیپیشانتخابی در افق 
یک روز آینده  بینیپیشجذر میانگین مربعات خطا مربوط به افق باشد. همچنین کمترین مقدار شاخص می 628/0آینده با مقدار 

مترمکعب میلیون  284/۷روز آینده با مقدار شش بینیپیشو بیشترین مقدار آن مربوط به افق  مترمکعب در روزمیلیون  5۷/۱و برابر 
 ،جلوروبهزمانی  یهاگامجریان در  بینیپیشو  یسازهیشبدر حاکی از پتانسیل بالای مدل  LSTM عملکرد خوب .باشدمی در روز

 . باشدمی سازیمدلدر هر مرحله  مؤثرورودی  یهادادهجهت انتخاب متحرک  یهاپنجرهبه دلیل ماهیت آن و وجود 
مختلف بررسی شده است  یهاافقآزمایش در مرحله  در یتادبا مقادیر مشاه LSTMمدل  یسازهیشبمقایسه نتایج  6شکل در 

بیین از روند خاصی پیروی مقادیر ضریب تارائه شده است. مطابق نمودارهای ارائه شده  بینیپیشو ضریب تبیین برای هر افق 
مقادیر جریان  یسازهیشبدر بهتر بوده است و  هاافقت به سایر و پنج روز آینده نسب دودر افق یک،  هاعملکرد مدل. کندینم

 نیست. توجهقابل شدهیسازهیشبپرت  یهادادهتعداد  بینیپیش یهاافق یهمهدر  یطورکلبهعمل کرده است.  یخوببهفرانرمال 
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 آزمایشمرحله  در یتادمشاهبا مقادیر  LSTMمقایسه نتایج مدل  .6شکل 

در مرحله  شدهیسازهیشببینی یک تا هفت روز آینده، نتایج حاصل از جریان ی پیشهاافقپس از انتخاب بهترین مدل برای 
  نشان داده شده است. ۷بینی مختلف در شکل های پیشو جریان مشاهداتی در افقLSTM و ANFISهای آزمایش توسط مدل
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 شیآزما مرحله -ندهیآ روز هفت تا کی ینیبشیپ افق در یمشاهدات انیجر و LSTM و ANFIS یهامدلتوسط  شدهیسازهیشب انیجر. 7 شکل

 

بوده  برآوردبینی یک و دو روز آینده در چند مورد بیش در افق پیش ANFISتوسط مدل  شدهیسازهیشبجریان  ۷مطابق شکل 
در  .بوده است برآورد کم بالا،برای مقادیر جریان و  برآورد بیش ،بینی سه روز آینده برای مقادیر جریان پاییناست. در افق پیش

ی هرچقدر افق جلوتر طورکلبهی فرانرمال کم برآورد بود است. هاانیجربینی چهار، پنج، شش و هفت روز آینده برای ی پیشهاافق
بینی یک و دو روز آینده در افق پیش LSTMتوسط مدل  شدهیسازهیشبجریان همچنین  .شودیمی کاسته سازهیشبدقت  رودیم

بینی سه، پنج، شش و هفت روز آینده نسبت چهار اما در بعضی موارد اندکی بیش برآورد است. در افق پیش شدهیسازهیشبی خوببه
مقادیر بیشینه جریان با دقت بیشتری نسبت به بینی، های پیشی افقهمههمچنین در . سازی شده استروز آینده بهتر شبیه

ANFIS ی شده با مدل سازهیشبدر خصوص جریان  سازی شده است.شبیهLSTM  ،گفت که  توانینمدر این مورد مطالعاتی
ی جریان بهتر سازهیشببینی هفت روز آینده در افق پیش کهیطوربهشود. ی کاسته میسازهیشبدقت  رودیمهرچقدر افق جلوتر 

  ی فرانرمال و سیلابی عملکرد خوبی دارد.هاانیجری سازهیشبدر  LSTMی مدل طورکلبهاز افق شش روز آینده شده است. 
بهتر است  ANFISنسبت به  جلوروبهچند گام  بینیپیش یهاافقدر LSTM نتیجه گرفت که عملکرد مدل توانیم تیدرنها
از مخازن در شرایط بحرانی مانند  برداریبهره و مدیریت یزیربرنامهایج آن جهت عملیاتی و استفاده از نت یهاینیبشیپو برای 

ابت کردن این ادعا که این و ث LSTMعملکرد مدل  ترقیدقسیلاب بهتر است که از آن استفاده شود. به همین دلیل جهت بررسی 
یک تا هفت روز  بینیپیش یهاافقانتخابی برای  هایمدلعملکرد  یا خیر؟ در شرایط سیلابی مناسب است بینیپیشای مدل بر

رد ارزیابی مو ۹8آن در سیلاب فروردین  شدهثبت یهاانیجرجریان ورودی به سد سیمره و مقایسه آن با  بینیپیشآینده برای 
 قرار گرفت.
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 98در سیلاب  انتخابیارزیابی عملکرد مدل 

روردین . از این رو با توجه به اینکه در نیمه اول فشودمیدر شرایط سیلابی و فرانرمال سنجیده  LSTMدر این بخش عملکرد مدل 
فروردین ماه با  ۱5سیلاب بزرگی رخ داده است، مقدار جریان ورودی به مخزن سیمره در بازه اول تا در حوضه آبریز کرخه  ۹8

در  یالهیمنمودار  صورتبهروز مقایسه شده است و نتایج آن  ۱5در این  شدهثبتشد و با جریان  بینیپیش LSTM مدلاستفاده از 
 ارائه شده است. 8 شکل
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 ۹8جریان ورودی به سیمره در سیلاب  شدهثبتبا مقادیر  LSTMمدل  شدهبینیمقادیر پیشمقایسه  .8شکل 

 

سیلابی و فرانرمال را به  یهاانیجرروز آینده،  ۷با دقت قابل قبولی تا  LSTM مشخص است، مدل 8که در شکل  طورهمان
سیلابی  یهاانیجریک روز آینده  بینیپیشدر افق  نشان داده است. یخوببهکرده است و پتانسیل خود را  بینیپیشمخزن سیمره 

فقط در  اندشده بینیپیشسیلابی با دقت بالایی  یهاانیجردو روز آینده هم  بینیپیش. در افق اندشده بینیپیش بیشتریبا دقت 
مدل کم برآورد روز اول فروردین  ۱5در طول هفت روز آینده  بینیپیشدر افق روز سیزدهم اندکی مدل بیش برآورد بوده است. 

رود دقت برآورد جریان کاهش یابد ولی جلوتر  بینیپیشفق هرچقدر که اکه  رودیمانتظار  شدهانجامبر اساس مطالعات بوده است. 
خود را  بینیپیشگیر نیست و مدل توانایی ، این کاهش دقت چشمدر آن متحرک یهاپنجرهو وجود  LSTMماهیت مدل با توجه 

 نشان داده است. یخوببهروز آینده  ۷تا 
 

 گیرینتیجه

های اخیر زن با تأکید بر پیشرفتبینی جریان ورودی روزانه به مخشبرای پی ماشینیادگیری های استفاده از روشدر این مطالعه  
برداری بهینه از منابع آب و مدیریت مخازن در بهره یمؤثرابزارهای  عنوانبهها در این حوزه بررسی شده است. این روش

 ینیبشیپ یهاتیقابل رونیازا .ایجاد کنند مخازن برداری ازبهره در عملکرد یتوجهقابلتوانند بهبود گیرند و میقرار می مورداستفاده
در هر لایه،  هاتعداد نرونانتخاب پارامترها ) ریتأث .شد یبررسروزانه  اسیدر مق ANFISو  LSTM هایمدل درچند گام جلوتر 

 و LSTM یسازدر مدل زین هامدلبر عملکرد و )نوع توابع عضویت ورودی و خروجی( به ترتیب ( هاا و تعداد دستههتعداد دوره
ANFIS جهت  برای مخزن سیمره واقع در حوضه آبریز کرخه و عملکرد مدل انتخابی یشنهادیپ یهامدل شده است. یبررس

ورودی به  روزانه انیجر یسازهیشبدر  LSTMکه روش  دهدیم نتایج نشان ،یطورکلبهبررسی شد.  ۹8در سیلاب  بینیپیش
مقدار ضریب نش در  کمینهو  بیشینه کهیطوربه .است ANFISبرتر از روش  چند گام جلوتر بینیپیشافق  یبراسیمره  زنمخ

و  858/0برابر  ANFISو برای مدل  628/0و  ۹۷۱/0برابر  LSTM تا هفت روز آینده به ترتیب برای مدل بینیپیشافق 
 کهیطوربهکند،  بینیپیشطوری است که تا چند گام زمانی جلوتر را با دقت خوبی  LSTMماهیت مدل  .باشدمی۳۹۳/0

 انیجر ینیبشیدر پ .اندنداشتهزمانی جلوتر افت چندانی  یهاگامارزیابی نش، ضریب همبستگی و ضریب تبیین در  یهاشاخص
 انیجرو  کرد خوبی داردعمل LSTM، مدل ۹8در بازه سیلاب  هفت روز آینده بینیپیشتا افق  ورودی به مخزن سیمره روزانه

 .آوردیبه دست م فرانرمال و سیلابی یهاانیجر یبرا ژهیو، بهاتیمشاهد انیبا جر یتطابق نسبتاً خوب شده توسط آنینیبشیپ
 روزانه دارد. یهااسیدر مق LSTM مدل ینیبشیبر عملکرد پ یادیز ریتأث هاو تعداد دسته هاتعداد دوره در هر لایه، هاتعداد نرون

مؤثر  نیماش یریادگی یهامدل مدتیطولان ینیبشیدقت پ شیافزا یبرا تواندیم ،مؤثری پارامترها انتخابکه  دهدینشان م نیا
استفاده از  با زیآبر یهاحوضه در رواناب وبه سد  یورود انیجر ینیبشیپ نهیزمکه در یمطالعات ریمطالعه حاضر با سا جینتا باشد.
 ,Man et al., 2023; Khorram and Jehbez, 2023; Han et al., 2021; Lee and Kim)مطابقت دارد  ،انجام شده LSTM مدل

2021; Qi et al., 2019). پتانسیل بالایکه نتایج این مطالعات به طوریبه LSTM نیا جریان اشاره داشته است. یبیندر پیش 
 در زمان برداریبهرهدر  مخزنروزانه  هیتخل و یزیربرنامهو  کارآمد مدیریت یبرابینشی منابع آب  رانیبه مد تواندیم مطالعه

با  وارزیابی  تریطولانبینی ی پیشهاافقبرای در این زمینه،  LSTMعملکرد مدل  شودمیپیشنهاد  ارائه دهد. از مخازن یواقع
 .مقایسه شود ماشینیادگیری  هایمدلسایر 

 منابع
 قیبا تلف ۳روزانه به مخزن سد کارون  یورود انیجر یزمان واقع ینیب شی(. پ۱۳8۷منصور. ) ی،عسکر یاستادعل و ؛نیحس ی،بروجن یصمد

 .22-۱4 ،(2)4 ،رانیمنابع آب ا قاتیتحق. یبارندگ یهاینیبشیو پ ویروش اتورگــرس
به مخزن سد کمال صالح با استفاده از محاسبات  یورود انیجر ینیبشی(. پ۱۳۹4) ی.مجتبی، مرادو  ؛یهادی، خانیثان ؛نینازنی، کرمشاه 

 .6۱-48 ،(۱)6 ،رانیو آب ا یاریآب یمهندس یپژوهش یعلم هینشرنرم. 



 

 

به مخزن سد دز با استفاده  یروزانه ورود انیجر ینیب شیپ(. ۱۳۹0. )حانهیر ،یو بندر ؛میمحمد ابراه ب،یحب یبن ؛دیسع دیس ،یندوشن یوسوم
 https://civilica.com/doc/157849 ،ر،کرمانیو کاهش تبخ یاریآب یسراسر ناریسم نیازدهمیی. زمان یسر یاز مدل ها

آب و خاک  قاتیتحق. شدهنهیبه یعصب-یفاز یقیتطب سامانهبا استفاده از  انیبه سد علو یورود انیجر ینیبشی(. پ۱۳۹5فرهاد. ) ی،ثاقیم
 . 448-4۳۹ ،(۳)4۷ ،رانیا

 مخازن. تیریمد تهیو منابع آب، کم یدرولوژی(، کارگروه ه۱۳۹8) .هالابیس یگزارش مل ژهیو أتیه
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 Evaluating the Performance of the LSTM Model in Forecasting 

Daily Inflow the Dam Reservoirs  
 

Extended Abstract 

 
Background and purpose  

Real-time forecasting of daily inflows to reservoirs with a prediction horizon that extends several steps into the future is crucial 

for water resource planning and management. Despite numerous studies on inflow prediction using machine learning methods, 

few have investigated the predictive capabilities of these approaches with long lead time (several steps ahead) or gained 

insights through systematic comparisons of model predictive performance in the short term. Therefore, in the present study, 

an advanced type of recurrent neural network called the LSTM model has been introduced to predict the daily inflow to dam 

reservoirs, addressing the flaws and defects of previously used methods. LSTM is a type of deep learning neural network that 

uses complex and combined functions instead of simple functions to regulate and strengthen short-term memory. By optimally 

setting modeling parameters such as the number of neurons in each layer, the number of iterations, and the number of 

categories, the LSTM model has a high potential for long-term prediction. Therefore, the purpose of this research is to evaluate 

the efficiency of and compare the machine learning models of the Adaptive Neuro-Fuzzy Inference System (ANFIS) and the 

Long Short-Term Memory (LSTM) network in predicting the daily inflow to dam reservoirs. Subsequently, the inflow to the 

Seimareh reservoir is modeled using these methods, with a particular focus on long-term forecasting (7 days ahead). Finally, 

the superior model is used to predict the inflow to the reservoir under flood conditions. 

Materials and methods 

The stages of the research include three main parts: data collection, data pre-processing, and modeling. First, the effectiveness 

of the Adaptive Neuro-Fuzzy Inference System (ANFIS) model and the Long Short-Term Memory (LSTM) network was 

evaluated to predict the daily inflow to the Seimareh reservoir in the Karkheh basin, for a forecast horizon of the next 7 days. 

For this purpose, daily data on precipitation, temperature, and inflow to Seimareh from 2012 to 2018 were used for modeling. 

Then, using the superior model that is selected based on the evaluation indicators, the daily inflow to the Seimareh reservoir 

was forecasted for the next 7 days during the flood of 2019. 

Findings 
In this section, the evaluation indices of the Nash coefficient, correlation coefficient, root mean square error, and bias value 

for selected models in the forecast horizons of one to seven days are presented. For the ANFIS model, the further the prediction 

horizon extends, the lower the value of the explanation coefficient, leading to decreased performance in simulating abnormal 

flow values and an increase in the number of simulated outliers. Regarding the flow simulated with the LSTM model in this 

case study, it cannot be said that the accuracy of the simulation decreases as the horizon extends. For instance, in the forecast 

horizon of the next seven days, the flow simulation is better than that for the next six days, and the performance of the model 

for one, two, and five days is better than for the other horizons. In general, the LSTM model has performed well in simulating 

abnormal flow values, and the number of simulated outliers is not significant across all forecast horizons. 

Conclusion 
The results showed that the performance of the LSTM model is better than that of ANFIS in daily forecasting several steps 

ahead. The maximum and minimum values of the Nash coefficient in the forecast horizon for the next seven days were 0.971 

and 0.628, respectively, for the LSTM model, and 0.858 and 0.393 for the ANFIS model. The optimal setting of parameters, 

including the number of neurons in each layer, the number of iterations, and the number of categories in the LSTM model, is 

key to the model's high potential to predict flow up to the forecast horizon of the next seven days. Finally, the performance of 

the LSTM model in predicting the inflow to Seimareh during the flood of 2019 was evaluated, and it was found to predict the 

flood flows with acceptable accuracy up to the forecast horizon of the next 7 days. This study can provide valuable insights to 

water resource managers for planning and managing daily reservoir discharge in real-time operations. findings show that the 

LSTM model is suitable for forecasting daily flow. Therefore, it can be used to aid strategic decisions in the management of 

water resources, especially under flood conditions. 

Keywords: daily reservoir inflow forecast, flood management, long lead-time forecast, machine learning. 

 

 


