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This study was conducted to evaluate the relationship between leaf iron and some easily-

available soil properties in citrus orchards in the southern region of Kerman province by 

artificial neural network modeling and stepwise regression. For this purpose, 40 orchards were 

selected from the study area and the physical and chemical properties of soil and iron in the 

plant leaves were measured. Using artificial neural network in different models with different 

data from soil properties as input and leaf iron as output, the ability of these models to predict 

leaf iron concentration was evaluated. The results showed artificial neural network with 

variables of organic carbon, pH, clay, phosphorus, TNV and electrical conductivity with 

explanation coefficient of 0.86 and 0.81 and root mean square error (RMSE) of 14.60 and 

20.13 mg.kg-1 for data Training and testing were the best models in estimating leaf iron. 

Comparison of regression and neural network models in the test data showed that the neural 

network had a higher accuracy with an explanation coefficient of 0.81 than stepwise regression 

with an explanation coefficient of 0.2. The amount of RMSE in the neural network also 

improved and increased from 27.72 mg.kg-1 in the stepwise regression model to 20.13 mg.kg-

1 in the neural network. Artificial neural networks have been able to predict the iron in plant 

leaves based on the easily-available properties of the soil, so that by choosing organic carbon 

as the input of the first model to the best model by selecting organic carbon, pH, clay, 

phosphorus, TNV and electrical conductivity, model accuracy increased. 
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سازی رابطه غلظت آهن در برگ مرکبات با برخی خصوصیات خاک با استفاده از شبکه عصبی مدل
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خاک در باغات مرکبات  افتیزود یهایژگیو یآهن موجود در برگ با برخ نیرابطه ب یابیپژوهش ارز نیهدف از ا
گام به گام بود. به  ونیو رگرس یمصنوع یشبکه عصب یسازمدل یهاروش لهیوسمنطقه جنوب استان کرمان به

خاک و آهن موجود در برگ  ییایمیو ش یکیزیف اتیباغ بارده از کل منطقه انتخاب شده و خصوص 40منظور  نیهم
خاک  یهایژگیمتفاوت از و یهامختلف با داده یهاو مدل یمصنوع یشد. با استفاده از شبکه عصب یریگاندازه اهیگ

قرار  یابیغلظت آهن برگ مورد ارز ینیب-شیپ در هامدل نیا ییتوانا ،یو آهن برگ به عنوان خروج یبه عنوان ورود
هاش، رس، فسفر، درصد مواد پ ،یکربن آل یرهاییبا متغ یمصنوع ینشان داد شبکه عصب یسازمدل جیگرفت. نتا

و  60/14 (RMSE)مربعات خطا  نیانگیم شهیو ر 81/0و  86/0 نییتب بیبا ضرا یکیالکتر تیشونده و هدا یخنث
 یهامدل سهی. مقابوددر برآورد آهن برگ  نیآموزش و آزمون بهتر یهاداده یبرا لوگرمیبر ک گرمیلیم 13/20

نسبت  81/0 نییتب بیبا ضر یدقت بالاتر یآزمون نشان داد که شبکه عصب یهادر داده یو شبکه عصب ونیرگرس
داشته و  یود بهتربهب زین یشبکه عصب RMSEمقدار  نیداشت. همچن 2/0 نییتب بیگام به گام با ضر ونیبه رگرس

 .دیرس یدر شبکه عصب لوگرمیبر ک گرمیلیم 13/20گام به گام به  ونیدر مدل رگرس لوگرمیبر ک گرمیلیم 72/27از 
به اندبوده اهیآهن موجود در برگ گ ینیبشیخاک قادر به پ افتیزود یهایژگیبر اساس و یمصنوع یشبکه عصب

رس،  ،هاشپ ،یمدل با انتخاب کربن آل نیمدل تا در بهتر نیاول یبه عنوان ورود یکه با انتخاب کربن آل یاگونه
 .افتی شیدقت مدل افزا ،یکیالکتر تیشونده و هدا یفسفر، درصد مواد خنث

 

خاک با استفاده از  اتیخصوص یرابطه غلظت آهن در برگ مرکبات با برخ ی( مدل ساز1403) ،یمهر ف،یجواد؛ و شر ،یسرحد ؛یعلدینژاد، سیصابر؛ غفار ،یدریح: استناد

. 285-296(، 2) 55 مجله تحقیقات آب و خاک ایران،، جنوب استان کرمان( ی)مطالعه مورد یمصنوع یشبکه عصب
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 287 ... سازی رابطه غلظت آهن در برگ مرکباتحیدری و همکاران: مدل پژوهشی( -)علمی 

 دمه مق

هزار تن  500در حدود  یدیمرکبات بوده و در حال حاضر با تول دیاز مناطق مستعد تول یکیو کهنوج(  رفتیجنوب استان کرمان )منطقه ج
شتن خاک نسبتاً خوب، دا میانواع مرکبات علاوه بر داشتن اقل دیمنطقه در تول یهاتیاز مز یکیباشد. یدر سال رتبه سوم در کشور را دارا م

 Citrusوالنسیا ) اما رقم ابدییم در منطقه پرورش مرکباتاز  یمرکبات است. اگرچه ارقام مختلف یبرا یکیزینظر خواص ف ازآل دهیا

Sinensis var.Valencia (.1398)سرحدی و همکاران،  است شتریب ارقام ریآن نسبت به سا دیبرخوردار بوده و تول ایژهیو تیاهم( از  

ب ای گیاه و جذعوامل متعددی از جمله وضعیت آب و هوایی، نوع پایه، شرایط گیاه، نوع آبیاری و شرایط خاک بر وضعیت تغذیه
ه و دعناصر غذایی و در نتیجه کیفیت و کمیت میوه مرکبات اثرگذار است. مرکبات مقدار قابل توجهی از عناصر غذایی را از خاک جذب کر

های در حال رشد توزیع ها، جوانهههای در حال رشد مانند میوکند که بخشی از آن به اندامدر زیست توده و اندام هوایی خود ذخیره می
 . (Li et al., 2015)شود می

های چندانی در مورد وضعیت عناصر ریزمغذی مانند آهن در مرکبات و شناسایی عوامل خاکی موثر بر آن با روش تاکنون پژوهش
است. بنابراین هدف از این پژوهش ارزیابی رابطه بین آهن شبکه عصبی مصنوعی و مقایسه آن با روش رگرسیون گام به گام انجام نشده 

ازی سهای مدلهای زودیافت خاک در باغات مرکبات منطقه جنوب استان کرمان به وسیله روشموجود در برگ مرکبات با برخی ویژگی
 شبکه عصبی مصنوعی و رگرسیون گام به گام بود. 

 پیشینۀ پژوهش
داری بین محتوای عناصر موجود در برگ گیاه و تواند رابطه معنیدهد که در برخی موارد مییهای برخی از محققان نشان مپژوهش

ای هخصوصیات یا محتوای عناصر موجود در خاک وجود داشته باشد. مهمترین عوامل موثر در عملکرد و کیفیت میوه و تجمع عناصر در اندام
 Cheng)و رس، میزان ماده آلی و غلظت برخی عناصر مانند پتاسیم و فسفر باشد ، درصد شن، سیلت pHتواند هدایت الکتریکی، هوایی می

et al., 2016)ادی، )مرادی و عب تواند سبب افزایش عملکرد، اندازه میوه و غلظت عناصر در برگ مرکبات گردد. پتاسیم کافی در خاک می
 تواند سبب کاهشنوان مثال افزودن مقدار بالای مس در خاک میتواند پاسخ متفاوتی در گیاه ایجاد کند به عنیز می pHتاثیر  (.1391

 Alva)افتد قلیایی کاهش اتفاق نمی pHهای دارای که در خاکغلظت عناصر پتاسیم، فسفر، کلسیم و منیزیم در برگ گیاه شود. در حالی

& Syvertsen, 1991)تواند بر کیفیت میوه موثر باشد. گزارش شده است با افزایش مقدار رس خاک، عملکرد میوه . اثر بافت خاک نیز می
. برهمکنش منفی بین میزان فسفر خاک و جذب عناصر غذایی کم مصرف (Srivastava & Singh, 2004)مرکبات نیز افزایش یافت 

 . (Sarhadi-Sardoui et al., 2003)های مختلفی گزارش شده است مانند آهن در پژوهش
نجر به شناخت تواند مهای شیمیایی و فیزیکی محیط رشد یک گیاه و جذب عناصر مورد نیاز توسط گیاه میوابط بین ویژگیمطالعه ر

توان از ابزارهای آماری و ریاضی مانند رگرسیون خطی، رگرسیون لجستیک و و طراحی محیط رشد بهتری در آن گیاه شود. بنابراین می
 1های اخیر استفاده از شبکه عصبی مصنوعی. در سال(Dayhoff & DeLeo, 2001)ت استفاده کرد های ترکیبی آنها، در این جهمدل

(ANNدر پیش )های خطی و آنالیزهای آماری ای مختلف که پیچیدگی زیادی داشته و مدلهسازی روابط غیرخطی پدیدهبینی و مدل
در حقیقت شبکه عصبی  (.1398و همکاران،  فرد ینیحس) ها نیستند، گسترش یافته استمعمول قادر به توضیح روابط بین این پدیده

اب ت چند متغییره به صورت ورودی در آن و انتخسازی سیستم عصبی مغز الهام گرفته شده است و با ارائه اطلاعامصنوعی بر اساس شبیه
مهمترین  (.1398و همکاران،  یجیلاه یلیآج) سازی کردتوان روابط عمدتا غیرخطی را استخراج و شبیهساز مناسب، میها و توابع فعالوزن

ای اختصاص هبا تغییرات وزنکند، فرآیند آموزش آن است. آموزش شبکه ویژگی شبکه عصبی مصنوعی که روش محاسباتی را مشخص می
وش پس ترین الگوریتم یادگیری، رگیرد. شناخته شدههای خاص انجام میها با استفاده از الگوریتمها یا اتصالات نرونداده شده در سیناپس

اده اپسی برگشت دهای سیناست که در آن، خطای ایجاد شده ناشی از اختلاف بین خروجی سیستم و خروجی واقعی مجددا به وزن 2انتشار
 Wang et)بینی عملکرد سویا . استفاده از شبکه عصبی مصنوعی توسط محقیقن مختلف در پیش(Prasad & Gupta, 2008)شود می

al., 2006)های گیاهی ، عملکرد تولید روغن(1394)شیردلی و توسلی،  ، کارائی مصرف آب(Gonzalez-Fernandez et al., 2019) 
 مورد توجه و بررسی قرار گرفته است.

                                                                                                                                                                                
1 - Artificial Neural Network 

2 -  Back-propagation 
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 پژوهش یشناسروش

 موقعیت جغرافیایی منطقه مورد مطالعه

درجه  26 ییایو عرض جغراف قهیدق 17درجه و  56 ییایطول جغراف یرو محسوب شده و بر رانیا یجنوب شرق هیاز ناح یجنوب کرمان جزئ
ستان و بلوچ ستانیسو استان هرمزگان، از شرق به استان  انیواقع شده است و از شمال به کرمان، از جنوب به باتلاق جازمور قهیدق 43و 

هنوج، ، کرفتیهفت شهرستان ج شامل مورد مطالعه همنطق از استان هرمزگان محدود شده است. یبم، از غرب به شهرستان بافت و قسمت
  (.1398)سرحدی و همکارن،  است ابیعنبرآباد، منوجان، رودبارجنوب، قلعه گنج و فار

 هاسازی نمونهآماده

 60تا  31و  30نمونه خاک از عمق صفر تا  10کل منطقه انتخاب شده و از هر باغ باغ بارده مرکبات از  40به منظور انجام این پژوهش، 
ر داده متری عبوها پس از هوا خشک شدن از الک دو میلیمتری از یک سوم انتهایی سایه انداز درختان سالم برداشت گردید. خاکسانتی

شدند و پس از مخلوط کردن پنج نمونه خاک، یک کیلوگرم نمونه مرکب از هر باغ و از هر عمق آماده گردید. درصد شن، سیلت، رس، 
خاک در خمیر اشباع و  pH، (Nelson & Sommers, 1983)، درصد کربن آلی (,2014 Rowell)( 1TNVنثی شونده )درصد مواد خ

گیری اندازه (Olsen, 1954)و فسفر به روش اولسن و همکاران  (Allison & Richards, 1954)( در عصاره اشباع ECهدایت الکتریکی )
ها در آزمایشگاه شسته و با ردید. برگعدد از هر درخت برداشت گ 20های برگ بالغ )از قسمت میانی درخت( به تعداد شد. همچنین نمونه

گیری درجه سانتیگراد خشک و با روش خشک سوزانی، هضم شدند و میزان آهن موجود در آن با روش جذب اتمی اندازه 70آون در دمای 
 . (Kalra, 1997)گردید 

 روش رگرسیون گام به گام

های رگرسیون گام به گام و شبکه های خاک، از روشسازی رابطه غلظت آهن در برگ با برخی از ویژگیدر این پژوهش به منظور مدل
استفاده گردید. در روش رگرسیون گام به گام از رابطه زیر  SASعصبی مصنوعی استفاده شد. برای رگرسیون گام به گام از نرم افزار 

 استفاده شد. 
 …+y=a+bx1+cx2 (1رابطه 

های مدل ثابت cو  a ،bمتغییر مستقل )متغییرهای ورودی به مدل( و  x1 ،x2متغییر وابسته )خروجی مدل(،  yکه در این رابطه، 
 .(Berk, 2004)باشند می

 شبکه  عصبی مصنوعی

 3و الگوریتم یادگیری پس انتشار 2و شبکه عصبی پرسپترون چند لایه MATLABسازی شبکه عصبی مصنوعی، از نرم افزار مدل به منظور
نشان داده شده است. در این الگوریتم به منظور نزدیک کردن خروجی شبکه با خروجی  1استفاده شد. نمای کلی از این شبکه در شکل 

ها از لایه ورودی به لایه پنهان و لایه خروجی عبور شود که در آن دادهوش گرادیان نزولی استفاده میها و کاهش خطا، از رواقعی داده
شود. در ادامه این خطا به سمت لایه ورودی برگشت داده شده و پس از مقایسه خروجی شبکه و خروجی واقعی، میزان خطا محاسبه می

ین یابد. این فرآیند تا ایجاد کمترهای شبکه مقدار خطا بهینه یا کاهش میشده بین لایههای ارتباط داده داده شده و از طریق تنظیم وزن
بکه مارکوات به منظور آموزش ش-یابد. در این شبکه از الگوریتم لونبرگترین مقدار خروجی شبکه با خروجی واقعی ادامه میخطا و نزدیک

 . (Minasny & McBratney, 2002)استفاده شد 

ورودی در سناریوهای  7تا  1مختلفی با تعداد پارامترها ورودی متغییر )از های به منظور انتخاب بهترین شبکه عصبی مصنوعی، مدل
های لایه پنهان برای ها حاوی یک لایه پنهان بود اما تعداد نرون(، یک پارامتر خروجی مورد استفاده قرار گرفت. مدل4مختلف( )جدول 

درصد برای  30ها برای آموزش و درصد داده 70داده،  40از بین نرون انتخاب شد.  15تا  2سازی بین بدست آوردن عملکرد بهتر در شبیه
)رابطه ( R2های ضریب تبیین )های مختلف از شاخصآزمون به صورت تصادفی استفاده شد. در نهایت برای ارزیابی دقت و کارائی مدل

 استفاده شد. ( 3)رابطه ( RMSE) 4و ریشه میانگین مربعات خطا( 2

                                                                                                                                                                                
1 - Total Neutralizing Value 

2 - Multilayer perceptron 

3 - Back Propagation 

4 - Root Mean Square Error 
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𝑅2 (2رابطه  = 1 −  
∑ (𝑦𝑖 − �̂�𝑖)𝑛

𝑖=1

∑ (𝑦𝑖 − �̅�𝑖)2𝑛
𝑖=1

 

𝑅𝑀𝑆𝐸 (3رابطه  =  √
∑ (𝑦𝑖 − �̂�𝑖)2𝑛

𝑖=1

𝑛
 

 

د. بهترین باشنگیری شده میگیری شده، برآورده شده توسط مدل و میانگین اندازهبه ترتیب مقادیر غلظت آهن اندازه �̅�𝑖و  yi ،�̂�𝑖که 
 به ترتیب نزدیکترین مقادیر به یک و صفر را داشته باشند. RMSEو  2Rمدل، مدلی خواهد بود که مقدار 

 

 
 نمای شماتیک از شبکه عصبی مصنوعی پرسپترون چند لایه با الگوریتم پس انتشار -1شکل 

 های پژوهشیافته
 60تا  30و  30میانگین دو عمق صفر تا  های فیزیکی و شیمیایی خاک ازسازی رابطه آهن برگ با ویژگیدر این پژوهش به منظور مدل

ارائه گردید.  1متری خاک استفاده گردید. توصیف آماری برخی خصوصیات فیزیکی و شیمیایی خاک و آهن موجود در برگ در جدول سانتی
دارای ضرایب  (TNVهای خاک )(، درصد سیلت، درصد رس، درصد کربناتECهای مطالعه شده، صفاتی مانند هدایت الکتریکی )در خاک

بالای  ECخاک دارای  9تر این صفات باشد. از نظر قابلیت هدایت الکتریکی، تعداد تواند بیانگر دامنه گستردهتغییرات بالایی بودند که می
ون برگ مها بین شنی تا رسی بود. با توجه به راهنمای تفسیر نتایج آزبودند. همچنین کلاس بافتی خاک 4کمتر از  ECهای و بقیه خاک 4

 ، از نظر آهن برگ بین کم تا زیاد در نوسان بود. (Basirat et al., 2018)در مرکبات 

 همبستگی بین خصوصیات خاک با غلظت آهن در برگ

(. نتایج 2و شیمیایی خاک با غلظت آهن برگ استفاده شد )جدول در پژوهش حاضر، از ضرایب همبستگی پیرسون بین خصوصیات فیزیکی 
 (.2داری در سطح احتمال یک درصد دارد )جدول نشان داد که مقدار ماده آلی خاک و مقدار آهن موجود در برگ همبستگی مثبت و معنی

 رگرسیون گام به گام

اک های خواریانس رابطه بین مقدار آهن موجود در برگ با ویژگینشان داده شده است، بر اساس نتایج تجزیه  3طوری که در جدول همان
دار بود. در رگرسیون گام به گام، مقدار آهن برگ به عنوان متغییر وابسته و بقیه صفات خاک به عنوان در سطح احتمال یک درصد معنی

 دهد:های خاک را نشان میبا ویژگی ، مدل رگرسیونی رابطه آهن برگ(4)رابطه  متغییر مستقل در مدل وارد شد. معادله زیر

 Fe-Leaf=91.31789+116.79214OC (4رابطه 

تنها عامل موثر بر تخمین آهن برگ بوده است و بقیه متغیرهای مستقل  79214/116دست آمده، کربن آلی خاک با ضریب بنابر مدل به
 شونده و فسفر خاک( بر برآورد مقدار آهن برگ تاثیر نداشتند.، سیلت، رس، درصد مواد خنثی pH،  یکیالکتر تیهداوارد شده در مدل )
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 های خاک و آهن موجود در برگخلاصه آماری برخی ویژگی -1جدول 

 بیشینه 
Maximum 

 کمینه
Minimum 

 میانگین
Mean 

 انحراف معیار
Std Dev 

EC (ds/m) 35/13 55/0 04/3 49/2 

pH 30/8 25/7 75/7 28/0 

Silt (%) 45/46 20/4 67/24 21/13 

Clay (%) 50/26 3 98/8 67/5 

TNV (%) 37/15 0 36/6 47/3 

OC (%) 51/0 09/0 31/0 11/0 

)1-P (mg.kg 13/12 97/0 56/6 06/3 

)1-Leaf (mg.kg-Fe 50/215 50/74 79/127 33/30 

 
 صفات مورد مطالعه نیب یهمبستگ بایضر سیماتر -2جدول 

 EC  
(ds/m) 

pH 
Silt 
(%) 

Clay  
(%) 

TNV 
(%) 

OC  
(%) 

P (mg/kg) 
FeLeaf 
(mg/kg) 

EC  
(ds/m) 

1        

pH 23/0- 1       

Silt (%) 41/0-** 36/0-** 1      

Clay (%) 12/0- 38/0-* 71/0** 1     

TNV (%) 20/0- 21/0- 46/0** 53/0** 1    

OC (%) 07/0 15/0 18/0- 28/0- 11/0- 1   

P  
)1-(mg.kg 

11/0 05/0- 16/0 17/0 22/0 35/0-* 1  

FeLeaf 
)1-mg.kg( 

17/0- 19/0- 08/0 03/0- 11/0 41/0** 16/0- 1 

 درصد 1و  5در سطح احتمال  دارییمعن بی* و ** به ترت
 

 های خاکبرگ با برخی ویژگی Feتجزیه واریانس رگرسیون  -3جدول 

 متغییر
Variable 

 درجه آزادی
df 

 مجموع مربعات
Sum of Squares 

 میانگین مربعات
Mean Square 

F Value 

 رگرسیون
Regression 

1 51/6657 57/6651 **66/8 

 خطا
Error 

38 29216 85/768  

 کل
Total 

39 35874   

 یک درصددر سطح احتمال  داریی** معن

 عصبی مصنوعیشبکه 

نرون در لایه میانی با الگوریتم پس انتشار خطا مورد استفاده  15تا  2نرون در لایه خروجی و  1شبکه عصبی پرسپترون سه لایه با تعداد 
دار در سطح (، کربن آلی رابطه معنی3 جدول( و رگرسیون گام به گام )2قرار گرفت. با توجه به نتایج ضرایب همبستگی پیرسون )جدول 

نشان داده شده است در ابتدا کربن آلی به عنوان مدل  4احتمال یک درصد را به غلظت آهن برگ داشت. در نتیجه همانطور که در جدول 
ها درصد از نمونه 70نمونه،  40های خاک ایجاد گردید. از تعداد ها با افزودن سایر ویژگیتک متغییره در شبکه وارد شد و در ادامه دیگر مدل

نمونه( برای آزمون استفاده شد. در این پژوهش، آموزش شبکه با استفاده از توابع سیگموئیدی با  12درصد ) 30نمونه( برای آموزش و  28)
ت، انتخاب در بهبود خطا داش های مختلف در لایه میانی )از کم به زیاد( انجام گرفت و بهترین تعداد نرونی که بیشترین تاثیر راتعداد نرون

 (. 4گردید )جدول 
نرون  10با انتخاب کربن آلی به عنوان تنها ورودی مدل و تعداد  ANN 1نشان داده شده است، در مدل  4طوری که در جدول همان

ب تبیین همین مدل در های آموزش و آزمون به دست آمد که نسبت به ضریبرای داده 32/0و  33/0در لایه میانی، مقدار ضرایب تبیین 
در دوره  RMSE( در معیار ANN 1( عملکرد بهتری داشته است. نتایج سنجش خطا برای این مدل )2R=2/0رگرسیون گام به گام )
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به عنوان ورودی دقت  pHبا افزودن متغییر  ANN 2گرم بر کیلوگرم بدست آمد. در مدل میلی 18/52و  30/27آموزش و آزمون به ترتیب 
های آموزش و آزمون رسید. همچنین سنجش خطا با توجه برای داده 47/0و  50/0ی )ضریب تبیین( تا حدودی افزایش یافته و به بینپیش

های آموزش و آزمون کاهش یافت. در ادامه با افزودن تعداد گرم بر کیلوگرم برای دادهمیلی 94/33و  84/26به  RMSEبه ضریب 
های آموزش شاهد بهبود نسبی ضرایب تبیین و معیار سنجش خطا در داده ANN 5و  ANN 3 ،ANN 4های متغییرهای ورودی در مدل

و هدایت الکتریکی  TNV، رس، فسفر، pHبا متغییرهای کربن آلی،  ANN 6و آزمون بودیم. بهترین نتیجه در برآورد آهن برگ در مدل 
 های آموزش و آزمون بدست آمد. ر کیلوگرم برای دادهگرم بمیلی 13/20و  RMSE 60/14و  81/0و  86/0با ضرایب تبیین 

 

 های خاکبرگ با برخی ویژگی Feمدل شبکه عصبی برتر در رابطه بین  -4جدول 

 مدل
Model 

 ترکیب پارامترهای ورودی
Composition of input parameters 

 تعداد نرون
Number of 

neurons 

 داده های آموزش
Training data 

 داده های آزمون
Test data 

 2R RMSE 2R RMSE 
ANN 1 OC 10 33/0 30/27 32/0 18/52 

ANN 2 OC, pH 7 50/0 84/26 47/0 94/33 

ANN 3 OC, pH, Clay 7 48/0 69/27 45/0 05/35 

ANN 4 OC, pH, Clay, P 5 76/0 67/18 69/0 74/44 

ANN 5 OC, pH, Clay, P, TNV 3 74/0 12/19 65/0 68/28 

ANN 6 OC, pH, Clay, P, TNV, EC 4 86/0 60/14 81/0 13/20 

ANN 7 OC, pH, Clay, P, TNV, EC, Silt 8 86/0 42/15 75/0 22/38 

 
که بهترین ضرایب تبیین و  7تا  4های شبکه عصبی گیری شده و برآورد شده آهن برگ در مدلمقایسه مقادیر اندازه 2در شکل 

RMSE شود، در مدل مشاهده می 2طوری که در شکل را داشتند، آورده شده است. همانANN 6 گیری شده و برآورد شده مقدار اندازه
توان دریافت که می 2و شکل  4دارند. بر اساس نتایج جدول  1:1ها بوده و کمترین انحراف را نسبت به خط دارای بیشترین تطابق در داده

بود به صورتی که از ترکیب متغییرهای  pHی خاکی موثر بر جذب و غلظت آهن در برگ گیاه، کربن آلی و پس از آن هامهمترین ویژگی
های آموزش و آزمون بدست آمد. پس از این دو متغییر، مهمترین در داده 48/0و  50/0ضرایب تبیین  ANN 2در مدل  pHکربن آلی و 

 ت الکتریکی بوده است. ها به ترتیب اهمیت شامل فسفر، هدایویژگی

 مقایسه رگرسیون گام به گام و شبکه عصبی مصنوعی

های آزمون نشان داده شده است. همانطور که در این جدول مشخص است، های رگرسیون و شبکه عصبی در دادهمقایسه مدل 5در جدول 
شبکه  RMSEداشت. همچنین مقدار  2/0نسبت به رگرسیون گام به گام با ضریب تبیین  81/0شبکه عصبی دقت بالاتری با ضریب تبیین 

گرم بر کیلوگرم در شبکه میلی 13/20گام به  گرم بر کیلوگرم در مدل رگرسیون گام بهمیلی 72/27عصبی نیز بهبود بهتری داشته و از 
در پژوهش حاضر، شبکه عصبی مصنوعی عملکرد بهتری با خطای کمتر نسبت به  RMSEعصبی رسید. با توجه به نتایج ضرایب تبیین و 

 رگرسیون گام به گام داشت.
 

 ای سنجش خطاهای رگرسیون و شبکه عصبی با معیارهمقایسه مدل -5جدول 

 مدل
Model 

 Fe سنجش خطا

Regression 
2R 20/0 

RMSE 72/27 

ANN 6 
2R 81/0 

RMSE 13/20 
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 های آموزش و آزموندر مجموع داده 7تا  4های شبکه عصبی گیری شده و برآورد شده آهن برگ در مدلمقایسه مقادیر اندازه -2شکل 

 بحث
های مختلفی گزارش شده است که بیان داشتند مواد همبستگی مثبت بین غلظت عناصر کم مصرف در برگ و ماده آلی خاک در پژوهش

های بیولوژیکی موثر در انحلال این عناصر و افزایش جذب آن توسط گیاه آلی علاوه بر تامین عناصر مورد نیاز گیاه، در افزایش فعالیت
خاک و آهن برگ وجود داشت. ضریب همبستگی  pHداری بین مقادیر . همچنین رابطه منفی و غیرمعنی(Ahmad et al., 2022)نقش دارد 

با آهن برگ  ECبین اجزای معدنی خاک شامل درصد سیلت و رس با آهن برگ بسیار ضعیف و کمتر از یک درصد بود. ضریب همبستگی 
مورد نیاز گیاه  بالای خاک معمولا منجر به رسوب عناصر pHباشد. دهنده همبستگی منفی و ضعیف آن میبدست آمد که نشان -17/0نیز 

y = 0.9508x

R² = 0.4712
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y = 0.9128x
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y = 0.9857x

R² = 0.5392
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y = 0.9595x

R² = 0.5672
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هد دهای محلول در آب، پتانسیل اسمزی محلول خاک را تغییر میشود. از سوی دیگر، افزایش هدایت الکتریکی خاک به دلیل نمکمی
  .(Ahmad et al., 2022)شود که این تغییر منجر به کاهش سطح عناصر غذایی در گیاه می

منطقه  نیا اتدر باغ یکم بودن مواد آل یاصل لیدل .(1بودند )جدول  ینییپا یآل ماده یدارا منطقهمرکبات  باغات یهاخاک شتریب
واد نقش ی، این مماده آلبا توجه به وجود عناصر مختلف خصوصا عناصر کم مصرف در کم باشد.  یبالا و بارندگ یدمابه دلیل ممکن است 

وسط ت کنند. تجزیه میکربی ماده آلی سبب آزاد شدن عناصر موجود در آن و جذبایفا میخاک  مهمی را در تامین این عناصر برای گیاه از
اران، )میرسلیمانی و همکشود های هوایی و در نهایت افزایش عملکرد گیاه میریشه گیاه شده و سبب افزایش غلظت این عناصر در اندام

1398 .) 
( و احیا، به افزایش حلالیت آهن در pHشرایط اسیدی )کاهش  رفتار آهن در خاک هستند.مهم در  دو عامل pHکس و ارد لیپتانس
 های باکتریاییلالیت آهن در خاک فعالیتهای موثر در افزایش ح. از دیگر فعالیت(Wiseman & Püttmann, 2005)شوند میخاک منجر 

ها نیز تحت تاثیر ترشحات ریشه گیاه و مقادیر مواد آلی موجود در خاک است. تجزیه ماده هوازی است. فعالیت این باکتریدر شرایط بی
تواند آهن موجود در این مواد را در دسترس گیاه قرار داده و هم آلی خاک یک فرآیند حیاتی مرتبط با چرخه آهن در خاک است که هم می

 pH. (Dhaliwal et al., 2019)در طول فرآیند تجزیه این مواد و تولید هیومیک اسید، قابلیت دسترسی آهن در خاک را افزایش دهد 
های منطقه یکی از دلایل مهم کاهش قابلیت دسترسی عناصر کم مصرف و خصوصا آهن است. در دسترس بودن عناصر بالای خاک

انجام شد  (Khalid et al., 2012)های مشابهی توسط خلید و همکاران یابد. یافتههش میخاک، کا pHغذایی مورد نیاز گیاه با افزایش 
نیز  (1398) نقش مهمی در کاهش قابلیت جذب عناصر کم مصرف توسط مرکبات داشت. سرحدی و همکاران pHنشان داد که افزایش 

 دند و اثریافته مشابهی در مورد افزایش هدایت الکتریکی خاک در کاهش و عدم تعادل عناصر کم مصرف در برگ مرکبات گزارش دا
از  یبرخ یبه آب، اثرات سم یاز عدم دسترس یناش یاسترس اسمزافزایش هدایت الکتریکی بر کاهش رشد مرکبات را به عواملی مانند 

 مربوط دانستند.  اهونی تیاز سم یناش ییعدم تعادل در جذب عناصر غذا ی وسلول کیمتابول یندهایدر فرآ هاونی

داری سبب کاهش غلظت صورت معنیبیان داشتند که وجود فسفر در خاک به (Srivastava & Singh, 2005)سریواتساوا و سیق 
های هوایی گیاه است. انتقال آهن در گیاه آهن در برگ درختان مرکبات شده است که احتمالا به دلیل کاهش انتقال آهن از ریشه به اندام

 (Mathan & Amberger, 1977)شود ت مانع از انتقال آهن میگیرد و فسفر به دلیل رقابت با سیتراتوسط سیترات انجام می
عصبی مصنوعی نسبت به های مختلف بدست آوردند و گزارش دادند که شبکه محققان دیگری نیز نتایج مشابهی در پژوهش

. روستایی (Abrougui et al., 2019; Torkashvand et al., 2020)های زودیافت خاک داشتند رگرسیون برآورد بهتری بر اساس داده
ینی بای به منظور ارزیابی کارایی شبکه عصبی مصنوعی و رگرسیون چند متغییره در پیشدر مطالعه (Roustaei et al., 2018)و همکاران 

داشت.  RMSE 11/0و  79/0یی بهتری با ضریب تبیین تغییرپذیری مکانی شوری خاک، گزارش دادند که شبکه عصبی مصنوعی کارا
 بینی عملکرد گلابیهای شبکه عصبی مصنوعی و رگرسیون گام به گام در پیشاز مدل (Jamshidi et al., 2016)جمشیدی و همکاران 

ای مورد هردند. نتایج آنان نشان داد که شبکه عصبی عملکرد بهتری نشان داده و از بین ویژگیبر اساس غلظت عناصر غذایی استفاده ک
 گیری شده، آمونیوم، نیترات، پتاسیم بالاترین ارزش در برآورد بهینه عملکرد داشتند.اندازه

 گیرینتیجه
سازی به دو روش رگرسیون و شبکه عصبی مصنوعی نشان داد که آهن موجود در برگ گیاه بیشترین ارتباط را با مقدار ماده آلی نتایج مدل

های زودیافت خاک قادر به های ساخته شده با شبکه عصبی مصنوعی بر اساس ویژگیخاک داشت. این پژوهش نشان داد که مدل pHو 
ای که با انتخاب کربن آلی به عنوان ورودی اولین مدل تا در بهترین مدل با انتخاب گونهاند بهبودهبینی آهن موجود در برگ گیاه پیش

 افزایش یافت. 81/0به  32/0و هدایت الکتریکی، دقت مدل از  TNV، رس، فسفر، pHکربن آلی، 
 

 "گونه تعارض منافع بین نویسندگان وجود نداردهیچ"

 منابع
عوامل موثر بر عملکرد باغات  نیمهمتر نیی(. تع1398. )رناصریم ،یدیعبدالمحمد؛ نو ،؛ محنت کشیعل ،رکاشوندت ی؛ محمدیعل ،یجیلاه یلیآج
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 . 755-743 ،(4)33 ،ی. علوم باغبانرانیشمال ا تونیز
 ییایمیو ش یکیزیف یهایژگیاز و یبا برخ میارتباط کادم ی(. مدل ساز1398. )مهیحک ،پور یهاشم ؛هیسم ،صدر ؛نیحس ،یرانیش ؛دجوادیفرد, س ینیحس

 .188-177 ،(3)17 ،یطی. فصلنامه علوم محیمصنوع یو شبکه عصب ونیپسته با استفاده از رگرس یهاخاک در باغ
 Citrusنارنج ) هینهال پا یا هیتغذ تیو سوپرجاذب بر وضع ییایمیش ،یکود آل ری(. تاث1398. )یمهر ،فیشر ؛صابر ،یدریح ؛جواد ،یسرحد

aurantium.) 212-198 ،(2)2 ،یباغ اهانیگ هیتغذ هینشر. 
 یبنابر م یمصنوع یشبکه عصب یمصرف آب زعفران با استفاده از مدل ها ییعملکرد و کارآ ینیب شی(. پ1394ابوالفضل. ) ،یتوسل ؛میعظ ،یردلیش

 .131-121، (2)3 ،زعفران یو آب. زراعت و فناور یمیاقل یفاکتورها
پرتقال  وهیم یفیک یهایژگیخاک و غلظت عناصر برگ با و یهایژگیروابط و یبررس (.1398) .یمهد ،یریق ینجف ؛نیحس ،نیام ؛عباس ،یمانیرسلیم

 .171-157 ،(2)9 ،یو باغ یمحصولات زراع یو فرآور دیتول هیواشنگتن ناول در منطقه داراب، استان فارس . نشر
 یاریو آب میبا استفاده از کود پتاس تروملویس هیپا یپرتقال تامسون ناول رو یفیو ک یکم اتیخصوص ی(. بررس1391. )مرادی، بیژن؛ عبادی، هرمز

 .62-47 ،(3)18 ،یاهیگ دیتول یها. پژوهشیلیتکم
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Modeling the Relationship between Iron Concentration in Citrus Leaves and 

Some Soil Properties Using Artificial Neural Network (Case Study of Southern 

Kerman Province) 

 
EXTENDED ABSTRACT 

Introduction  

Studying the relationships between the chemical and physical characteristics of a plant's growing environment 

and the uptake of required elements by the plant can lead to better knowledge and design of the growing environment 

in that plant. Therefore, statistical and mathematical tools such as linear regression, logistic regression, and their 

combined models can be used in this direction. In recent years, the use of the artificial neural network (ANN) in 

predicting and modeling the nonlinear relationships of various phenomena that have great complexity, and the usual 

linear models and statistical analyzes that are unable to explain the relationships has expanded. The purpose of this 

study was conducted to evaluate the relationship between leaf iron and some easily-available soil properties in citrus 

orchards in the southern region of Kerman province by artificial neural network modeling and stepwise regression. 

Materials and methods  

The studied area is the south of Kerman province and includes seven cities: Jiroft, Kohnouj, Anbarabad, 

Manojan, Rudbar Janub, Ghaleganj and Faryab. To conduct this research, 40 orchards were selected from the study 

area and the physical and chemical properties of soil and iron in the plant leaves were measured. To model the 

relationship between iron concentration in leaves and some soil characteristics, stepwise regression and artificial 

neural network methods were used. To model the artificial neural network, MATLAB software, multilayer 

perceptron neural network, and backpropagation learning algorithm were used. using artificial neural networks in 

different models with different data from soil properties as input and leaf iron as output, the ability of these models 

to predict leaf iron concentration was evaluated and compared with the stepwise regression model.  

Results and Discussion 

The results of the regression model showed that soil organic carbon with a coefficient of 116.79 was the most 

and the only effective factor in the estimation of leaf iron, and the rest of the independent variables in the model did 

not affect the estimation of leaf iron. Most of the soils of citrus orchards in the region had low organic matter. The 

modeling results showed that in the ANN 1 model, with the selection of organic carbon as the only model input and 

the number of 10 neurons in the middle layer, the value of the regression coefficients was 0.33 and 0.32 for the 

training and test data, which had a better performance than the same model in stepwise regression. In the ANN 2 

model, by adding the pH variable as an input, the prediction accuracy (regression coefficient) increased and reached 

0.50 and 0.47 for the training and test data. Further, by adding the number of input variables in the ANN 3, ANN 4, 

and ANN 5 models, the relative improvement of the regression coefficients and error in the training and test data 

was achieved. The best result in the estimation of leaf iron was obtained in the ANN 6 model. The artificial neural 

network with variables of organic carbon, pH, clay, phosphorus, TNV, and electrical conductivity with regression 

coefficients of 0.86 and 0.81 and root mean square error (RMSE) of 14.60 and 20.13 mg/kg for data Training and 

testing were the best models in estimating leaf iron. The results of the neural network showed that the most important 

soil characteristic affecting iron absorption and concentration in plant leaves was organic carbon, followed by pH, 

and after these two variables, the most important characteristics in order of importance were phosphorus, and 

electrical conductivity. Comparison of regression and neural network models in the test data showed that the neural 

network had a higher accuracy with a regression coefficient of 0.81 than stepwise regression with a regression 

coefficient of 0.2. The amount of RMSE in the neural network also improved and increased from 27.72 mg.kg-1 in 

the stepwise regression model to 20.13 mg.kg-1 in the neural network. 

Conclusion 

The results of modeling using two methods of regression and an artificial neural network showed that the iron 

in plant leaves was most closely related to the amount of organic matter and soil pH. Artificial neural networks have 

been able to predict the iron in plant leaves based on the easily-available properties of the soil so by choosing organic 

carbon as the input of the first model to the best model by selecting organic carbon, pH, clay, phosphorus, TNV, 

and electrical conductivity, model accuracy increased. 
 

Keywords: Citrus, Multilayer Perceptron, Soil Organic Matter, Stepwise Regression. 

 

 


