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Introduction 
Soil class maps contain useful information that helps stakeholders to understand soil 

behavior in response to different management programs. As well as, their numerical prediction 

is dependent on the appropriate scale of environmental variables. Therefore, the current 

research intends to use the deep learning approach (CNN) and the spatial information of 

geomorphometric attributes and the sentinel 1/2 satellite images along with band ratios to 

predict the soil subgroup classes with its uncertainty map. Also, comparing the results of CNN 

and the random forest (RF) model in prediction of soil classes and different environmental 

variables was not well documented. 

Material and Methods 

CNN model was runed in the Google Collaboratory online environment and the RF 

model was performed by the "rf" function in the "caret" package in the RStudio environment. 

The models were calibrated with 80% of the data set along with six different window sizes 

and validated according to 20% of rest data based on two indices of overall accuracy (OA) and 

F1-Score. 

Results and Discussion 

Six covariates i.e., DEM, SWI, WE, SH, MRVBF, DIFF were selected as the most 

effective variables among 33 geomorphometric attributs, with 12 individual bands and the 

indices of sentinel 1/2. Totally, 13 soil subgroups including nine from Aridisols, three 

Inceptisols subgroups and, one Entisols subgroup are recognized in the study area. The overall 

accuracy for two models with a slightly difference of 7% in the window size (15*15) was 

observed with 43% and 50% for CNN and RF models, respectively. The CNN model has three 

patterns (increasing-decreasing), small and large optimal window size, and the same pattern 

observed in the scaled RF model, too. The OA was zero in all window sizes for the Sodic Xeric 

Calcigypsids subgroup in the CNN model and the Xeric Calcigypsids, and Typic Xerorthents 

subgroups in the RF model. In addition, the Xeric Haplocalcids and Xeric Haplogypsids only 

predicted by the RF model in 3*3 and 5*5 window size, respectively. By increasing the 

window size from three to nine, and 15, the Typic Calcixerepts shows a mild increasing trend 

in the F1-Score and also a mild decreasing trend after reaching the peak. The amount of F1-

score for Typic Calcixerepts in CNN and RF models was 69% and 77%, respectively. The F1-

Score values of Gypsic Aquisalids and Xeric Haplogypsids increase by 30% and 17%, by 

increasing the window size from three to five, and immediately a sharp downward trend, which 

indicates the appropriateness of the small window size in order to predict. 

Conclusion 

     In general, despite the limited number of observation profiles (n=278), the CNN model 

provides an acceptable prediction in mapping the soil subgroup classes, and although a slight 

difference in the overall accuracy with the RF model, while, the CNN presents a lower 

uncertainty map in comparison to RF. In future studies, this model and its procedure can be 

used to predict soil class maps in other arid and semi-arid regions. 
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شه منظور تهیه نقیادگیری ماشین بههای در پژوهش حاضر به مقایسه کارایی رویکردهای یادگیری عمیق و روش

خاکرخ مشاهداتی، و متغیرهای  278های خاک پرداخته شد. جهت تحقق این هدف از اطلاعات حاصل از کلاس
در فرآیند  2و  1های سنتیل های مستخرج از ماهوارهژئومورفومتری حاصل از مدل رقومی ارتفاع ، باندها و شاخص

و مدل جنگل تصادفی  Google Collaboratoryگیری عمیق در محیط آنلاین مدلسازی استفاده گردید.مدل یاد
ها درصد داده 80بر مبنای  RStudioدر محیط  ”caret“در بسته  "rf")نماینده یادگیری ماشین(  با استفاده از تابع 

صحت  ها بر اساس دو شاخصمانده دادهدرصد باقی 20ها با اجرا  شد. مدل  21و 15، 9، 7، 5، 3های و اندازه پنجره
رگروه و های احتمال هر زیبینی نیز با استفاده از نقشهاعتبارسنجی گردیدند. عدم قطعیت پیش F1-Scoreعمومی و 

بینی دو مدل یادگیری عمیق و جنگل تصادفی در اندازه پنجره ردید. صحت عمومی پیششاخص آنتروپی محاسبه گ
با  Typic Calcixereptsدرصد برای به دست آمد. نتایج نشان داد که زیرگروه  50و  43به ترتیب  15×15بهینه 

روند  رسیدن به قله یکو پس از  F1-Scoreروند افزایشی در شاخص  15و  9تا  3افزایش اندازه پنجره محاسباتی از 
درصد به دست  77و  69این زیرگروه در دو مدل به ترتیب مقادیر  F1-scoreکاهشی مشاهده گردید. میزان شاخص 

های بینی کلاستوانسته در پیش های مشاهداتیطور کلی مدل یادگیری عمیق با وجود تعداد محدود خاکرخآمد. به
و با وجود اختلاف اندک در شاخص صحت عمومی با مدل جنگل تصادفی، بینی قابل قبولی را ارائه نماید پیش
 بینی نماید.های زیرگروه خاک با عدم قطعیت کمتری پیشهای نهایی کلاسنقشه
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 دمه مق

 نی؛ بنابراکنندمدیریتی کمک می تامااقدی خاک حاوی اطلاعاتی هستند که به مدیران در شناخت رفتار خاک، در پاسخ به هاکلاس
 .(Maynard et al., 2020) است یاتیخاک ح داریپا تیریمد یاجرا یبرا نمانیزممتفاوت  یهاها در مکانآن قیدق یبردارنقشهیی و شناسا

بر اساس   1های یادگیری ماشینمانند الگوریتممختلف  یهاتمیخاک را با استفاده از الگور یریرپذییتغ خاک برداری رقومینقشه یهافن
مطالعات  (.0Boroujeni et al., 202-Esfandiarpour)د کننیم ینیبشیپ ی،خاک و اطلاعات کمک 3هایکلاس /2اتیخصوص نیرابطه ب

ایران و جهان با  خشکمهیناک در سطوح مختلف تاکسونومیک در مناطق خشک و ی خهاکلاسی رقومی بردارنقشهی برای شماریب
ی هاروشی رقومی شامل بردارنقشهاست. در این مطالعات، همه مراحل شده انجامی منفرد و تلفیقی یادگیری ماشین هاتمیالگوراستفاده از 

ی اوکدادهی هامدلی از اگستردهی انتخاب متغیر و متغیرهای محیطی متنوع همراه با دامنه هاتمیالگوری، استفاده از بردارنمونهنوین 
 ی مجاور به جایهاکسلیپاستفاده از  ریتأث. اما اندنمودهاستفاده شده و صحت مناسبی را نیز گزارش 

 (Jafari et al., 2014; Taghizadeh-Mehrjardi et al., 2015; Brungard et al., 2015; Heung et al., 2016; Zeraatpisheh et al., 

2017; Mirakzehi et al., 2018; Taghizadeh-Mehrjardi et al., 2019; Esfandiarpour-Boroujeni et al., 2020).  استفاده از تک
 ی قرار نگرفته است. بررس موردها در مطالعات اشاره شده چندان پیکسل محل رخداد خاکرخ

یمتقریبی  طوربه رودیمی متغیرهای محیطی به دلیل اینکه بخش بزرگی از اطلاعات زمینه مکانی از دست اهنقطدر مشاهدات 
ی نیبشیپی متغیرهای محیطی سبب بهبود انهیزمکه مشارکت اطلاعات  انددادهویژگی خاک را توصیف نماید. چندین مطالعه نشان  توانند

 .Behrens et al., 2014; Gallant and Dowling, 2003))  گرددیمی خاک هایژگیوکلاس و یا 

Smith et al. (2006)  شناسایی خاک به کار گرفتند و بیان  منظوربهی مختلف را در محاسبه عوارض سرزمین هایگیهمسااندازه
et al.,  Behrens) شناسایی خاک داردی هایخروجی بر داریمعن ریتأثی، سازمدلبرای  رفته کاربه 4یانهیزمداشتند که میزان اطلاعات 

را که اختلاف ارتفاع از پیکسل مرکزی برای  5ConMAPمشارکت اطلاعات مکانی متغیرهای محیطی، مدل نقشه ضمنی  نهیزم در(. 2010
پیکسل  ی آماری ارتفاع در داخل یک شعاع در حال رشد ازهااندازهرا که  6ConStat هر پیکسل در یک همسایگی و مدل آمار ضمنی

ی از فرامتغیرهای کمکی برای نمایش اطلاعات شماریبتعداد  هاروش(. این Behrens et al., 2014ابداع  شد ) کندیممرکزی را استخراج 
دارای معایب  هاروششوند. این ی یادگیری ماشین استفاده میهامدلی کننده در نیبشیپ عنوانبهکه  کنندیمی را فراهم انهیزم
ی ذهنی کارشناس در انتخاب اندازه پیکسل ورودی و پنجره مناسب جهت محاسبه هامیتصمبر متغیرهای محیطی، ی زمانهاپردازششیپ

ی هاروشدر جهت برطرف نمودن این معایب استفاده از . (Miller et al., 2015; Behrens et al., 2014) باشندیممتغیرهای محیطی 
 ی محلیانهیزمی صریح اطلاعات ریکارگبهیک جایگزین به دلیل  عنوانبه 7(CNNی عصبی کانولوشن )هاشبکه خصوصاًیادگیری عمیق 

علوم  دری یادگیری عمیق در سالیان اخیر هامدل(. از Padarian et al., 2019) ی متداول گردیده استبردارنقشهمتغیرهای محیطی برای 
( Zhang et al., 2022)ی عملکرد محصولات زراعی نیبشیپ( Jamali et al., 2020)ی تالاب بندطبقهی هانهیزممحیطی و کشاورزی در 

 استفاده شده است.  (Kwak et al., 2021)ی انواع محصولات زراعی نیبشیپی و بردارنقشه
و یا چندگانه در  منفرد صورتبهی خاک هایژگیوی نیبشیپی و سازمدلدر اکثر مطالعات پیشین تمرکز اصلی پژوهشگران روی 

ی یادگیری عمیق هامدلی خاک و استفاده از هاکلاسی بندطبقهبوده است و در زمینه  هاآناعماق منفرد و یا چندین عمق برای برآورد 
 (et al., 2022 Beucher) توسط راًیاخی خاک تنها یک مطالعه هاکلاسی و برآورد نیبشیپدر  ی عصبی کانولوشنهامدل شبکه خصوصاً

متغیر  14داده و  5900و غیر اسید سولفاته با استفاده از  سولفاته دیاسی هاخاکی بندطبقهدر کشور دانمارک با حجم بالای داده بر روی 
ی رایج هامدلدر مقایسه با  ی عصبی کانولوشنهاشبکهدرصدی مدل  7 یبرتربیانگر  هاآنمحیطی اجرا گردیده است. نتایج پژوهش 

برای  (SHAP)باشد. همچنین از الگوریتم شاپ می هاکلاسی نیبشیپبرای  یجنگل تصادفی شده گذاراسیمقو  8(FRی )جنگل تصادف
ی در نواحی نیبشیپبا استفاده از تفسیر مکانی و اهمیت متغیرهای محیطی برای  ی عصبی کانولوشنهاشبکهی مدل نیبشیپی سازواضح
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4. Contextual information 
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. با این انددهیگرد ی عصبی کانولوشنهاشبکهی استفاده نموده و قادر به تفسیر مدل خوببهی خاک هاکلاس دشدهیتولی هانقشهمختلف 
خلا موجود  جهت رفع ی عصبی کانولوشنهاشبکهمدل  ازی خاک با استفاده هاکلاسی نیبشیپاندک مطالعات  اوصاف هنوز به دلیل تعداد

 ی زیرگروه خاک در بخشی ازهاکلاسی رقومی نیبشیپ هدف باتحقیق حاضر برای اولین بار در کشور ایران  برداریدر مطالعات نقشه
ی شده بر روی متغیرهای گذاراسیمقی جنگل تصادفدشت قزوین با تعداد داده محدود و مقایسه آن با مدل  خشکمهیناراضی خشک و 

 محیطی منتخب اجرا شد.

 پیشینۀ پژوهش

 است.شروع گردیده 2018ی خاک از سال هایژگیوی و برآورد نیبشیپی یادگیری عمیق برای هامدلخاک تحقیقات کاربرد در زمینه علوم 

 .et al). داننمودهی در یک عمق مشخص از خاک استفاده ژگیوی تنها یک نیبشیپی یادگیری عمیق برای هامدلبرخی از پژوهشگران از 

(2020 Tziolas   مستخرج شده از محیط گوگل  2و 1ی سنتیل هاماهوارهی سری زمانی هادادهی میزان رس خاک سطحی از نیبشیپدر
در محدوده کشور  RFو  ANNی هامدلرا در مقایسه با  ی عصبی کانولوشنهاشبکهو مدل  LUCASی بانک جهانی هادادهارث انجین و 

ی دقت و خطا هاهآمارنسبت به دو مدل دیگر بر اساس  ی عصبی کانولوشنهاشبکه یونان مورد مقایسه قرار دادند. نتایج بیانگر برتری مدل
(, RMSE, RPIQ2R )فنولوژی پوشش گیاهی حاصل از ماهواره  بلندمدتی هاداده. از ترکیب استMODIS  سال به همراه  10در مدت

ی چین استفاده نمودند و این هوآندر استان  کانولوشنی عصبی هاشبکه ی کربن آلی خاک از مدلنیبشیپسایر متغیرهای محیطی برای 
درصد در  29/31و  RMSEدرصد در  57/5ی مورد مقایسه قرار دادند. نتایج بیانگر بهبود طیمح ریمتغدر یک سناریو  RFمدل را با مدل 

بدون در نظرگرفتن  عصبی کانولوشن یهاشبکهباشد. مدل می  ی عصبی کانولوشنهاشبکه ی فنولوژی در مدلهادادهبا مشارکت  2Rضریب 
 ی بالاتری را نشان داد. نیبشیپسناریوهای متغیر محیطی صحت 

های ( با هدف مقایسه کارایی مدل1398پژوهشی که در بخشی از اراضی منطقه مورد مطالعه توسط )موسوی و همکاران، طی 
های خاک در دو سطح بینی مکانی کلاسدر پیش (BRT)رگرسیون درختی توسعه یافته  ( وRFتصادفی) یادگیری ماشین جنگل

 BRTدر هر دو سطح تاکسونومیک نسبت به مدل  RFتاکسونومیک زیرگروه و فامیل پرداختند؛ و نتایج ایشان بیانگر کارایی بالاتر مدل 
 های خاک بود.بینی کلاسدر پیش

تعداد  اساس بری عصبی کانولوشن هاشبکه و یگل تصادفجن یهامدلدر تحقیقی دیگر سطوح شوری و سدیمی خاک با استفاده از 
جنگل  برتری مدل دهندهنشانی گردید. نتایج بردارنقشهی و نیبشیپمتغیر محیطی در شهر دان چین  16نمونه( و  88داده محدود میدانی )

(. در پژوهشی Yan et al., 2022)باشد می ی عصبی کانولوشنهاشبکه ی داده نسب به مدلسازمتعادلو استفاده از الگوریتم  یتصادف
ی هوشمند افزارنرمهای خاک مختلف در چندین استان چین و بر اساس خاکرخ با رده 160های دینامیک خاک در ویژگی شناسایی منظوربه

درجا ارائه  رتصوبهخاک  یهاافقی را در تشخیص و مرزبندی اژهیوی عصبی کانولوشن قابلیت هاشبکههمراه مدل  تلفنکاربردی بر پایه 
 .(Jiang et al., 2021)نمود 

گی برای چندین ویژگی در چندین عمق و یا یک ویژ ی عصبی کانولوشنهاشبکهمدل  زمانهمی نیبشیپدر چندین مطالعه از توانایی 
صورت به LUCASجهانی بانک  یفیط یهااز داده( Padarian et al., 2018خاک در چندین عمق استفاده گردیده است. برای مثال )

( استفاده OC, CEC, Clay, Sand, pH, total N)ویژگی  ششزمان هم ینیبشیپ یبرا ی عصبی کانولوشنهاشبکهی و بعد اسپکتوگرام دو
در استفاده از همین  .را گزارش نمودند یعملکرد بهتر( Cubist) کوبیست و (PLSR) 1 ی حداقل مربعات جزئیهابا مدل سهینمودند. در مقا

( علاوه بر استفاده از Wadoux et al., 2019در کشور فرانسه )( LUCAS) 2های بانک جهانی پروژه مطالعه کاربری و پوشش اراضیداده
نوان عاز مجموعه متنوعی از متغیر محیطی به اشاره شده،شش ویژگی خاک  زمانهمی نیبشیپی عصبی کانولوشن برای هاشبکهیک مدل 

ا با استفاده از ر هانقشهبینی مکانی آنها، عدم قطعیت این های پیشسازی استفاده نموده و علاوه بر تهیه نقشهنمایندگان فاکتورهای خاک
تگی ی ضریب تبیین و ضریب همبسهاآمارهی با صحت بیشتر بر اساس هانقشهسازی نمودند. نتایج بیانگر ی کمّیامرحله دویک روش 

کانی ی عصبی کانولوشن دارای الگوی جزئی با تغییرپذیری مهاشبکهبوده و نقشه تولیدی روش  یجنگل تصادفیسه با روش تطابق در مقا
اک کربن آلی خ زمانهمی نیبشیپرا برای  ی عصبی کانولوشنهاشبکهدر کشور شیلی مدل  Padarian et al. (2019). باشندیم داریمعن

درصد کاهش خطا مشاهده شده و اندازه همسایگی  30 ی،جنگل تصادفدر چندین عمق به کار گرفتند. نتایج نشان داد که در مقایسه با روش 

                                                                                                                                                                                
1 . Partial least squares regression 

2 . Land use and land cover survey 
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 باشند. همچنین این مدلهمسایگی می تربزرگی هااندازهی و انقطهی هامکاناندازه همسایگی نسبت به  نیمؤثرتر 9تا  3 هاکسلیپبا 
از توانایی  Taghizadeh-Mehrjardi et al. (2020) است. ترنییپای کربن آلی در اعماق نیبشیپدارای عدم قطعیت کمتر و توانایی بالاتر در 

اعماق استاندارد جهانی  بر اساس ی اندازه ذرات رس، سیلت و شننیبشیپی عصبی کانولوشن برای هاشبکهمدل  زمانهمی نیبشیپ
آن  ی که درجنگل تصادفمرکزی استفاده نمود و کارایی این مدل را با مدل  رانیدر او متغیرهای محیطی متنوع  رقومی خاکی بردارنقشه

نتایج  ،2Rو  RMSEی آماری هاشاخص بر اساسبودند، مقایسه نمود.  شدههیتهی مختلف هایگیهمسامتغیرهای محیطی از قبل در اندازه 
ی گذاراسیقمی با و بدون متغیرهای محیطی هاحالتی در جنگل تصادفبی کانولوشن نسبت به مدل ی عصهاشبکهبیانگر برتری مدل 

 باشد. شده، می

 شناسی پژوهشروش 

 منطقه مورد مطالعه

واقع در پهنه  یمرکز رانیا یشناسنیدر ساختار زم نیدشت قزو هکتار از اراضی 60000ای با مساحت حدود محدوده درپژوهش حاضر 
N39 (UTM) WGS 1984   انجام شد  یشمال ییایمتر عرض جغراف 4002000تا  3978000و  یمتر طول شرق 470000تا  430000با

سالانه  یبارندگحداقل مقدار ارائه شده است.  1در شکل ها خاک آن رگروهیخاک به همراه طبقات ز هایی خاکرخمکان تی(. موقع1 شکل)
متغیر است. بر  متریلیم 310به مقادیر حداکثر تا   به سمت شمال یمرکزهای از بخشو  متریلیم 250به سمت جنوب  یمرکز یدر نواح

درجه  15تا  13سالانه  یدما نیانگیرا دارند. م یبارندگ زانیم نیو کمتر نیشتریب وریاسفند و شهر اساس اطلاعات هواشناسی منطقه دو ماه
 jNSM افزاردر نرم 1وهالیمدل ن صورت پذیرفته بر اساس (. بر اساس محاسبات2019-1970 ن،یقزو کینوپتیس ستگاهیاست )ا گرادیسانت

(1.6.1v)، رژیم حرارتی  و آکوئیک و فیضع کیدیرا -خشکزریک  یرطوبت هایمیرژ یدارا بیمنطقه موردمطالعه به ترتها در خاک
و در  شوندیمحدود مفلات و  هاتپهبه  یشمال یهادر بخش نمای منطقهزمین غالب یواحدها(. Van Wambeke., 2000) است ترمیک
متر در  1748متر در جنوب تا  1139اختلاف ارتفاع از  (.Zinck et al., 2015) و دشت هستند یادامنهدشت   یو جنوب یانیم یهابخش

 ،یانیدر قسمت م یاصل یاراض یدرصد است. کاربر 8تا  0 اراضی بیمتر است. ش 1300طور متوسط به یانیو قسمت م یشمال ینواح
 یر نواحد م،یشور و عمدتاً د ریبا مرتع غ یشمال یهاکشت زمستانه و تابستانه و در قسمت یو ذرت برا ونجهیگندم، جو،  یمحصولات آب

مادری سازنده . مواد باشدمی سالیکورنیا و خارشتر علف شور،غالب شامل  یاهی. مراتع با پوشش گشودیمشاهده م یمنطقه شور یجنوب
صورت رسوبات کواترنر به و دشت یادامنهدشت و در  یآهک یبازالت نیآذر یهاسنگفلات و  تپه واحدهای ژئومورفیکدر  های منطقهخاک

 .(1995 ران،یا یشناسنیزمسازمان ) هستندکفه رسی  و ینمک یگچ یهاو سنگ یآهک یبازالت یهااز سنگ

 ی خاکهاداده

سال  5به مدت  یجهان ابیتیموقع ستمیو با س یمتر طراح 1200فاصله میانگین  صورت شبکه منظم بادر ابتدا به خاکرخ 278تعداد 
 تیو مالک ینظام یهانیدر زم ژهیوموارد به یدر برخ هاخاکرخفاصله و محل  تعیین موقعیت گردید. دی ماهتا شهریور از  (1395-1399)

 2ا عمق ت هاخاکرخکرد.  رییتغ هینقل لیو عدم امکان تردد وسا ینیرزمیخاک و سطح آب ز ادیرطوبت ز لیدل بهشور  یو در اراض یشخص
با و  (Schoeneberger et al., 2012) 3ها، نسخه از خاک یبردارو نمونه فیتوص دستورالعملمحدودکننده و بر اساس  هیلا یبالا ایمتر 

 لیتحل و هیتجز یبرا یکیهر افق ژنتخاک  از. تشریح شدندت ی ژنتیکیهاعدم وجود افق ایو وجود  یکیفولوژمور یهایژگیتوجه به و
نسبت سدیم ، هدایت الکتریکی، اسیدیته خاک) شامل هاخاک ییایمیکوشیزیف اتیشد. خصوص یبردارنمونه ییایمیکوشیزیفهای ویژگی

د ش نییخاک تع شگاهیگچ و بافت خاک( طبق روش استاندارد در آزما وزن مخصوص ظاهری،، کربن آلی، آهک معادل، جذب سطحی شده
(Dane and Topp., 2021 ؛Spark et al., 2020در .) رژیم رطوبتی و  ،یرسطحیز ی مشخصه سطحی و هابا توجه به افقها خاکرخ ت،ینها

 خاک یبندقهطب دیبر اساس کلحرارتی ، آنالیزهای آزمایشگاهی و مشخصات مورفولوژیکی شناسایی شده در برگ تشرح مطالعه صحرایی 
 (.Soil Survey Staff, 2014)شدند  یبندطبقه رگروهیتا سطح ز 2014 آمریکایی

                                                                                                                                                                                
1 . New Hall 
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 ریتصو یخاک بر رو یهارگروهیز یبندطبقه یمکان پراکنش همراه به مطالعه مورد یهااستان و کشور در موردمطالعه منطقه تیموقع نقشه .1ل شک

  2ل نیماهواره سنت

 متغیرهای محیطی کمکی

آمده دستبه )DEM( 1ارتفاع یاز مدل رقوم نی، همچن2و  1سنتیل  شامل )RS( دور از سنجش یریتصو یهامنابع دادهاز  ق،یتحق نیدر ا
 ,.McBratney et al) اسکورپن بر اساس معادله (R) یو توپوگراف (O) سمیارگان ندهیعنوان نمابه ALOS PALSAR ترتیببه از ماهواره

 یسر نیانگیاز م 2و  1 لیسنت یدانلود شد. برا (https://asf.alaska.edu) تیمتر از سا 5/12مکانی وضوح  با DEM( استفاده شد. 2003
در  ریتصو 148و  158 در این پژوهش گردید.استفاده  (2020-2016سال ) 5در  یبرداربا توجه به فاصله نمونه هیاز سپتامبر تا ژانو یزمان

 محصول، 1برای ماهواره سنتیل  (Gorelick et al., 2017). آمد به دستدر این بازه زمانی  Google Earth Engine (GEE) موتور

ee.ImageCollection ("COPERNICUS/S1_GRD") حالت در Instrument (IW) با قطبش دوگانه (VV + VH) 10 ییدر وضوح فضا 
 یدرصد در باندها 10پوشش ابر کمتر از  لتریف  ee.ImageCollection ('COPERNICUS/S2')با استفاده از محصول 2 لیسنت ریمتر و تصاو

 و یاماهواره ریتصو یهاداده مکانیوضوح  یسازکسانی یبرا نی. همچناستفاده گردید متر 20با وضوح  12و  11متر و  10با  2،3،4،8
DEM  مجدد و روش  یبردارمتر از تابع نمونه 15بر اساسbilinear  از بسته"raster" (Robert and Jacob., 2012 )در RStudio نسخه 

1.3.959 (RStudio Team., 2020) از  هیو ثانو هیاول یکمک ریمتغ 33تعداد  شد.ستفاده اDEM یژگی)و نیزم لیتحل و هیبا استفاده از تجز
 3/7 نسخه  SAGA GISافزار ( در نرمدید -و تشعشع  میاقل - یدرولوژی، توابع هنمانیو زم یمحل یهااسیبا مق کیمورفومتر ه،یپا یها

 ,.Nguyen et al) و VV/VH ،VV-VH بی، ترک1ماهواره سنتیل  VHو  VV یعلاوه بر باندها .(Conrad et al., 2015)استخراج شد 

2022) VV+VH /2  نرم افزار در یاز تابع محاسبه بستربا استفاده ArcGIS  یکیعنوان بهنیز  ینگیشاخص سبز محاسبه شد. 7/10نسخه 
 شد. تهیه 12و  11 ،8 ،4 ،3 ،2 یباندهاترکیب از  SAGA GISدر  Tasseled cap (Shi and Xu., 2019)از سه مؤلفه 

                                                                                                                                                                                
1 . Digital elevation model 
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 محیطیانتخاب متغیر 

 .پذیرفت صورت Rافزار نرم دردر دو گام اساسی زیر  یطیمح یرهایمتغ نیترمناسب انتخاب 

 بررسی اثر هم خطی

 رهایکه در مجموعه متغ دینمایم ییرهایمتغاقدام به حذف آن دسته از  گامبهگام( بر اساس یک رویکرد VIFروش شاخص تورم واریانس )
به  مربوط راتییچه مقدار از تغ داردیم انیشاخص ب نیواقع ا در(. Dormann et al., 2013د )هستن گریکدیبا  یهمبستگ نیشتریب یدارا
 شود.محاسبه می1مطابق با رابطه  VIFاست.  افتهی شیافزا یخط برآورد شده بابت هم بیضرا
 =VIF (1رابطه 

1

1−𝑅𝑗
2 

𝑅𝑗 در این معادله
 باشد. سایر متغیرها می بر اساسبرازش مدل خطی با یک متغیر  2

 دهدی( را مدنظر قرار مVIF < 10) انسیفاکتور تورم وار یمقدار عدد یونیرگرس یمحاسبات یهالیچندگانه در تحل یخط شدت هم
ی د )بشویحذف م یلیو از روند تحل هبود یاتبمحاس تی( باشد فاقد اعتبار و قطعVIFmax ≥10) انسیتورم وار ریکه مقاد یموارد یو برا

بودند  10متغیری که دارای بالاترین میزان اثر هم خطی و مقادیر بالاتر از  VIF ،10(. بر اساس میزان شاخص 1389همتا و زارع چاهوکی: 
 در گام نخست حذف شدند.

 (RFE) 1روش حذف ویژگی برگشتی

متغیر با توجه به مدل یادگیری ی یادگیری ماشین است که وزن هر هامدلیک روش انتخاب متغیرهای کمکی بر اساس  RFEروش 
ام شوند. این روند تا حذف تمی شده و متغیرهایی با وزن کمتر حذف میبندرتبهشود. سپس متغیرها بر اساس وزن ماشین محاسبه می

ی انتخاب وعه نهایمجم عنوانبهی ارمجموعهیز تینها درکند. متغیرهایی که دیرتر حذف شوند، اهمیت بیشتری دارند. متغیرها ادامه پیدا می
 (. Lin et al., 2017شود که مربوط به حداکثر دقت مدل یادگیری با بالاترین وزن باشند )می

 (CNN)روش یادگیری عمیق شبکه عصبی کانولوشن 

و برای  (Taghizadeh-Mehrjardi et al., 2020بر اساس )و   CNNدر این  تحقیق از مراحل رویکرد یادگیری عمیق با استفاده از مدل
معماری کامل یک شبکه عصبی  2استفاده شد. در شکل  (Wadoux et al., 2019)از منبع  هاشبکهی ریاضیات این سازمدلجزئیات 

صورت به هایژگیاستخراج و یبرا یکانولوشن لتریف شامل: است بخش اول شدهلیها از دو بخش تشک CNNاست. کانولوشن ارائه  شده
املاً ک یهاهیچندگانه متشکل از لا یورود ریاز مقاد یمحاسبه مقدار خروج یکاملاً متصل برا هیلاکیدوم  هیاست و لا یسلسله مراتب

 ،یژگیمرحله استخراج و نیاند. بنابراشده لیفقط از بخش دوم تشک( ANN) یمعمول یمصنوع یعصب یهاشبکه ها است.متصل از نورون
 نیچند تواندیاست که م یکانولوشن شامل مراحل مختلف لتریبا ف یژگیاستخراج و .باشدمی یمعمول یهاANNها و CNN نیب یاصل زیتما

 مکانی یهااسیچندگانه مق یهاشیو نما هایژگیو نیترهدف استخراج مرتبط .شودیم 2کانولوشن و ادغامهای لایهبار تکرار شود و شامل 
 است. یکمک یهااز کل مجموعه داده

 3لایه کانولوشن

 5 ای 3×  3 یمعمول یهابا اندازه لتریف پنجره متحرک، کی. باشدمی یسازتابع فعال کیو اعمال  لتریمرحله ف کیمرحله کانولوشن شامل 
که در  لتریف ارزش داخل ریمقاد (.نیی)معمولًا از چپ به راست و از بالا به پا کندیحرکت م یکمک یهادر کل مجموعه داده کسلیپ 5× 

 کیو به  شودیمربوطه ضرب م یکمک یهاداده ری، در مقاددهدیرا نشان م کسلیو وزن هر پ شودیداده م صیتخص یطور تصادفابتدا به
یم لیرا تشک دیجد یژگینقشه و کی یطور متوالو به شودیمتحرک اختصاص داده م لتریف یکه به مرکز فعل شودیخلاصه م دیمقدار جد

و نه  نامندیم یژگیرا نقشه و جهیشده است، نت لیتشک یورود یکمک یهااز تمام داده یبیاز ترک دیجد "نقشه" نیکه ا ییاز آنجا .دهد
 لتریوزن ف .شودیم دهینام CNN "عمق"عنوان و به گرددمی فیکانولوشنال توسط کاربر تعر یلترهایتعداد ف .4شده لتریف یکمک یهاداده

اعمال کرد.  یبار متوال نیچند توانیرا م کانولوشنمرحله  .شودیم میانداز تنظشده و با انتشار پس هیاول یمقدارده یطور تصادفمعمولاً به
که قبلاً  یژگیو یهانقشه یبرا کانولوشن بعدی. مراحل شودیدر مرحله اول اعمال م یورود یکمک یها، آن را تنها به دادهحال نیا با

                                                                                                                                                                                
7. Recursive Feature Elimination 

2. Pooling 

3. Convolutional 

8. filtered auxiliary data 
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بلافاصله  کانولوشنمرحله  کی .کنندیم جادیا مکانی از اطلاعات یترو درشت تریسطوح عموم ن،یو بنابرا شوندیاند اعمال مشده جادیا
 یعصب یهامانند تمام شبکه .کندیرا محاسبه م یژگیو یها( نقشههاکسلیها )پنورون یینها یکه خروج شودیدنبال م لیمرحله تبد کیبا 

 یبرا( ReLU)شده اصلاح یواحد خط کیمعمولاً از  ،CNNدر مورد  .شودیانجام م یسازتابع فعال کیکار با استفاده از  نیا ،یمصنوع
 .شودیبودن مدل استفاده م یرخطیارائه غ

 1لایه ادغام

 نهیهز جهینت و در مکانیتا بعد  دهدیکاهش م یژگیو یهارا در نقشه هاکسلیمجدد است که تعداد پ یریگنمونه یادغام مرحله اصل
از  کیهر  ی( و برا2018و همکاران،  ییاطلاعات )رضا شتریب میو تعم حد از شیاز برازش ب یریجلوگ یدهد، برامیمحاسبات را کاهش 

 2و گام  کسلیپ 2×2هسته  یهااست که معمولاً از اندازه لتریف ینوع نیهمچن ،ینظر فن از .شودیطور جداگانه انجام مبه هایژگیونقشه 
 (.max-pooling) شودیاز حداکثر مقدار استفاده م ای شوندیگرفته م نیانگیم ایکرنل  ری. مقادشودیاستفاده م

 2وستهیپهمبه کاملاًلایه 

یاستفاده م یشبکه کاملاً متصل معمول یهاهی( از لاونیرگرس ای یبند)طبقه CNNبخش دوم  ،یو ادغام بعد یدگیچیپس از چند مرحله پ
کانولوشن و  یهاهیلا نیب یتفاوت اصل .شوندیم بیهم ترک شده از بخش کانولوشن بااستخراج محلی-یمکان یهایژگیو نجا،یدر ا .کند
 یهاونمتصل هستند و نه به همه نور رندهیگ دانیم یهاکانولوشن فقط به نورون هیلا یهااست که نورون نیا وستهیپهمکاملاً به یهاهیلا
 .ندیگویم 3کاملاً متصل را صاف کردن هیلاکیولوشن به کان هیلاکی لیتبد .یقبل هیلا

 4حذف تصادفی

 یطور تصادفبه حذف تصادفی .است« حذف تصادفی»به نام  یبرازش، استفاده از فن حد از شیکاهش ب ای یریجلوگ یبرا کردیرو کی
 n جهیو درنت شودیمرحله آموزش اعمال م nاز  کیهر  یانصراف برا نی. اکندیکاملاً متصل قطع م ایکانولوشن  یهاهیها را در لانورون

 ندیپراکنده حاصل از فرآ یهامجموعه شبکه ،ینیبشیپ ی. براشوندیم نیانگیم ینیبشیپ یبرا تینها که در شودیم جادیشبکه مختلف ا

 .شودیم نیانگیها منورون یوزن ورود یهندس نیانگیبا استفاده از م حذف تصادفی

 5هادادهافزایش 

مدل  میتعم تیقابل شیبرازش و افزا حد از شیاز مشکلات ب یریجلوگ یها براداده تیتقو یها، از فنتصادفی حذف یهاهیعلاوه بر لا
 است. یادفتص لیتبد یموجود با استفاده از تعداد یآموزش یهااز داده شتریب یآموزش یهانمونه دیتول ندیها فرآداده شیافزا .شودیاستفاده م
شبکه  میعمت تیقابل جهینت کند و در یرا بررس یآموزش یهااز نمونه یشتریب یهااست که به مدل اجازه داده شود تا جنبه نیا یهدف اصل

  .دارد یموجود بستگ یآموزش یهابه تعداد نمونه یادیتا حد ز CNN تیموفق رایبرخوردار است ز یاژهیو تیاز اهم نیا دهد. شیرا افزا

انولوشن ی عصبی کهاشبکه خصوصاً ی زیرگروه خاک با استفاده از روش یادگیری عمیق و هاکلاسی نیبشیپی و سازمدل منظوربه
در این  استفاده گردید.  https://colab.research.google.com/notebooks/intro.ipynb))Google Collaboratoryسامانه از محیط آنلاین 

برای پردازش  "geopandas"، کتابخانه 6سازیبرای چارچوب داده "pandas"برای محاسبات ریاضیاتی،  ”numpy“ یاهکتابخانهسامانه از 
ی سازمدلبرای  "Tensorflow.keras"و  "TensorFlow"ی هابستهی رستری و از هادادهبرای پردازش  "rasterio"ی برداری، هاداده

به راست و بالا به پایین  چپ flipی تبدیل هاروش شامل مرحله 7از ی آموزشی هادادهگردید. در جهت افزایش تعداد  استفاده CNNشبکه 
 90ی ساعت، هاعقربهدرجه در جهت  90 7و قطری از بالا راست به سمت پایین چپ و قطری از بالا چپ به سمت پایین راست و چرخش

ی خاک استفاده هارگروهیزی هالیپروفاطراف  8ی آموزشی قطعاتهانمونهدرجه  180خش ی ساعت و چرهاعقربهدر جهت خلاف  درجه
در مرحله آموزش با در  9اِپوک 100پیکسل در نظر گرفته شد و از تعداد  3،5،7،9،15،21 یهاپنجرهی هااندازهگردید. قطعات آموزشی با 

                                                                                                                                                                                
9. Pooling 

2. Fully-connected layer 

11. flattening 

12. Dropout. 

13. Data augmentation 

14. Data frames 

15. rotate 

16. patch 

17. epoch 
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 عنوانبه "Softmax"ی مدل و تابع سازنهیبهبرای  ”adam“مرحله محاسبه بیش برازش استفاده شد. از تابع  عنوانبه 10نظر گرفتن اپوک 
معماری  .گردید استفادهی کانولوشن هاهیلابعد از  سازفعال عنوانبه" relu" و از تابع  رگروهیزی هاکلاسی برای خروجی سازفعالتابع 

 در این تحقیق به کارگرفته شد. CNNی شبکه سازمدلبرای  1جدول در  شده ارائهشبکه 
 

 
 (Wadoux et al., 2019 منبع:) کانولوشن یشبکه عصب کی یمعمار .2شکل

 
 

 خاک در منطقه موردمطالعه یهارگروهیز ینیبشیپ یبرا شده استفاده CNNشبکه  یمعمار .1جدول 

 پارامتر شکل خروجی نوع لایه

Conv2D ( 3, 3, 16) 880 

MaxPooling2D ( 2, 2, 16) 0 

Dropout (2, 2, 16) 0 

Conv2D (2, 2, 32) 4640 

Flatten (128) 0 

Dense (10) 1290 

Dense ( 13) 143 

 

 (RF) یتصادفروش جنگل 

از  یریبا توجه به جلوگ (RF) یجنگل تصادف تمیالگور ،(Brungard et al., 2015; Heuang et al., 2016) یمطالعات قبل جیبر اساس نتا
ستفاده ا خاک مورد یهارگروهیز یینها ینیبشیپ در یطیمح یرهایمتغ ینسب تیواحد و ارائه اهم میدرخت تصم کی حد از شیبرازش ب

تکرار  10با  فولد-10متقاطع  یروش اعتبارسنج و "caret"با استفاده از بستههای آموزشی داده  (=n) درصد 80مطالعه بر اساس  نیدر ا
 (Grid search) یاشبکه یمدل با استفاده از روش جستجو نهیبه یپارامترها اعتماد استفاده شد.و قابل داریمدل پا کیبه دست آوردن  یبرا
 خطا سیماتر یهابا استفاده از آماره (?=nهای مستقل )داد %20مدل با مجموعه  تیشد و درنها نهیبه mtry = 3، ntree = 250صورت به

با مدل  RFهمچنین جهت مقایسه کارایی مدل  شد. یاعتبارسنج F1-Scoreشاخص و  (Overall accuracy) یعمومشامل شاخص صحت 
CNN  ی محاسباتی مختلف با استفاده از تابع هاپنجرهی شده در اندازه گذاراسیمقاز متغیرهای محیطیFilter  و روشSmooth  در
استفاده  RF ورودی مدل عنوانبهی تهیه و سازمدلقبل از  SAGAGIS افزارنرماز نوع مربع در محیط  21، 15، 9، 7، 5، 3ی هااندازه

 گردیدند.

 و عدم قطعیت اعتبار سنجی

 یهاکسلیتعداد کل پ میبا تقس یبندنقشه طبقه یدقت کل .(Jensen., 2015) شد یابیخطا ارز سیماتر کیبا استفاده از  هاینیبشیدقت پ
 (.2)رابطه  شودیم نییتع( N)خطا  سیماتر یهاکسلیخطا( بر تعداد کل پ سیمجموع قطر در ماتر یعنی) شدهیبندطبقه یدرستبه
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 (2رابطه 
1

k

ii

i

X
OA

N


 

 .خطا است سیمثال، طبقات خاک( در ماتر عنوانتعداد سطرها )به  kاست، i و ستون i فیتعداد مشاهدات در رد Xii که در آن
 یهاکسلیتعداد کل پ محاسبه شد. (UA)و دقت کاربر  (PA) دکنندهیهر طبقه خاک، دو شاخص شامل دقت تول یابیارز یبرا نیهمچن

 دکنندهی، دقت تولشودیم نیی)کل ستون( تع نیمرجع زم یهاآن کلاس که از داده یهاکسلیبر تعداد کل پ میکلاس تقس کیدر  حیصح
  .(3)معادله  شودیم دهینام

 (3 رابطه ’      ii

i

X
Producer s accuracy PA for class i

X




 
( فیل رداند )کشده یبندکه واقعاً در آن دسته طبقه ییهاکسلیکلاس بر تعداد کل پ کیدر  حیصح یهاکسلیاگر تعداد کل پ

 (.4)رابطه  شود میتقس

 (4 رابطه ’      
jj

j

X
User s accuracy UA for class j

X


 

F1-Score 5طه راب بر اساسو کاربر حاصل مستخرج از ماتریس خطا  دکنندهیتولی هاشاخصیک میانگین هارمونیک از  عنوانبه 
 .گرددیم محاسبه

 (5رابطه 
( )

1 2
( )

PA UA
F Score

PA UA


  


   

باشد صحت مدل و نقشه تولیدی بیشتر است.  ترکینزد 100نوسان دارد و هر چه میزان آن به  100تا  0در دامنه  F1-Scoreمیزان 
 یهاکلاس ینیبشیپعدم قطعیت مرتبط با  تواندیاست که م نیخاک ا یبرداربا روش معمول نقشه سهیدر مقا رقومیروش  یایاز مزا یکی

 ، باحال نیا با .شودیزده م نیتخم یتعداد رأ نیشتریبر اساس ب کسلیهر پ ییکلاس نها RFو  CNNی هادر روش خاک را ارائه دهد.
 نییرا تع ییدر نقشه نها کسلیهر پ ینیبشیپ تیو عدم قطع نانیاطم تیقابل زانیم توانیمختلف، م یهاکلاس یبرا آرا عیکردن توز یکمّ

 قیتحق نیدر ا شدههیته یهانقشه (x) یهاکسلیپ تیعدم قطع (.Chaney et al., 2016; Stumpf et al., 2017; Heung et al., 2016کرد )
1)نادیده گرفتن  تیبرابر با عدم قطع یمربوط به طبقات مختلف با استفاده از شاخص آنتروپ یآرا عیبا توز

IU ) یسازیکمّ  6 رابطهبر اساس 
 شد.

 ( 6رابطه 
1

1
( ) ln( ( )))

ln( )

n

i i

i

IU P x P x
n 

   

از مدل جنگل  iاست که کلاس  ییدهنده نسبت آرانشان P(x)است و ( x) کسلیشده در هر پ ینیبشیپ یهاتعداد کلاس nکه  ییجا
آرا به  کنواختی عیاست و در صورت توز 0برابر با  میزان آن، شودیطبقه اختصاص داده م کیهمه آرا به  یوقت .کندیم افتیدر یتصادف

از  یکیعنوان مختلف خاک به یهارگروهیسطح احتمال ز یهااز نقشه قیتحق نیخواهد بود. در ا 1شده، نسبت برابر با  ینیبشیطبقات پ
 طبقات خاک استفاده شده است. ییدر نقشه نها هاکسلیپ تیعدم قطع تیکمّ نییتع یبرا RF و CNNی هامدل یهایخروج

 و بحث  های پژوهشیافته

 ی خاک هارگروهیزی کلاس بندطبقه و خصوصیات مورفولوژیکی و فیزیکوشیمیایی

سامانه ها بر اساس آن یبندخاک به همراه طبقه یهارگروهیز شاهد هر یک از یهاخاکرخ ییایمیکوشیزیف یهایژگیو نیترمهم جینتا
 یسطح مشخصه یهاخاک با توجه به تنوع افق رگروهیز 13 ،یطورکلبه .شده است ارائه 2( در جدول 2014) هاخاک یبندطبقه آمریکایی

ار گرفتن قر لیبه دل هارگروهیهمه ز یافق سطح ( مشاهده شد.آکوئیک و فیضع کیدیخشک، ار کیری)ز یرطوبت یهامیو رژ یرسطحیو ز
 در رده رگروهیزها در سه خاک شد. ییشناسا کیکرپدون اُاپیعنوان خاک به یکم کربن آل یبا محتوا خشکمهیخشک و ن یهامیدر اقل

Inceptisols،  در رده رگروهیزیک Entisols  در رده  رگروهیزنه وAridisols نظر تکامل،  از .قرار گرفتندInceptisols (Typic 

                                                                                                                                                                                
18. Ignorance Uncertainty 
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Calcixerepts,Typic Haploxerepts,Fluventic) ها کل آنعمق با توسعه متوسط و  کیو کلس کیکمب یرسطحیز یهاافق یعمدتاً دارا
 یها داراافق همةمشاهده شد.  02/8تا  55/7و  91/7تا  4/7با دامنه  بیبه ترت یرسطحیز سطحی و افق pH .باشدمیمتر  1از  شیب

EC<4ds/m  وSAR<13 طیشرا یدارا یهاخاک یدارد و گاه یبا عمق روند کاهش یمقدار کربن آل هستند. سدیمیو  یبدون مشکل شور 
تنوع  لیبه دل یرسطحیز یها( است و بافت افقیمتوسط تا سبک )لوم، لوم شن یسطحخاک بافت  .کنندیم رییطور نامنظم تغبه کیفلوونت

، Typic Calcixerepts رگروهیز یاستثنا. بهشدمشاهده  یرس ی ولوم رس یو در موارد یاغلب مشابه با افق سطح ،یگذاررسوب طیشرا
درصد  15از  شیب یدر اکثر موارد دارا Typic Calcixerepts یهارگروهیاکثر ز .باشدمیدرصد  10ها کمتر از خاک هیبقدرصد آهک معادل 

درصد  50به  کینزد ینیتخم یفراوان یدارا خاکرخ 133 یبا فراوان Inceptisols یهارگروهیز هستند. یرسطحیدر سطح و افق ز زهیسنگر
دارای  Aridisols .شدمنطقه موردمطالعه مشاهده  خشکمهیدر منطقه ن Xeric یرطوبت میوجود رژ لیو اغلب به دل بودهخاک  یهارگروهیز

. دو مورد باشدمیکلسیک -سالیک و جیپسیک-جیپسیک یهازمان افقزیرسطحی کلسیک، جیپسیک، سالیک و گاهی حضور هم یهاافق
و  SAR>13ها دارای خاکداشتند و با توجه به اینکه یکی از  معادل آهک درصد15کلسیکی بیش از  یهابا توالی از افق Aridisolsاز 

pH>8.5  است، در زیر گروهی با شرایط سدیمیHaplocalcids Sodic Xeric کمتر از   رگروهی؛ اما شوری دو زشدبندی طبقهds/m 4 بوده 
 Xeric Haplocalcidsدارای کاربری مرتعی و  (Sodic Xeric Haplocalcids)خاک با افق سطحی  .گرفتو در طبقه خاک غیر شور قرار 
اغلب دارای بافت سطحی و زیرسطحی نسبتاً سنگین لوم رسی  هارگروهیاین ز .شودیاورزی آبی استفاده مبه دلیل قلیائیت کم برای کش

در دو حالت با و بدون  یگچ یهابا تجمع افق یهامشاهده شده را دارند. خاک یهادرصد فراوانی خاک 14مشاهده بیش از  39بوده و با 
را به خورد اختصاص  یمشاهدات یهادرصد از خاک 20به  کیرخداد نزد 53ا تعداد که ب شوندیدر منطقه مشاهده م کیکلس یهاافق
 کیفاقد افق کلس طیدرصد گچ و در شرا 15از  شیب شوندیدر منطقه مشاهده م کیکه همراه افق کلس یها در هنگامخاک نیاند. اداده

با  یمیسد یهاو در رده خاک 8کمتر از pH  و 13 از شیب  SAR زانیم یمشاهداتهای خاکرخاز  یدرصد گچ دارند. در تعداد 15کمتر از 
و  A یسطح یهامرتع با افق یکاربر یدارا یبرخ داشته وعمق  متریسانت 100از  شیو ب قیها غالباً عم. خاکگرفتندقرار  Sodicپسوند 

 رگروهیز کی است. Clay یرسطحیز و بافت Clay Loam نینسبتاً سنگ های دارای گچ،ی خاکسطح بافت .باشندمی Ayبا تجمع گچ 
 و زیمنس بر متردسی 30از  شتریب یشور زانیبا م یرسطحیو ز یسطح یهاهمراه با تجمع گچ در افق کیسال یمتوال یهاافق یدارا

SAR نیسنگ یلیخ یرسطحیو ز یکم و بافت سطح یبا ضخامت خاک سطح یمیشور و سد یهادر رده خاک ،13از  شیب Clay از  شیب
 .درصد قرار دارد 50

 یآب و تحت کشت زراعت کیکمب یهااز افق یتوال یبوده و دارا کیو سال کیپسیج ک،یکلس یهاافق ریسا فاقدهم  رگروهیز کی
 ریآن تحت تأث یکربن آل زانیکه م قیاست عم یخاک 8از  شیب pH درصد رس با 50به  کینزد نیسنگ یرسطحیو ز یبافت سطح یدارا

 A افق باضخامت کم کیشامل  ها Entisolsخاک  رگروهیز ت.با عمق اس یر نامنظمییتغ یبالادست درگذشته دارا یاراض یگذاررسوب

 ریدر افق ز یلوم در سطح و لوم شن طسدرصد با بافت متو 50از  شیب نآ زهیسنگ و سنگر زانیکه م  BCافق یمرتع بر رو یبا کاربر
به  توانیآن م یهااست و از نشانه شیو بشدت در معرض فرسا ابدییخاک با عمق کاهش م یآل کربن زانیو م 8 ریآن ز pHسطح و 

 اشاره نمود. شتریو درصد شن ب نییپا یکم و کربن آل یضخامت خاک سطح زانیم

 یطیمح ریمتغانتخاب 

یی خطی توسط شاخص راستاهمارائه شده است در مرحله اول انتخاب متغیرهای محیطی با استفاده از شاخص  4شکل که در  طورهمان
VIF، 10 باقیمانده  ریمتغ 23دوم  در مرحلهبوده و حذف گردید،  10از متغیر ژئومورفومتری دارای میزان شاخص بالاتر  33 انیم از ریمتغ

( ، MrVBFشامل شاخص همواری دره با درجه وضوح بالا ) (3)شکل  ریمتغشش  تینها درمورد بررسی قرار گرفت که  RFEتوسط مدل 
دارای بالاترین ضریب اهمیت ( DEM) ارتفاع ( وDIF) شدت تابش پخشیده(، WE) اثر باد،  (SH) ارتفاع استاندارد, (SWIشاخص خیسی ساگا)

 دوباره توسط مدل 2و  1ی تصاویر سنتیل هاشاخصآخر این شش متغیر همراه با باندها و  در مرحلهشد.  داشته نگهنهایی  در مدلنسبی و 
RFE ی و سازدلمبررسی قرار گرفتند که در نهایت همان متغیرهای مرحله قبل بالاترین ضریب اهمیت نسبی را نشان دادند و برای  مورد

بخش  Rahmani et al., 2019)توسط )ده شدند. در تحقیقی مشابه استفا RF وCNN یهامدلی زیرگروه خاک توسط هاکلاسی نیبشیپ
 ای با مساحت کمتر گزارش شد.ی زیرگروه خاک در ناحیههاکلاسی فازی نیبشیپغالبی از همین متغیرهای محیطی برای 
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 موردمطالعهی شاهد منطقه های زیرگروه خاکرخهاکلاسبندی فیزیکوشیمیایی و طبقه اتیخصوص . نتایج 2جدول 

Horizon 
Depth 
(cm) 

pH EC (ds/m) SAR 
OC CCE Gypsum Sand Clay Silt C.F Texture 

% 
 Typic Haploxerepts (n=39, 24/14 %) 

Ap 30-0  64/7  30/2  94/7  35/0  35/9  - 33 20 47 - Loam 

Bw1 70-30  82/7  44/3  63/5  26/0  32/7  - 44 20 36 - Loam 

Bw2 150-70  85/7  12/2  48/5  23/0  97/7  - 58 15 27 - Sandy Loam 

Fluventic Haploxerepts (n=21, 67/7 %)  

Ap 30-0  94/7  58/0  25/4  71/0  76/5  - 33 29 38 - Clay Loam 

Bw1 60-30  56/7  09/0  68/5  55/0  07/8  - 25 45 30 - Clay 

Bw2 90-60  55/7  30/1  35/6  67/0  30/7  - 31 35 34 - Clay Loam 

Bw3 150-90  89/7  32/1  54/7  46/0  07/8  - 29 23 48 - Loam 

Typic Calcixerepts (n=73, 65/26 %)   

Ap 20-0  71/7  41/0  26/3  70/0  82/6  - 52 20 28 - Loam 

Bw 60-20  98/7  30/0  35/2  53/0  29/16  - 36 29 35 - Clay Loam 

Bk 
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Bk 
BC 

150-60  
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Sandy Loam 

Xeric Haplocalcids (n=21, 66/7 %)   

Ap 20-0  8/7  74/1  80/2  01/1  31/17  - 29 35 36 - Clay Loam 

Bk1 70-20  7/7  98/0  57/2  92/0  25/21  - 23 39 38 - Clay Loam 

Bk2 140-70  83/7  05/1  03/4  17/0  61/23  - 29 37 34 - Clay Loam 

Sodic Xeric Haplocalcids (n=18, 57/6 %)   

A 30-0  09/8  45/2  14/8  65/0  40/20  - 33 37 30 - Clay Loam 

Bk1 75-30  52/8  05/3  85/16  50/0  70/30  - 41 29 30 - Clay Loam 

Bk2 140-75  92/8  86/1  47/22  18/0  20/41  - 25 51 24 - Clay 

Sodic Xeric Haplogypsids (n=13, 74/4 %)   

A 15-0  76/7  24 70/28  67/0  49/10  - 26 40 35 - Clay Loam 

Bk 55-15  66/7  09/11  27/17  59/0  28/11  - 11 64 25 - Clay 

By1 90-55  98/7  15/19  00/29  50/0  97/9  40/4  29 45 26 - Clay 

By2 130-90  21/8  97/19  97/35  42/0  97/9  23/7  39 21 41 - Loam 

Xeric Haplogypsids (n=14, 11/5 %)   

Ap 20-0  20/7  64/3  94/5  79/0  13/11  - 32 35 33 - Clay Loam 

Bw 35-20  50/7  56/1  25/4  53/0  62/15  - 38 38 24 - Clay Loam 

By 85-35  10/7  49/7  14/7  44/0  34/15  80/8  45 30 25 - Clay Loam 

BCy 150-85  70/7  54/5  10/8  23/0  12/29  30/2  47 27 26 - 
Sandy Clay 

Loam 

Sodic Xeric Calcigypsids (n=19, 93/6 %)  

Ap 20-0  80/7  85/0  50/4  44/0  91/14  - 24 40 36 - Clay 

Bky1 65-20  83/7  71/0  60/31  36/0  42/16  1/20  14 58 28 - Clay 

Bky2 150-65  56/7  43/0  67/27  24/0  20/12  1/33  11 64 25 - Clay 

Xeric Calcigypsids (n=7, 55/2 %) 

Ay 15-0  67/7  53/2  52/0  33/0  28/17  2/25  23 38 35 - 
Clay 
Loam 

Bky 70-15  79/7  37/3  38/1  28/0  62/17  7/23  15 55 30 - Clay 

By 150-70  61/7  32/4  85/2  24/0  55/13  2/25  16 52 32 - Clay 

Gypsic Aquisalids (n=10, 65/3 %) 

Ayz 15-0  45/7  4/86  18/86  61/0  75/7  9/13  21 49 30 - Clay 

Byz1 45-15  48/7  5/97  59/92  44/0  03/12  8/14  25 61 14 - Clay 

Byz2 150-45  44/7  7/100  70/91  35/0  26/13  9/12  17 63 20 - Clay 

Xerofluventic Haplocambids (n=12, 38/4 %)  

Ap 18-0  47/8  84/1  27/7  91/0  00/20  - 17 45 38 - Clay 

Bw1 70-18  18/8  34/2  35/9  43/0  00/20  - 12 49 39 - Clay 

Bw2 150-70  63/8  42/3  32/24  64/0  69/21  - 9 52 39 - Clay 

Typic Xerorthents (n=18, 57/6 %)  

A 15-0  97/7  48/0  - 54/0  80/18  - 52 14 34 30 Loam 

BC 45-15  83/7  41/0  - 35/0  78/19  - 53 15 32 60 Sandy 
Loam 
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  ،15*15 نهیبه یمحاسبات پنجره -(ب و متر 15 -(الف کسلیپاندازه  اسیمهم و انتخاب شده در مق یطیمح ریشش متغ .3ل شک

a: DEM, b: WE (Wind effect), c: MRVBF (Multiresolution valley bottom flatness), d: SWI (Saga wetness index), e:SH (Standardized height), 

f: DIF (Diffuse insolation),     

ا

 لف

 ب
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متغیرهای محیطی  -ج( RFE1نسبی اهمیت  -ب( VIFشاخص  -. نمودارهای بیانگر انتخاب متغیرهای محیطی منتخب بر اساس الف(4شکل

 (RFE2) 2و 1ماهواره های سنتیلمستخرج از های باندها و شاخصمقادیر منفرد طیفی منتخب ژئومورفومتری همراه با 
VD: Valley Depth, CNBL:Chanel network base level,TRI: Terrain ruggedeness index, SPI :Stream power index, MRRTF:Multiresolution 

ruggedeness terain flatness, ANH: Analitical hillshading, PROFC: Profile curvature, CHN: Channel network distance, SLH: Slope Hieghts, 

SA:Surface Area, SWI: Saga wetness index, SH: Standardized Hieght, TEXTI: Texture index, MCA: Modified catchment area ,NH: 

Normalized Hieght, CA: Catchment area,WE: Wind effect, RSP: Relative slope position, TPI: Topographic position index, MrVBF: 

Multiresolution valley bottom flatness, DIF: Diffuse insolation, CONV: Convexity, PLANC: Plan curvature, AS:Aspect, green: Greennes 

index 

 

 ی مختلفهااسیمقاز  متأثری خاک هارگروهیزی نیبشیپدر  RFو  CNNی شبکه هامدلعملکرد 

 CNNارائه شده است. نتایج صحت عمومی مدل  3جدول های زیرگروه خاک در بینی کلاسدر پیش RF و CNNهای نتایج عملکرد مدل 

میزان  15باشد و در اندازه پنجره ( میدرصد 38ثابت )میزان صحت عمومی  9تا  5اندازه و از  5تا  3بیانگر افزایش صحت از اندازه پنجره 
در روند صحت عمومی مشاهده گردید با  CNNنیز شرایط مشابه با مدل  RFیابد. در مدل و سپس میزان آن کاهش می 43آن به حداکثر 

ها نیز در ابتدا میزان صحت عمومی نسبت به سایر اندازه پنجره 3این تفاوت که میزان صحت عمومی درکل بیشتر بوده و در اندازه پنجره 
صحت دو مدل در  مشاهده شد. میزان اختلاف 15درصد در اندازه پنجره  50باشد. همچنین بیشترین میزان صحت عمومی با بیشتر می

 278) یمشاهداتهای به تعداد داده و پایین بودن فراوانی داده CNNدرصد بوده که با توجه به نیاز بالای مدل  7حالت بهینه به میزان 
در استفاده از داده محدود و تکنیک  (Yan et al., 2022است. در تحقیق )خاکرخ( در تحقیق حاضر صحت قابل قبولی مشاهده شده
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 برتری نشان داد.  CNNنسبت به مدل  RFبینی مدل های پیشسازی کلاسلمتعاد
 RFداده نسبت به مدل  5000 در حضور تعداد CNNی صحت عمومی مدل درصد 7برتری ( Beucher et al., 2022) در تحقیق

  گزارش نمودند. RFEگذاری شده متغیرهای محیطی و رویکرد انتخاب متغیر مناسب مقیاس
 Typicو  Xeric Calcigypsidsهای زیرگروه و CNNدر مدل  Sodic Xeric Calcigypsidsبرای زیرگروه  3 توجه به نتایج جدول با

Xerorthents در مدل RF های بینی صورت نگرفته است و کلاسهای محاسباتی پیشدر تمامی اندازه پنجرهXeric Haplocalcids  و
Xeric Haplogypsids  توسط مدل  بینیپنجره قابلیت پیشتنها در یکRF جینتاباشند. مطابق با این را دارا می (Smith et al., 2006)  در

را  CNNی مدل نیبشیپ نیببینی کربن آلی خاک روند نوسانی در ضریب تدر پیش (Yang et al., 2021های خاک و )بینی سریپیش
 مشاهده نمودند. 

 
 یمحاسبات یهاپنجرهاندازه  نظرگرفتن متر با در 15 کسلیخاک در اندازه پ یهارگروهیز ینیبشیدر پ RFو  CNN یهاعملکرد مدل .3جدول 

 مختلف
  RF CNN RF CNN RF CNN RF CNN RF CNN RF CNN 

Window Sizes  3×3 5×5 7×7 9×9 15×15 21×21 

Subgroup level F1-score  

Typic Haploxerepts  62 38 54 42 19 50 21 55 36 47 31 44 

Fluventic Haploxerepts  24 0 25 29 25 29 25 0 50 20 29 0 

Typic Calcixerepts  62 48 62 47 64 50 67 55 77 69 65 59 

Xeric Haplocalcids  19 0 0 5 0 10 0 20 0 25 0 33 

Sodic Xeric Haplocalcids  100 25 86 40 9 29 86 57 75 25 86 33 

Sodic Xeric Haplogypsids  0 29 0 0 25 29 35 0 40 50 45 50 

Xeric Haplogypsids  0 50 29 67 0 33 0 21 0 5 0 0 

Gypsic Aquisalids  0 43 0 75 29 55 22 33 50 28 0 25 

Xeric Calcigypsids  0 0 0 60 0 22 0 22 0 40 0 33 

Sodic Xeric Calcigypsids  67 0 67 0 67 0 68 0 79 0 100 0 

Xerofluventic Haplocambids  50 50 33 50 67 0 17 0 33 50 50 33 

Typic Xerorthents  0 29 0 33 0 40 0 0 0 29 0 33 

Overall accuracy (OA%)  49 34 43 38 42 38 43 38 50 43 45 41 

 

د. باشیم F1-Scoreکاهشی در شاخص -دارای روند نوسانی افزایشی RFو شش زیرگروه در مدل   CNNدر مدل رگروهیزتعداد هفت 
ی ماهاننیزمی و گذاررسوببا تنوع  توجهقابلی خاک و توزیع در یک مساحت هارگروهیزشاید یکی از عوامل این روند را در تنوع بالای 

برای هر زیرگروه  شدهنهیبهی مختلف هاپنجرهادغام اندازه  ازبهتر است  (Duan and Zhang., 2021)نتایج  بر اساسمتفاوت بیان داشت و 
 F1-Scoreدر شاخص  ملاحظهقابلی دارای روند هارگروهیزاستفاده نمود.  زمانهم طوربهی خاک هاکلاسی نیبشیپی و سازمدلخاک در 

 ارائه گردیده است.  5شکل در پنج و شش زیرگروه در  RFو  CNNبرای دو مدل 
با افزایش  Xeric Haplogypsids و Gypsic Aquisalids یهارگروهیزاول:  در گروهسه شکل تغییرات مشاهده شد،  CNNدر مدل 

نزولی شدید مشاهده گردید. این روند بیانگر  روندکو بلافاصله ی F1-Scoreی در میزان درصد 17و  30، افزایش 5تا  3پنجره محاسباتی از 
ی اطلاعات با همسایگی نزدیک از متغیرهای محیطی ریکارگبهو  هارگروهیزی این نیبشیپی کوچک در جهت هاپنجرهمناسب بودن اندازه 

ی هاکلاسی نیبشیپدر   Behrens et al. (2010)باشد.ی خاک میهاکلاسی این نیبشیپمنتخب در جهت جلوگیری از کاهش صحت 
ی توصیه نیبشیپخود استفاده از اندازه پنجره کوچک را در  موردمطالعهمنطقه  ی با الگوی توزیع با شکل کشیده و یا پراکنده درهاخاک

با افزایش  روند Gypsic Aquisalids رگروهیزولی در  رسدیممیزان شاخص به صفر  Xeric Haplogypsids رگروهیزنمودند. هر چند که در 
دارای یک توزیع پراکنده در میان سایر  Xeric Haplogypsids. زیرگروه رسدیمدرصد ثابت  30اندازه پنجره بعد از قله به میزان تقریبی 

ی کوچک بهترین گزینه بوده که همسو با تغییرات هاپنجرهکه استفاده از  است نیای خاک بوده و این شکل توزیع خود گویای هاکلاس
 .باشدیم F1-Scoreشاخص میزان 
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 RF -ب( CNN-های  الف(های خاک دارای روند با استفاده از مدلبرخی از زیرگروه F1-Scoreنمودار تغییرات شاخص .5 شکل

 

 هارگروهیزتوزیع جغرافیایی دارد و فاقد تداخل با سایر  1شکل  بر اساسدر بخش جنوبی منطقه   Gypsic Aquisalidsرگروهیزاگرچه  
 عنوانبهی، اندازه پنجره کوچک را نیبشیپترجیح داده در جهت جلوگیری از کاهش دقت  CNNبوده اما به دلیل تعداد فراوانی کم، مدل 

بوده که در  Typic Calcixereptsو  Haploxerepts Typic رگروهیزی نهایی انتخاب نماید. گروه دوم شامل دو نیبشیپپنجره بهینه برای 
 روندکو همچنین پس از رسیدن به قله ی F1-Scoreروند افزایشی ملایم در شاخص  15و  9تا  3با افزایش اندازه پنجره محاسباتی از  هاآن

و  طالعهموردممشاهده در منطقه  توجهقابل که این دو زیرگروه با توجه به تعداد است نیاکاهشی ملایم مشاهده گردید. این روند بیانگر 
ی متوسط تا بزرگ و اطلاعات بیشتر از همسایگی هاپنجرهنیازمند استفاده از اندازه  1ی در شمال منطقه با توجه به شکل اهیناحپراکنش 

ی اجزای بافت نیبشیپبرای  CNN( در استفاده از مدل Wadoux et al., 2019) .باشدی خاک میهاکلاسی برای این مشاهداتی هاخاکرخ
ی هاپنجرهی مشاهده نمودند. استفاده از اندازه نیبشیپپنجره با حداقل خطای  عنوانبهپیکسل را  9و درصد کربن آلی خاک اندازه پنجره 

 .نیز مشاهده گردید( (Cavazzi et al., 2013بزرگ در نواحی صاف و یا مناطق وسیع دارای تنوع کلاس کم در مطالعه 
یمنشان  اندشده پراکنده 1یک توده با توجه به شکل  صورتبه موردمطالعهی آن در مرکز منطقه هادر گروه سوم که غالب خاکرخ 

در آن افزایش  F1-Scoreی محاسباتی با اندازه متوسط و بزرگ بوده و با افزایش اندازه پنجره شاخص هاپنجرهکه نیازمند استفاده از  دهد
دو  RFمدل در  .است درصد 30در حداکثر میزان خود کمتر از  F1-scoreاما با توجه به تعداد اندک مشاهدات این زیرگروه میزان  دهندیم
( با افزایش اندازه پنجره محاسباتی روند افزایشی CNNمدل  مانندبه) Typic Calcixereptsو زیرگروه  Fluventic Haploxerepts رگروهیز

بخش زیادی از  رگروهیز. این دو ندینمایمو سپس یک کاهش ملایم را دنبال  رسدیم F1-Scoreبه حداکثر میزان  15ه و در اندازه پنجر
ی خاک دیگر هاکلاسبه خود اختصاص داده و همچنین  1نواحی شمالی منطقه با تعداد فراوانی مناسب پروفیل خاک را بر اساس شکل 

ی بیشتر اطلاعات همسایگی و افزایش اندازه پنجره ریکارگبهتداخل دارند. به این دلیل با  هاگروهریزمحدوده مشاهداتی این  در داخلکمتر 
 تواندیم تررشتد. بنابراین استفاده از متغیرهای محیطی در مقیاس دباییمنیز افزایش  هارگروهیزی این نیبشیپمحاسباتی همچنان دقت 

یک الگوی  CNNمدل  مانندبه Xeric Haplogypsidsباشد. همچنین زیرگروه  هارگروهیزسازی این ی نمایانگر فرآیندهای خاکخوببه
در سایر  بارهکی CNNو برخلاف مدل  F1-Scoreروند افزایشی میزان شاخص  5تا  3 به طوریکه از اندازه پنجره دهدیممشابه را نشان 

 . گرددیمی میزان شاخص صفر هاپنجرهاندازه 

 مدل-الف(
CNN 

-ب(

 RF مدل
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برابر با صفر و سپس دارای  F1-Scoreدارای شاخص  5 و 3ی کوچک هاپنجرهدر اندازه  Sodic Xeric Haplogypsidsزیرگروه 
ای توزیع پراکنده با فراوانی کمتر و در بیشتر موارد با راد. این خاک در نواحی مختلفی از منطقه استافزایشی با شیب نزولی  روندکی

ند ی رشد مدل این رونظرمش جنوب شرقی منطقه از فراوانی مناسبی برخوردار است که به ی دیگر دارای تداخل است و تنها در بخهاخاک
همراه با افزایش اندازه پنجره در این ناحیه مدنظر داشته که زیرگروه از تجمع یکجا برخوردار است. زیرگروه  ی رانیبشیپافزایشی دقت 

Gypsic Aquisalids افزایشی تند در میزان شاخص  روندکدارای یF1-Score  همراه با افزایش اندازه پنجره برای محاسبه متغیرهای
برای این  هارگروهیزی بزرگ با توجه به عدم تداخل سایر هاپنجرهاندازه  بر انتخاب RFترجیح مدل  CNNمحیطی بوده و برخلاف مدل 

 باشد.ی آن مینیبشیپی پست( در جهت اراضمشخص )در یک ناحیه جغرافیایی  شدنواقعزیرگروه و 

 ی زیرگروه خاکهاکلاس و عدم قطعیت ی رقومینیبشیپ

 طورهمان .است شده ارائه 6شکل در  پیکسل 15*15پنجره ی خاک در اندازه هارگروهیز RFو  CNNدو مدل  شدهینیبشیپنقشه رقومی 
بینی شد. در نقشه حاصل از مدل پیش موردمطالعهزیرگروه در منطقه  کلاس 12در هر دو مدل  گرددیمکه در راهنمای نقشه ملاحظه 

CNN ی هاکلاسTypic Calcixerepts مخصوصاً ، به دلیل تعداد رخداد مناسب و پیدا نمودن رابطه خاک با متغیرهای محیطی منتخب 
راهم ی کلسیم را فهاکربنات که فرصت شستشوی استکه بیانگر عمق کمتر رسوبات و درشتی بافت  MRVBFمیزان بالای شاخص 

ی هاکلاس(. همچنین Mousavi et al., 2022است اشاره نمود ) شدهنموده و در اعماق تجمع پیدا نموده و منجر به تشکیل این زیرگروه 
Typic Haploxerepts  در برخی نواحی وTypic xerorthents ند. هر چند کلاس زیرگروه دیگردی نیبشیپی در محل رخداد خود درستبه

Fluventic Haploxerepts  پوشش زیرگروه  تحت وجود نیا بای گردیده نیبشیپهم در همین ناحیهTypic Haploxerepts و  گرفته قرار
کنده در نواحی مرکزی دارای پراکنش پرا CNNی خاک توسط مدل هارگروهیزی نیبشیپباشد. ی برخوردار میالکهدر نقشه از پراکندگی 

ی هامدلو نیاز بالای  هاکلاسی زیرگروه و فراوانی کمتر این هاکلاسبه تنوع تعداد  توانیمکه از دلایل آن  استدر هم  ی والکه
مایز نگردیده ی متدرستبهی خاک هاکلاسبنابراین مرز بین ؛ یادگیری عمیق به داده بیشتر جهت نقشه خروجی با صحت بالاتر اشاره نمود

 است. 

 
  CNN -( با استفاده از دو مدل الف(15×15) نهیاندازه پنجره به یبرا متر15 کسلیپ اندازه درخاک  رگروهیز یهاکلاس یرقوم نقشه .الف -6ل شک
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  RF -( با استفاده از دو مدل ب(15×15) نهیاندازه پنجره به یبرا متر15 کسلیپ اندازه درخاک  رگروهیز یهاکلاس یرقوم نقشه ب.  -6شکل

 
بالاترین ) SWI ی محیطی شاخصرهایمتغو  Gypsic Aquisalidsتوانسته از رابطه بین زیرگروه  CNNدر ناحیه جنوب منطقه مدل 

ثر یی زیرگروه با نواحی با حداکراستاهم( و است)که بیانگر نواحی با عمق تجمع بیشتر رسوبات ریزبافت  MRVBFمیزان خیسی( حداقل 
 Salinizationساز ی فرآیند خاکهاشرانیپکه همگی از  استفاده نموده Diffuse Insolationشاخص  بر اساسمیزان شدت تابش پخشیده 

تعداد فراوانی کم  وجود بای این زیرگروه نیبشیپ(. مرز Nayestani et al., 2022; Mousavi et al., 2020) باشندیماین زیرگروه 
بالا و سبب  گرددیمی دیگر هنوز مشاهده هارگروهیزی تداخل با تعدادی از نیبشیپدوده ی متمایز گردیده هرچند که در درون محخوببه

بیش برازش داشته است و به جای خاک  موردمطالعهاست. این زیرگروه در ناحیه شرقی منطقه شده 7شکل  بر اساسعدم قطعیت  رفتن
Sodic Xeric Haplocalcids میزان عدم قطعیت به همین دلیل بالاتر رفته است. مدل  ی شده است ونیبشیپRF  ی محل رخداد نیبشیپدر

یزی برای ی توانسته مرز متماخوببهبا بالاتر رفتن اندازه پنجره و افزایش اطلاعات همسایگی از متغیرهای محیطی منتخب  هارگروهیزاکثر 
و  وردمطالعهمی با فراوانی کمتر و تنوع بیشتر در مرکز منطقه هاکلاسد برای ی محدوهادادهی نماید و در استفاده از نیبشیپ زیرگروه 12

ی را ترمشخصی هامحدودهو  (Rad et al., 2016کارایی بالاتری نشان داده ) Sodic Xeric Haplocalcidsناحیه شرقی برای خاک 
ی نیبشیپاست این  مشاهدهقابل 7شکل م قطعیت آن در که در نقشه عد طورهمان وجود نیا باجداسازی نموده است.  CNNنسبت به مدل 

در شرایطی  موردمطالعهباشد. همچنین در شمال منطقه همراه می CNNدر ناحیه مرکزی با عدم قطعیت بالاتری نسبت به مدل  خصوصاً
از عدم قطعیت  RFنسبت به مدل  CNNی مدل نیبشیپمواجه هستند،  ی مشخصهارگروهیزکه هر دو مدل با تعداد فراوانی بیشتر از 

 باشد.کمتری برخوردار می
 

 ی و پیشنهادهاریگجهینت
متر  15ی محاسباتی متغیرهای محیطی منتخب در اندازه پیکسل هاپنجرهخاک از اندازه  مختلفهای ی  زیرگروهریرپذیتأثدر این پژوهش 

 RFE نیماشو یادگیری  VIFنشده  نظارتاز دو رویکرد انتخاب متغیر  نیهمچنی قرار گرفت. بررس مورد RFو  CNNبا استفاده از دو مدل 

و در نهایت نقشه رقومی و عدم قطعیت حاصل از اندازه پنجره بهینه در دو مدل  شده استفادهمتغیرها  نیمؤثرتردر دو مرحله برای انتخاب 
 عنوانبه  ,WE, SH, MRVBF, DIFF DEM, SWIریژئومورفومت ریمتغرویکردهای انتخاب متغیر محیطی شش  بر اساستهیه گردید. 

نی با بیشیپبهکه منجر  شدهانتخابپنجره بهینه در دو مدل  عنوانبهپیکسل  15×15معرفی شد. اندازه پنجره محاسباتی  رهایمتغ نیمؤثرتر
محاسباتی  پنجره اندازهگردید. سه الگوی رفتاری مقیاس با افزایش  RF و CNNدرصد به ترتیب در دو مدل  50و  43صحت عمومی 

نج و پ کاهشی(، اندازه پنجره بهینه کوچک و بزرگ در-افزایشیروند )فاقد  صورت بهی زیرگروه هاکلاسی نیبشیپمتغیرهای محیطی در 
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مدل ی حاصل نشد. نیبشیپ Score-F1ص شاخ بر اساسمشاهده و در چندین کلاس  RFو  CNNی هامدلشش زیرگروه به ترتیب در 
CNN مانند  ی خاکهاکلاسی که تعداد فراوانی کم و تنوع طیدر شرای با تعداد داده مناسب دارای دقت کافی و هارگروهیزی نیبشیپ در

در این مناطق دارای مرز  RFی مدل نیبشیپکه  هرچنداز خود نشان داد.  زینامتمای با مرز الکهی نیبشیپمرکز منطقه مطالعاتی بالا بود 
قدرت  بنابراین بهتر است برای افزایش باشد.ی همراه با عدم قطعیت بالاتری مینیبشیپی زیرگروه بوده اما این هاکلاسمشخصی برای 

استفاده نموده و در  2GANو  1SMOTEی هاتمیالگوری داده مانند سازمتعادلدر این نواحی از رویکردهای افزایش و  CNNی مدل نیبشیپ
در این  شدهساختهآتی نیز از معماری شبکه  تاعلمطای بیشتر در این نواحی و در بردارنمونهجهت جلوگیری از افزایش هزینه ناشی از 

 ی خاک استفاده شود.هالیفامی کلاس نیبشیپپژوهش برای 
 

 
 

 
 RF -ب( CNN -های زیرگروه خاک با استفاده از دو مدل الف(بینی کلاس. نقشه عدم قطعیت پیش7شکل

                                                                                                                                                                                
1. synthetic minority oversampling technique 

20. generative adversarial networks 
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