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ABSTRACT  

In the present study, a nonlinear hybrid model, based on multivariate adaptive regression splines (MARS), 

artificial neural networks (ANN) and K-nearest neighbor (KNN) has been presented for downscaling the 

precipitation of Shahrekord, Barez, and Yasuj under climate change conditions. This model, similar to SDSM, 

is composed of two steps; classification and regression. The MARS model is employed for classification of 

precipitation occurrence and the ANN and KNN are employed for determination of the amount of precipitation. 

The results of MARS showed that the mentioned model is more accurate than the SDSM model. Comparing 

the results of downscaled precipitation showed that the ANN model is more accurate than the SDSM and KNN 

in prediction of average annual and monthly precipitation. So that the R value for ANN was 54% more than the 

one in SDSM model, in Shahrekord. Also, according to the highest accuracy, standard deviation and skewness 

coefficient, the ANN, KNN and SDSM model ranked first, second, and third, respectively, for prediction of 

monthly average precipitation in three investigated stations. Eventually, the precipitation changes in the near 

future (2020-2040) and far future (2070-2100) periods were investigated under the A2 and B2 scenarios of the 

HADCM3 model. Results revealed that the lowest precipitation reduction is corresponded to ANN (in 

Shahrekord) and A2 scenario in the near future period and the highest precipitation reduction is corresponded 

to SDSM (in Yasuj) and A2 scenario in the far future period. Finally, it can be concluded that the proposed 

model is more accurate than the SDSM model and can be used as an alternative to the SDSM model.  
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بينی بارش و پيش وسازی های يادگيری به منظور مدلماشين هيبريد بر اساس خطیغير مدل يک معرفی

 )مطالعات موردی: شهرکرد، بارز و ياسوج( SDSM مقايسه با روش

 1کرمی، حجت 1*، سعيد فرزين1سيد فرهاد موسوی، 1مهدی وليخان انارکی

 هیدرولیکی، دانشکده مهدسی عمران، دانشگاه سمنان، سمنان، ایران هایگروه مهندسی آب و سازه .1

 (25/6/1398تاریخ تصویب:  -3/6/1398تاریخ بازنگری:  -26/4/1398)تاریخ دریافت: 

 چکيده

(، MARSهای غیرخطی شامل رگرسیون تطبیقی چندگانه اسپلاین )در پژوهش حاضر، مدلی هیبریدی بر مبنای روش

های بینی بارش ایستگاهنمایی و پیشمقیاس( به منظور ریزKNNنزدیکترین همسایه ) K( و ANNعصبی مصنوعی )شبکه

نمایی مقیاسشهرکرد، بارز و یاسوج تحت شرایط تغییر اقلیم معرفی شده است. مدل هیبریدی ارائه شده، مانند مدل ریز

SDSMبندی و رگرسیون تشکیل شده است. مدل ، از دو گام طبقهMARS های بندی وقوع بارش و الگوریتمطبقه برای

ANN  وKNN اند. نتایج مدل ده شدهبر کاربرای تعیین مقدار بارش بهMARS دهد که برای تعیین وقوع بارش نشان می

شود که نمایی مشاهده میمقیاستری برخوردار است. با مقایسه نتایج ریزاز دقت بیش SDSMمدل مذکور نسبت به مدل 

تری در تعیین میانگین سالانه و ماهانه بارش دارای دقت بیش KNNو الگوریتم  SDSMنسبت به مدل  ANNالگوریتم 

درصد  54به اندازه  SDSMنسبت به مدل  ANNبرای الگوریتم  Rطوری که در ایستگاه شهرکرد مقدار معیار است. به

ترین دقت در سه ایستگاه بررسی شده، با در نظر از نظر بیش SDSMو  ANN ،KNNهای چنین، الگوریتمتر است. همدقیق

شوند. در نهایت، های اول، دوم و سوم قرار داده میگرفتن میانگین، انحراف معیار و ضریب چولگی ماهانه به ترتیب در رتبه

دل م B2و  A2های ( تحت سناریو2100-2070( و آینده دور )2040-2020مقدار تغییرات بارش در دوره آینده نزدیک )

HADCM3 درصد( مربوط به الگوریتم  2ترین کاهش بارش ). نتایج نشان داد که کمبررسی شدANN  )در ایستگاه شهرکرد(

)در ایستگاه یاسوج( و سناریوی  SDSMدرصد( مربوط به مدل  54ترین آن )در دوره آینده نزدیک و بیش A2و سناریوی 

A2 های یادگیری نسبت به مدل ن نتیجه گرفت که هیبرید ماشینتواباشد. در نهایت میدر دوره آینده دور میSDSM از ،

 استفاده کرد. SDSMتوان از مدل معرفی شده به عنوان جایگزین مدل دقت بیشتری برخوردار است و می

 . بارش یادگیری، هایماشین نمایی،مقیاسریز اقلیم، تغییر: کليدیواژه های 

  
 مقدمه 

های اخیر، بررسی اثر تغییر اقلیم بر متغیرهای هیدرولوژیک در دهه

های مدیریت منابع آب تبدیل شده است. ترین بحثبه یکی از مهم

های متداول برای بررسی اثر تغییر اقلیم بر متغیرهای یکی از روش

 1های گردش عمومی جوده از مدلهیدرولوژیک مانند بارش، استفا

(GCMsاست. اما، این مدل ) ها بزرگ مقیاس )تا صدها هزار کیلومتر

نمایی مقیاسهای ریزباشند و باید با استفاده از تکنیکمربع( می

شود که ایی به فرآیندی اطلاق مینممقیاس شوند. ریزمقیاسکوچک

جو از های گردش عمومی مقیاس مدلطی آن متغیرهای بزرگ

 Khashei)شوند های محلی تبدیل میهای جهانی به مقیاسمقیاس

et al., 2018)نمایی، چهار روش، شامل مقیاس. به منظور ریز

های آب و هوایی، احتمالاتی و روش دینامیک آماری، الگو هایروش

                                                                                                                                                                                                 
 saeed.farzin@semnan.ac.ir نویسنده مسئول: * 

1. Global circulation models 

تر دلیل تعداد کمهای آماری بهارائه شده است که در این میان روش

تری در مطالعات تر، از کاربرد بیشهزینه محاسباتی کمها و پارامتر

 .(Salajegheh et al., 2018)منابع آب برخوردارند 

یی نما یزمقیاسرهای گذشته، مطالعات چندی برای در دهه

های آماری صورت های گردش عمومی جو با استفاده از روشمدل

از یک را که  SDSMافزار نرم Wilby et al. (2002)گرفته است. 

کند، برای روش رگرسیون خطی چندمتغیره استفاده می

های گردش عمومی جو ارائه دادند. در یی مدلنمایزمقیاسر

افزار ثابت شد که نرم Harpham and Wilby (2005)پژوهش 

SDSM های های عصبی شعاعی و شبکهدر مقایسه با روش شبکه

تری بیشعصبی پرسپترون چندلایه، بارش روزانه را با دقت 

 کند.ریزمقیاس می

mailto:saeed.farzin@semnan.ac.ir


 327 ... معرفی يک مدل غيرخطی بر اساس هيبريد : وليخان انارکی و همکاران 

های های یادگیری مانند شبکههای اخیر نیز ماشیندر سال

( KNN) 2ترین همسایهنزدیک K( و ANN) 1عصبی مصنوعی

های گردش عمومی یی مدلنمایزمقیاسردارای کاربردی موفق در 

نمایی بارش، مقیاسبرای ریز Devak et al. (2015)اند. جو بوده

بردار پشتیبان و روش هیبریدی ، ماشینKNNعملکرد سه روش 

را ارزیابی کردند که  KNN( و SVM) 3بردار پشتیبانماشین

برتری روش هیبریدی مذکور در تعیین میانگین سالانه و انحراف 

 Nourani et al. (2018)معیار بارش نشان داده شد. در پژوهش 

و  ANNبردار پشتیبان حداقل مربعات، های ماشیناز الگوریتم

نمایی بارش استفاده مقیاسرگرسیون خطی چندمتغیره برای ریز

 Haji Hosseiniتری بود. دارای دقت بیش ANNشده که روش 

)2018. (et al های الگوریتمKNN ،ANN 4فازی-و عصبی 

(ANFIS) کار بردند. نمایی پارامترهای بارش بهمقیاسرا برای ریز

سه روش بود اما، الگوریتم نتایج، حاکی از عملکرد مطلوب هر 

KNN  نسبت به دو الگوریتم دیگر برتر بود. در پژوهش

Chaudhary et al., 2019 از ترکیب الگوریتم ،ANN  و روش

ای در نمایی بارش رودخانهمقیاسجهت ریز )PCA( 5کاهش ابعاد

گر دقت خوب روش هندوستان استفاده شد. نتایج نشان

از  Nourani et al. (2019)بود. نمایی مذکور بارش مقیاسریز

نمایی بارش و دمای میانگین مقیاسبرای ریز ANNالگوریتم 

ایستگاه سینوپتیک تبریز و از الگوریتم درخت تصمیم برای 

ها استفاده کردند که عملکرد قابل قبول کنندهبینیانتخاب پیش

نمایی نشان مقیاسروش مذکور گزارش شد. همچنین نتایج ریز

مدل  B1میانگین، تحت سناریو  یمقدار بارش و دما داد که

CGCM3 یابد.افزایش می 

Ghamghami et al. (2010) های با استفاده از روش

LARS-WG  وKNN های هواشناسی نمایی دادهمقیاسبه ریز

 Ashoftehپرداختند که اختلاف عملکرد هر دو روش ناچیز بود. 

and Bozorg-Haddad, (2013) های مدل خروجیHadCM3  را

 Salajeghehکار بردند. برای بررسی اثر تغییر اقلیم بر منابع آب به

et al. (2018)  از دو روشLARS-WG  وSDSM برای ریز-

نمایی دما و بارش کرمانشاه و روانسر استفاده کردند. نتایج مقیاس

نمایی دما و برتری مقیاسدر ریز SDSMدهنده برتری مدل نشان

 .Khashei et alنمایی بارش بود. مقیاسدر ریز LARS-WGمدل 

-مقیاسبه ریز ANNو  SVMهای نیز با استفاده از روش 2018

 بود. SVMنمایی بارش روزانه پرداختند که نتایج حاکی از برتری 

ترین های گردش عمومی از مهمهمانطور که گفته شد مدل

                                                                                                                                                                                                 
1. Artificial neural network 
2. K nearest neighbor 

3. Support vector machine 

روند که در این میان ابزارهای بررسی اثر تغییر اقلیم به شمار می

و سناریوهای مربوط به آن از کاربرد فراوانی  HadCM3مدل 

برخوردار بوده است. این مدل در مطالعات بسیاری همچون 

Sayedi et al. (2019)  با استفاده از مدلLARS-WG ،Beheshti 

et al. 2019  وMesbahzadeh et al., 2019   با استفاده از مدل

SDSM  وMoghadam et al. 2019  با استفاده از ترکیب

ترین همسایه و مونت کارلو، جهت نزدیک Kهای روش

 نمایی بارش و دما به کاربرده شده است.ریزمقیاس

مطالعات  با توجه به مطالعات داخلی و خارجی، تا کنون

-های یادگیری در زمینه ریزچندی در زمینه استفاده از ماشین

بینی بارش تحت شرایط تغییر اقلیم انجام نمایی و پیشمقیاس

شده است. اما در اکثر این مطالعات، توجهی به تعیین وقوع بارش 

نمایی بارش در مقیاسنیز با وجود ریز SDSMنشده است. مدل 

قدار بارش، تنها توانایی در نظر گرفتن دو گام تعیین وقوع و م

روابط خطی را دارد. لذا در پژوهش حاضر با استفاده از هیبرید 

به  SDSMخطی بر اساس رویکرد مدل های یادگیری غیرماشین

بینی بارش تحت شرایط نمایی و پیشمقیاسبررسی جامع ریز

شود. در روش هیبریدی ارائه شده، تغییر اقلیم پرداخته می

به دلیل توانایی بالا در حل مسائل غیرخطی، با  MARSلگوریتم ا

استفاده از تقسیم فضای ورودی و تشکیل روابط رگرسیونی برای 

چنین از شود. همهر بخش، جهت تعیین وقوع بارش استفاده می

های جا که هر الگوریتم در مناطق و شرایط مختلف جوابآن

برای تعیین مقدار  ANNو  KNNدهد، از دو الگوریتم متفاوتی می

با در نظر گرفتن  KNNشوند. الگوریتم کار برده میبارش به

با پردازش اطلاعات در  ANNها و الگوریتم شباهت بین ورودی

چندین لایه توانایی زیادی در حل مسائل غیر خطی دارند. پس از 

های نمایی بارش، مقدار بارش با استفاده از خروجیمقیاسریز

برای افق نزدیک  B2و  A2تحت دو سناریوی  HadCM3مدل 

 شود.بینی می( پیش2100-2070( و افق دور )2020-2040)

 هامواد و روش

 موردی مطالعات

 اطلاعات بارش، نماییمقیاسریز منظور به حاضر، پژوهش در

 مشاهداتی هایداده عنوان به شهرکرد، بارز و یاسوج ایستگاه بارش

. گرفتند قرار بررسی مورد سپس و دریافت هواشناسی سازمان از

، 2048های شهرکرد، بارز و یاسوج به ترتیب در ارتفاع ایستگاه

دلیل انتخاب  اند.متری از سطح دریا قرار گرفته 3/1816و  980

4. Adaptive neuro fuzzy inference system 
5. principal component regression 
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و  3ها در بالادست حوضه کارون ها، قرار گرفتن آناین ایستگاه

 مدل یاسمقبزرگ های(. داده1باشد )شکل می 3سد کارون 

HadCM3 هایداده پایگاه و NCEP کانادا  اقلیم تغییر سایت از

(http://www.cccsn.ec.gc.ca) عنوان به گردیده و دریافت 

 به هاداده پایگاه هایداده از. اندشده استفاده کننده بینیپیش

  HadCM3 مدل هایداده از و نماییریزمقیاس مدل ایجاد منظور

 آینده دوره در اقلیم تغییر بررسی برای B2 و A2 تحت سناریوهای

مبنای های تغییر اقلیم برهر یک از سناریو .است شده استفاده

ایجاد  فرضیات مختلفی مانند رشد جمعیت، فناوری و اقتصاد

با فرض جهانی متفاوت با تأکید بر رسوم  A2اند. سناریو شده

شود. در این های خانواده در نظر گرفته میگی و ارزشخانواد

سناریو رشد اقتصاد متغیر و پیشرفت فناوری آهسته است. اما در 

ای برای حل مشکلات های منطقهحلتمرکز بر راه B2سناریو 

اقتصادی، سیاسی و محیط زیست و تساوی حقوق بین جوامع 

 A2سناریو  باشد. نرخ رشد جمعیت در این سناریو کمتر ازمی

 حاضر، پژوهش است توسعه اقتصاد در جهان متوسط است. در

 نظر در 2001 تا1972 سال از داده تعداد ترینبیش با پایه دوره

 درصد 30 و برای آموزش دوره آن درصد 70 که است شده گرفته

این طول دوره آماری بر اساس . اختصاص یافت برای آزمون آن

 ,IPCC-TGCIA)در گزارشات  IPCCالدول پیشنهاد هیأت بین

1999, IPCC-TGCIA, 2007)  در نظر گرفته شده است. در اکثر

ساله برای بررسی اثر تغییر اقلیم در  30یا  20های مطالعات، دوره

 جهت 2040 تا 2020 نزدیک آینده شود. لذا دورهنظر گرفته می

 نیز 2100 تا 2070 دوره آینده دور و مدتکوتاه هایریزیبرنامه

 انتخاب اقلیم تغییر شرایط تحت بلندمدت هایریزیبرنامه جهت

 . اندشده

 

 
 3شهرکرد در حوضه کارون  ينوپتيکس يستگاها يت. موقع1 شکل

 بينی بارشنمايی و پيشمقياسمدل هيبريدی برای ريز

نمایی بارش در پژوهش حاضر از مقیاسروش پیشنهادی برای ریز

است. لازم به ذکر است که در روش شش گام اساسی تشکیل شده 

-پیشنهادی نخست وقوع بارش و سپس مقدار بارش تعیین می

 شود: 

ترین ضریب مقیاس با بیشهای بزرگکنندهبینیپیش -1

-شوند. همهای مشاهداتی بارش انتخاب میهمبستگی با داده

 30درصد( و آزمون ) 70ها به دو گروه آموزش )چنین، داده

-Ahmed et al., 2019; Alشوند )بندی میدرصد( تقسیم

Mukhtar and Qasim, 2019.) 

های هر ماه با استفاده نمایی بارش، روزمقیاسبرای ریز -2

شوند. بندی میبه دو گروه تر و خشک طبقه MARSاز الگوریتم 

و برای روزهای خشک  1به این منظور، برای روزهای بارانی عدد 

ها و شود. سپس بر اساس ورودیعدد صفر در نظر گرفته می

شود. در مقادیر صفر و یک، مدل آموزش داده و سپس آزمون می

تر از یک مقدار مشخص )در اینجا صورتی که خروجی مدل بزرگ

 . (Hessami et al., 2008)متر( بود، آن روز بارانی است میلی 4/0

با استفاده از پارامترهای تعیین شده در گام دوم، مقدار  -3

 KNNو  ANNهای های بارانی توسط الگوریتمارش برای روزب

 شود.تخمین زده می

( عملکرد مدل 13-9بر اساس معیارهای ارزیابی )روابط  -4

 شود.ارزیابی می

( 2100-2070و  2040-2020بارش برای دوره آینده ) -5

-بینی می( پیشB2و  A2های تغییر اقلیم )سناریو تحت سناریو

 شود.

در  (b)میانگین اختلاف بارش مدل شده و مشاهداتی  -6

بینی شده در روزهای بارانی دوره آموزش به مقدار بارش پیش

 گردد.اضافه می

به مقدار بارش روزهای بارانی هر روز یک عدد تصادفی  -7

 شود.اضافه می SDبا میانگین صفر و انحراف معیار برابر با

را  SDو  b( به ترتیب طریقه محاسبه 2( و )1روابط )

 دهند:نشان می

modobsb (1رابطه ) mean mean  
 (2رابطه )

mod( )obsSD Var Var 
 

 Hessami etبیان شده مطابق با پژوهش  6و  5های گام

al. (2008) سازی در نظر گرفتهبه منظور اصلاح خطای مدل 

بینی بارش با نمایی و پیشمقیاس(، مراحل ریز2اند. شکل )شده

 دهد.های پیشنهادی را نشان میاستفاده از مدل
 

 

http://www.cccsn.ec.gc.ca/
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 يادگيری هایماشين هيبريد از استفاده با بارش نمايیمقياسيز. روش ر2 شکل

 عصبی مصنوعی شبکه

عصبی مصنوعی یک سیستم پردازش اطلاعات  الگوریتم شبکه

 هایهای سیستماست که با تقلید از انتقال اطلاعات نرون

گوریتم از یک ال نیا. (Lee et al., 2008) کندبیولوژیک عمل می

لایه ورودی، یک یا چندین لایه پنهان و یک لایه خروجی تشکیل 

شده است. در این الگوریتم، هر لایه نیز از تعدادی نرون تشکیل 

های عصبی مصنوعی هر لینک شده است. در الگوریتم شبکه

وزن است. هر نرون نیز با جمع ها دارای یک ارتباطی بین نرون

ها در وزن لینک مربوط و عبور آن از مقدار حاصل ضرب ورودی

دهد. این خروجی به عنوان یک تابع انتقالی، یک خروجی می

های شود. با تنظیم لینکهای لایه بعدی استفاده میورودی نرون

ارتباطی در این فرآیند، نزدیکترین خروجی به خروجی مشاهداتی 

. در پژوهش حاضر، از (Singh et al., 2010)شود ن میتعیی

های عصبی مصنوعی لایه به عنوان ساختار شبکهپرسپترون چند

-. روش لونبرگ(Ahmadi et al., 2014)استفاده شده است 

 گرفتهمارکوارت نیز به عنوان روش آموزش مورد استفاده قرار 

ساختار فلوچارت  ،(2). شکل (Hadi and Tombul, 2018) است

چنین، یک شبکه دهد. همهای عصبی مصنوعی را نشان میشبکه

-نرون در لایه ورودی )پیش 14نرون در لایه پنهان،  5سه لایه با 

مقیاس ها( و یک نرون در لایه خروجی )بارش ریزبینی کننده

کار برده شده است. تعداد نمایی بارش بهمقیاسشده( برای ریز

استفاده از روش سعی و خطا تعیین شده های لایه مخفی با نرون

 است.

 (KNN)نزديکترين همسايه  Kالگوريتم 

یک روش  ((KNNالگوریتم جستجوی نزدیکترین همسایه 

رگرسیون ناپارامتری است. این روش بدون هیچ فرضی در مورد 

ها را تخمین ها، مقدار خروجیها و خروجیی بین ورودیرابطه

                                                                                                                                                                                                 
1 -  Multivariate Adaptive Regression Spline 

 زند. می

-ترین بردارتا از شبیه Kاین الگوریتم به جستجو و انتخاب  

پردازد. این شباهت بر های مشاهداتی میهای ویژگی با داده

شود ( محاسبه می3مبنای فاصله اقلیدوسی و با استفاده از رابطه )

(Araghinejad, 2014): 

2 (3رابطه )

1

( )
d

rt i ir it

i

D w X X


 
 

های مشاهداتی، ها برای دادهکنندهبینیمقدار پیش rXکه 

rX بینی شونده، های پیشها برای دادهکنندهبینیمقدار پیشd 

و  rXفاصله اقلیدوسی بین بردارهای  rtDها، کنندهبینیتعداد پیش

tX  وw ها با کنندهبینینیز مقدار وزن مربوط به هر یک از پیش

 باشد.می 1مجموع 

برای  R سی، فرمول تابع کرنلپس از محاسبه فاصله اقلیدو

شود ( استفاده می4های مدل، به شکل رابطه )تخمین خروجی

(Araghinejad, 2014): 

1                                         (4رابطه )

1

( )







rt

rt K

rj

j

D
R D

D

 

ترین فاصله با های مشاهداتی با کمتعداد داده Kکه 

 بینی شونده است.ی پیشهاداده

( استفاده 5ها از رابطه )بینی خروجیدر ادامه، برای پیش

 :(Modaresi et al., 2018)شود می

1                             (5رابطه )

( )*
n

r rj j

i

Y R D Y



 

 MARSمدل 

( یک روش 1MARSروش رگرسیون تطبیقی چندگانه اسپلاین )

 HadCM3و مدل  NCEPهای داده

 B2و  A2 یتحت دو سناریو

 هایبینی شده برای دورهبارش پیش

 2100-2070و  2020-2040 

و یک عدد تصادفی با توزیع نرمال،  bاضافه کردن 

 به روزهای بارانی SDمیانگین صفر و انحراف معیار 

تعیین وقوع بارش توسط 

MARS در دوره آموزش و آزمون 
تعیین مقدار بارش 

  KNNو  ANNتوسط 

بینی وقوع و پیش

آنالیز همبستگی و  مقدار بارش برای دوره آینده

 هابینی کنندهانتخاب پیش
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 Friedmanرگرسیون غیر پارامتریک است که اولین بار توسط 

معرفی شد. این الگوریتم، دارای توانایی بیان روابط  (1991)

باشد. الگوریتم ها میها و خروجیغیرخطی و پیچیده بین ورودی

MARS ها در دوره ، ورودی1با استفاده از استراتژی تقسیم و حل

کند و برای هر قسمت یک رابطه بندی میآموزش را تقسیم

. (Rezaie-Balf et al., 2017)دهد ای تشکیل میرگرسیونی پله

-ی بین ورودیهمچنین، الگوریتم در دو گام پیشرو و پسرو، رابطه

زند. در فاز پیشرو، یک مدل با تعداد ها را تخمین میها و خروجی

-زیادی رابطه تشکیل شده و در فاز پسرو، روابط اضافی حذف می

برازش پیش شوند. فاز پسرو باعث افزایش دقت مدل و جلوگیری از

 xبر اساس ورودی  Y، مقدار متغیر MARSشود. در الگوریتم می

 شود:( محاسبه می6توسط رابطه )

1                                      (6رابطه )

( )
n

i i

i

Y BF x



 

ام، وزن مربوط به تابع  iبه ترتیب توابع پایه  nو  BFi ،βiکه 

باشند. همچنین، مقدار توابع پایه از پایه میام و تعداد توابع  iپایه 

 شود:روابط زیر محاسبه می

,max(0                                (7رابطه ) )i iBF x c  

,max(0                                (8رابطه ) )i iBF c x 
 

است. شکل  knotام یا  iبیانگر گره تابع پایه  icدر این روابط، 

 دهد.را نیز نشان می MARSو مدل  KNN( ساختار الگوریتم 3)

 

 
 )الف(

 

 

 )ج( )ب(

 MARS( و ج( مدل KNNنزديکترين همسايه ) K(، ب( ANNهای عصبی مصنوعی )های بررسی شده: الف( شبکه. ساختار الگوريتم3شکل 

 سازیهای ارزيابی دقت مدلمعيار

 یانگینم (،PBIASا )درصد خط یهایارمع ،در پژوهش حاضر

و  (RMSE)مربعات خطا  یانگین، مجذور م(MAE) مطلق یخطا

                                                                                                                                                                                                 
1  - Divide-and-conquer 

-یزمقیاسحاصل از ر یجنتا یابیارز یبرا (R) یهمبستگ یبضر

 اندشده، به کار گرفته شده یبررس یهابارش توسط روش یینما

(Chen et al., 2010; Ashofteh and Bozorg-Haddad, 2013): 
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(               9)رابطه 

 
1

1

ˆ *100

ˆ

n
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i
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i

i

y y

PBIAS
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(                           10)رابطه 
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i i

i

y y
MAE

N




 

(                        11)رابطه 

 
2

1
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i

y y
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N


 

 

(                12)رابطه 

  

   

1

2 2

1 1

ˆ ˆ

ˆ ˆ

n

i i i i

i

n n

i i i i

i i

y y y y

R

y y y y



 

 



 



 
 

بندی وقوع بارش چنین، به منظور ارزیابی دقت در طبقههم

(ACC از رابطه زیر استفاده شده است )(Chen et al., 2010): 

(                            13)رابطه 

' 'D D W W
ACC

D W




 

D،W ،'Dکه D  و'W W  به ترتیب معرف تعداد

روزهای خشک، تعداد روزهای تر، تعداد روزهای خشک که درست 

 باشند.اند میاند و تعداد روزهای تر که درست مدل شدهمدل شده

 نتايج و بحث 
مقیاس با های بزرگکنندهینیب(، لیست پیش1در جدول )

بیشترین همبستگی با بارش مشاهداتی ایستگاه شهرکرد )به 

عنوان نمونه( آورده شده است. در این جدول، مقدار قدر مطلق 

ی سطحی النهارنصفبرای سرعت  267/0ضریب همبستگی، از 

 30درجه شرقی و عرض جغرافیایی  5/52)با طول جغرافیایی 

)با طول  850برای رطوبت نسبی در تراز  413/0درجه شمالی( تا 

درجه  30درجه شرقی و عرض جغرافیایی  5/52جغرافیایی 

 کند.پاسکال تغییر میشمالی( هکتو
 

 مقياس انتخاب شده بر اساس آناليز همبستگی در ايستگاه شهرکردهای بزرگ. ليست متغير1جدول 

 ضریب همبستگی عرض جغرافیایی طول جغرافیایی تأخیر زمانی نام متغیر

 413/0 30 5/52 0 پاسکالهکتو 850رطوبت نسبی در تراز 

 413/0 30 5/52 0 رطوبت نسبی در سطح زمین

 -376/0 30 75/48 1 هکتو پاسکال 850واگرایی در تراز 

 371/0 30 75/48 1 پاسکالهکتو 850سرعت مداری در تراز 

 371/0 30 5/52 0 ویژه در سطح زمینرطوبت 

 365/0 5/32 5/52 0 پاسکالهکتو 500سرعت مداری در تراز 

 -357/0 30 5/52 0 هکتو پاسکال 500واگرایی در تراز 

 338/0 5/32 45 0 پاسکالهکتو 500چرخندگی در تراز 

 330/0 30 75/48 1 پاسکالهکتو 500رطوبت نسبی در تراز 

 328/0 30 75/48 0 هکتو پاسکال 500در تراز قدرت جریان هوا 

 -309/0 5/32 45 0 پاسکالهکتو 500ارتفاع ژئوپتانسیل در تراز 

 300/0 30 45 0 پاسکالهکتو 500ی در تراز النهارنصفسرعت 

 291/0 30 5/52 0 پاسکالهکتو 850ی در تراز النهارنصفسرعت 

 -267/0 30 5/52 0 پاسکالهکتو 850جهت حرکت باد در تراز 
 

 

های تر بندی روز( نتایج میانگین ماهانه دقت طبقه4شکل )

دهد. در این و خشک را در سه ایستگاه بررسی شده نشان می

های شهرکرد و یاسوج در برای ایستگاه MARSشکل، دقت مدل 

باشد. در می SDSMتر از مدل هر دو دوره آموزش و آزمون بیش

های شهرکرد و در ایستگاه MARSدوره آموزش، استفاده از مدل 

درصدی میانگین ماهانه دقت  18و  11یاسوج سبب افزایش 

چنین، در دوره آزمون، استفاده از مدل بندی شده است. همطبقه

MARS های شهرکرد و یاسوج نسبت به مدل در ایستگاهSDSM 

بقه بندی را به دنبال درصدی متوسط دقت ط 14و  3افزایش 

داشته است. در مورد ایستگاه بارز نیز، در دوره آموزش دقت 

تقریباً برابر است. اما در دوره  SDSMو مدل  MARSالگوریتم 

تر است. این برتری درصد دقیق 36/0تا  MARSآزمون الگوریتم 

و  MARSبه دلیل استفاده از استراتژی تقسیم و حل در الگوریتم 

باشد. اختلاف دقت خطی در این الگوریتم میروابط غیر استفاده از

در سه ماه فصل زمستان و سه ماه  SDSMو  MARSالگوریتم 

ها بیشتر است. این موضوع نشان فصل پاییز نسبت به دیگر ماه
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در تعیین وقوع بارش مربوط به  MARSدهد که الگوریتم می

شک های خهای مرطوب توانایی بیشتری نسبت به فصلفصل

تقریباً  SDSMدارد. در حالی که در فصل تابستان، دقت الگوریتم 

بندی برابر است. همچنین تفاوت نتایج طبقه MARSبا الگوریتم 

تواند به دلیل عواملی چون موقعیت در سه ایستگاه بررسی شده می

جغرافیایی متفاوت و در نتیجه آب و هوایی متفاوت در هر ایستگاه 

 باشد.

 

 
 ب( الف( 

 د( ج(  

 ه( و(  

-دوره آزمون، ج( بارز-دوره آموزش، )ب( شهرکرد-های تر و خشک در )الف( شهرکردبندی روزدر طبقه MARSو  SDSMهای . مقايسه دقت مدل4شکل 

 دوره آزمون-ه( ياسوجدوره آموزش و -دوره آزمون، و( ياسوج-دوره آموزش، د( بارز

 

مربوط به میانگین سالانه  PBIAS(، خطای 2در جدول )

نمایی توسط الگوریتم مقیاسپارامترهای آماری حاصل از ریز

ANN ،KNN  و مدلSDSM های مشاهداتی مورد نسبت به داده

دوره آموزش، (، در 2مقایسه قرار گرفته است. با توجه به جدول )

به ترتیب مربوط به مدل  PBIASترین مقدار ترین و کمبیش

SDSM  در ایستگاه یاسوج و الگوریتمKNN  در ایستگاه شهرکرد
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شود. در مورد انحراف معیار در درصد می 73/24و  00/0با مقدار 

در  KNNو الگوریتم  SDSMهای بررسی شده مدل میان روش

درصد به  -71/49و  44/1خطای ایستگاه بارز با مقدار درصد 

باشند. در حالی ترین دقت میترین دقت و کمترتیب دارای بیش

ترین مقدار خطای ضریب چولگی به ترتیب ترین و بیشکه کم

درصد و  00/0در ایستگاه یاسوج برابر با  SDSMتوسط الگوریتم 

درصد  17/47در ایستگاه شهرکرد برابر با  SDSMالگوریتم 

 است.  محاسبه شده

نمایی میانگین مقیاسدر دوره آزمون، بهترین نتایج ریز

)با مقدار  SDSMبارش برای ایستگاه شهرکرد مربوط به مدل 

های شود. در حالی که در ایستگاهدرصد( می 05/8درصد خطا 

نمایی میانگین بارش مربوط مقیاسبارز و یاسوج بهترین نتایج ریز

درصد( است. در مورد انحراف  -31/5و  -24/8)با مقادیر  ANNبه 

های شهرکرد، بارز و معیار، کمترین مقادیر درصد خطا در ایستگاه

 63/7، 86/3ترتیب برابر با و به SDSMیاسوج مربوط به الگوریتم 

در دو ایستگاه  ANNباشد. همچنین، الگوریتم درصد می -95/6و 

درصد درصد برای  -41/23و  25/12شهرکرد و بارز )با مقادیر 

نمایی ضریب چولگی مقیاسترین نتایج در ریزخطا( دارای دقیق

بارش است. اما در ایستگاه یاسوج مقدار ضریب چولگی توسط 

با دقت بیشتری نسبت به دو الگوریتم دیگر  SDSMمدل 

مقیاس شده است. با در نظر گرفتن هر سه معیار و سه ایستگاه ریز

از دقت  ANNلگوریتم توان نتیجه گرفت که ابررسی شده می

برخوردار است.  KNNو الگوریتم  SDSMبیشتری نسبت به مدل 

تواند به دلیل ها میدر برخی از ایستگاه SDSMبا این حال، برتری 

گیری و خطی بودن سری زمانی در مقیاس سالانه باشد. میانگین

ترین نتایج مربوط به ایستگاه (، دقیق2همچنین، با توجه جدول )

ست. این موضوع نیز به علت تفاوت مشخصات آماری سری یاسوج ا

 های مختلف است.زمانی بارش در ایستگاه
 

 مقياس شده و مشاهداتی. پارامترهای آماری بارش ريز2جدول 
     آموزش   

 Mean (mm/day) PBIAS SD (mm/day) PBIAS C.S (mm/day) PBIAS مدل ایستگاه

 - 25/7 - 90/3 - 93/0 مشاهداتی شهرکرد
 SDSM 11/1 22/16- 67/3 90/5 83/3 17/47 
 ANN 77/0 20/17 61/2 08/33 61/5 62/22 
 KNN 70/0 73/24 04/2 69/47 47/4 29/38 
     آزمون   

 Mean (mm/day) PBIAS SD (mm/day) PBIAS C.S (mm/day) PBIAS مدل ایستگاه

 - 53/6 - 63/3 - 87/0 مشاهداتی شهرکرد
 SDSM 00/1 94/14 49/3 86/3 09/4 37/37 
 ANN 74/0 00/26 51/2 08/28 73/5 25/12 
 KNN 65/0 00/35 90/1 56/45 31/4 00/34 
     آموزش   

 Mean (mm/day) PBIAS SD (mm/day) PBIAS C.S (mm/day) PBIAS مدل ایستگاه

  08/6  96/6  69/1 مشاهداتی بارز
 SDSM 93/1 20/14 06/7 44/1 15/4 74/31- 
 ANN 62/1 14/4- 22/6 63/10- 08/40 89/32- 
 KNN 46/1 61/13- 50/3 71/49- 46/3 09/43- 
     آزمون   

 Mean (mm/day) PBIAS SD (mm/day) PBIAS C.S (mm/day) PBIAS مدل ایستگاه

  98/5  21/7  70/1 مشاهداتی بارز
 SDSM 96/1 29/15 76/7 63/7 46/7 75/24 
 ANN 56/1 24/8- 96/3 08/45- 58/4 41/23- 
 KNN 47/1 53/13- 41/3 70/52- 47/3 97/41- 
     آموزش   

 Mean (mm/day) PBIAS SD (mm/day) PBIAS C.S (mm/day) PBIAS مدل ایستگاه

  40/5  72/8  37/2 مشاهداتی یاسوج
 SDSM 37/2 00/0 37/8 01/4- 40/5 00/0 
 ANN 41/2 69/1 03/6 85/30- 90/3 78/27- 
 KNN 96/1 30/17- 66/4 56/46- 33/3 33/38- 
     آزمون   

 Mean (mm/day) PBIAS SD (mm/day) PBIAS C.S (mm/day) PBIAS مدل ایستگاه

  79/5  50/9  45/2 مشاهداتی یاسوج
 SDSM 30/2 12/6- 84/8 95/6- 13/6 87/5 
 ANN 32/2 31/5- 97/5 16/37- 01/4 74/30- 
 KNN 93/1 22/21- 61/4 47/51- 21/3 56/44- 
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های ارزیابی خطا برای مقادیر میانگین (، معیار3در جدول )

و مدل  ANN ،KNNهای مقیاس شده توسط الگوریتمماهانه ریز

SDSM ترین در دوره آموزش، دقیق اند.مورد مقایسه قرار گرفته

برای میانگین ماهانه و انحراف معیار ماهانه بارش  Rمقادیر ضریب 

در  ANNدر ایستگاه شهرکرد و  KNN)توسط  99/0برابر با 

در ایستگاه بارز( محاسبه شده  ANN)توسط  00/1یاسوج( و 

برابر  Rترین مقدار است. در حالی که در مورد ضریب چولگی بیش

در ایستگاه شهرکرد به دست آمده است. در  ANNتوسط  97/0با 

بهترین نتایج برای میانگین و ضریب چولگی  MAEمورد معیار 

 95/1و  17/0در ایستگاه شهرکرد )با مقادیر  ANNمربوط به 

برای انحراف معیار  MAEشود. بهترین نتایج متر بر روز( میمیلی

 شود.تر بر روز( میممیلی 01/0در ایستگاه بارز ) ANNمربوط به 

 ANNدر شهرکرد،  SDSMنیز مربوط به  RMSEبهترین مقادیر 

و  47/1، 29/0در شهرکرد و به ترتیب برابر با  ANNدر بارز و 

 متر بر روز محاسبه شده است. میلی 64/2

 

 مقياس شدههای ارزيابی برای بارش ريز. معيار3جدول 

 R MAE (mm/day) RMSE (mm/day) دوره پارامتر ایستگاه
SDSM ANN KNN SDSM ANN KNN SDSM ANN KNN 

 شهرکرد

 میانگین
 29/0 29/0 28/0 23/0 17/0 26/0 99/0 96/0 97/0 آموزش

 31/0 22/0 23/0 22/0 15/0 2/0 97/0 98/0 97/0 آزمون

 انحراف معیار
 95/1 47/1 87/1 65/1 04/1 72/1 98/0 93/0 86/0 آموزش

 85/1 15/1 01/1 44/1 99/0 89/0 95/0 97/0 96/0 آزمون

 ضریب چولگی
 32/3 64/2 25/7 80/2 95/1 40/5 96/0 97/0 92/0 آموزش

 90/3 71/5 36/5 78/2 69/3 51/4 76/0 91/0 59/0 آزمون

 بارز

 41/0 57/0 52/0 26/0 40/0 35/0 98/0 95/0 97/0 آموزش میانگین

 43/0 59/0 90/0 25/0 35/0 56/0 98/0 95/0 88/0 آزمون 

 03/4 02/0 58/1 13/3 01/0 40/1 99/0 00/1 95/0 آموزش انحراف معیار

 07/4 92/3 91/2 92/2 66/2 02/2 97/0 86/0 82/0 آزمون 

 81/7 25/5 57/6 71/5 73/3 69/4 73/0 85/0 68/0 آموزش ضریب چولگی

 72/5 12/5 20/9 76/3 86/3 90/5 -31/0 -06/0 -77/0 آزمون 

 یاسوج

 55/0 42/0 71/0 41/0 28/0 52/0 99/0 99/0 96/0 آموزش میانگین

 87/0 49/0 67/0 53/0 34/0 46/0 97/0 89/0 98/0 آزمون 

 37/4 20/3 65/1 53/3 51/2 38/1 98/0 97/0 97/0 آموزش انحراف معیار

 18/5 06/4 93/1 87/3 89/2 44/1 98/0 96/0 96/0 آزمون 

 01/6 88/5 74/4 09/4 66/3 91/2 78/0 71/0 75/0 آموزش ضریب چولگی

 65/5 52/5 90/4 17/4 81/3 14/3 19/0 07/0 41/0 آزمون 

 

را در  Rمقدار ضریب  ANNدر دوره آزمون، الگوریتم 

ایستگاه شهرکرد برای میانگین، انحراف معیار و ضریب چولگی به 

محاسبه کرده است. این مقادیر  91/0و  97/0، 98/0ترتیب برابر با 

درصد  54و  1، 3به ترتیب در حدود  SDSMنسبت به مدل 

 Rاند. در ایستگاه بارز بهترین نتایج ضریب تر محاسبه شدهدقیق

و  11با  KNNبرای میانگین و انحراف معیار مربوط به الگوریتم 

باشد. بهترین مقدار معیار مذکور در ایستگاه درصد برتری می 18

شود. در می ANNبارز برای ضریب چولگی مربوط به الگوریتم 

برای تعیین  Rترین مقدار ضریب ایستگاه یاسوج نیز دقیق

ی با اختلاف اندک، به ترتیب میانگین، انحراف معیار و ضریب چولگ

 MAEشود. در مورد معیار می SDSMو  ANN ،KNNمربوط به 

و  15/0در ایستگاه شهرکرد با مقدار  ANNالگوریتم  RMSEو 

در ایستگاه بارز با مقدار  SDSMمتر بر روز و الگوریتم میلی 22/0

متر بر روز به ترتیب دارای بیشترین و کمترین میلی 90/0و  56/0

باشند. برای انحراف معیار ت در تعیین میانگین ماهانه بارش میدق

مربوط به الگوریتم  RMSEو  MAEماهانه کمترین مقادیر 

SDSM  و بیشترین  01/1و  89/0در ایستگاه شهرکرد با مقادیر

و  87/3در ایستگاه یاسوج با مقادیر  KNNمقادیر مربوط به مدل 

ختلاف مقادیر مذکور برای متر بر روز است. همچنین امیلی 18/5

SDSM  وANN  بسیار کم بود. بهترین مقادیرMAE  وRMSE 

های شهرکرد، بارز و یاسوج برای ضریب چولگی ماهانه در ایستگاه

)توسط  76/3(، KNN)توسط  90/3و  87/2به ترتیب برابر با 

ANN توسط  12/5( و(ANN و )متر بر روز میلی 90/4و  41/3

 اند.حاسبه شده شده( مSDSM)توسط مدل 

توان دریافت که (، می3در نهایت، با توجه به نتایج جدول )

در دو ایستگاه شهرکرد و بارز  ANNبه صورت کلی، الگوریتم 
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نمایی بارش مقیاسنسبت به دو روش دیگر از دقت بیشتری در ریز

ماهانه برخوردار است. در حالی که در ایستگاه یاسوج بهترین نتایج 

است. همچنین، با توجه به نتایج، مدل  SDSMمربوط به مدل 

های تر حوضه نسبت به عرضهای شمالیپیشنهادی در عرض

کند. این تفاوت در نتایج به علت تر حوضه بهتر عمل میجنوبی

دگی و پیچیدگی سری زمانی بارش در تفاوت در معیارهای پراکن

 های مختلف است.ایستگاه

های نمایی بارش با استفاده از الگوریتممقیاسنتایج ریز

ANN  وKNN  و مدلSDSM های مختلف سال و برای ماه

( نشان داده شده 7( تا )5های )های بررسی شده در شکلایستگاه

نمایی مقیاسزدر ری ANNاست. با توجه به این شکل، الگوریتم 

میانگین و ضریب چولگی ماهانه بارشِ ایستگاه شهرکرد در هر دو 

 KNNدوره آموزش و آزمون از عملکرد بهتری نسبت به الگوریتم 

برخوردار است. همچنین، بارش ماهانه در ایستگاه  SDSMو مدل 

با دقت بیشتری نسبت به الگوریتم  ANNبارز توسط الگوریتم 

KNN  و مدلSDSM شده است. در حالی که در ایستگاه  مدل

 KNNو  ANNبیشتر از دو الگوریتم  SDSMیاسوج دقت مدل 

دست آمده در جدول ( تأیید کننده مقادیر به1است. نتایج شکل )

 ( است. 3)

 

  
 (2-الف (1-الف

  
 (2-ب (1-ب

  

 (2-ج (1-ج
 

مقياس شده در ايستگاه شهرکرد: الف( ميانگين، ب( انحراف معيار و ج( ضريب چولگی، سمت های بارش مشاهداتی و ريزداده. مقايسه 5شکل 

 راست آموزش، سمت چپ آزمون
 

بنابراین، با در نظر گرفتن هر سه ایستگاه در مقیاس سالانه 

تری نسبت به الگوریتم از دقت بیش ANNو ماهانه، الگوریتم 

KNN  و مدلSDSM  برخوردار است. همچنین مقدار انحراف

بیشتر از مقدار مشاهداتی  SDSMمعیار و ضریب چولگی توسط 

 محاسبه شده است. 

 

0.00

0.50

1.00

1.50

2.00

2.50

Ja
n

F
eb

M
ar

A
p
r

M
ay Ju
n

Ju
l

A
u
g

S
ep

O
ct

N
o
v

D
ec

ن 
گي

يان
م

(m
m
/d
ay

)

ماه

0.00

0.50

1.00

1.50

2.00

2.50

Ja
n

F
eb

M
ar

A
p
r

M
ay Ju
n

Ju
l

A
u
g

S
ep

O
ct

N
o
v

D
ec

ن 
گي

يان
م

(m
m
/d
ay

)

ماه

0.00

2.00

4.00

6.00

8.00

Ja
n

F
eb

M
ar

A
p

r

M
ay Ju
n

Ju
l

A
u

g

S
ep

O
ct

N
o

v

D
ec

ار 
عی

 م
ف

حرا
ان

(m
m

/d
ay

)

ماه

0.00

2.00

4.00

6.00

Ja
n

F
eb

M
ar

A
p

r

M
ay Ju
n

Ju
l

A
u

g

S
ep

O
ct

N
o

v

D
ec

ار 
عي

ف م
را

ح
ان

(m
m
/d
ay

)

ماه

0.00

5.00

10.00

15.00

Ja
n

F
eb

M
ar

A
p

r

M
ay Ju
n

Ju
l

A
u

g

S
ep

O
ct

N
o

v

D
ec

ی 
ولگ

 چ
ب

ری
ض

(m
m
/d
ay

)

ماه

0.00

5.00

10.00

15.00

Ja
n

F
eb

M
ar

A
p

r

M
ay Ju
n

Ju
l

A
u

g

S
ep

O
ct

N
o

v

D
ec

ی 
ولگ

 چ
ب

ری
ض

(m
m
/d
ay

)

ماه

Obs ANN KNN SDSM



 1399 ،  ارديبهشت2، شماره 51، دوره تحقيقات آب و خاک ايران 336

 

  
 (2-الف (1-الف

  

 (2-ب (1-ب

  

 (2-ج (1-ج

 
مقياس شده در ايستگاه بارز: الف( ميانگين، ب( انحراف معيار و ج( ضريب چولگی، سمت راست بارش مشاهداتی و ريزهای . مقايسه داده6شکل 

 آموزش، سمت چپ آزمون

خطی در ساختار این موضوع به دلیل وجود روابط غیر

با پردازش اطلاعات در  ANNاست. الگوریتم  ANNالگوریتم 

با در نظر گرفتن شباهت بین دادها  KNNچندین لایه و الگوریتم 

با استفاده از محاسبه فاصله اقلیدوسی و تابع کرنل، روابط 

 SDSMگیرند. در حالی که روش غیرخطی را به خوبی در نظر می

تنها از یک رگرسیون خطی برای تعیین مقدار بارش استفاده 

 MARSیگر این برتری، دقت بیشتر الگوریتم کند. دلیل دمی

بندی روزهای تر و خشک است. در طبقه SDSMنسبت به مدل 

یک مدل غیرخطی است و به  MARSلازم به ذکر است که مدل 

)از  SDSMتری نسبت به مدل خطی همین علت از نتایج دقیق

کند( برخوردار بندی بارش استفاده میروابط خطی برای طبقه

است. تفاوت نتایج در سه ایستگاه بررسی شده نیز به علت اختلاف 

در موقعیت جغرافیایی، ارتفاع از سطح دریا و آب و هوا و در نتیجه 

سری زمانی با پراکندگی و پیچیدگی متفاوت در هر ایستگاه 

تأیید کننده نتایج  SDSMنسبت به  ANNباشد. برتری می

 Dorji et al. (2017)و  Campozano et al. (2016)های پژوهش

 etهای ، نتایج پژوهشKNNنسبت به  ANNباشد.  برتری می

al. (2010) Wu  وMekanik et al. (2013) کند.را تأیید می 

بینی بارش آینده ایستگاه شهرکرد از به منظور پیش

استفاده  B2و  A2تحت سناریوهای  HadCM3های مدل خروجی

بینی درصد تغییر مقدار بارش پیش( نتایج 4شده است. در جدول )

در دو دوره آینده نزدیک  KNNو  SDSM ،ANNهای توسط روش
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( نسبت به دوره پایه 2100-2070( و آینده دور )2020-2040)

درصد( و کمترین  54ارائه شده است. با توجه به نتایج، بیشترین )

درصد( بارش به ترتیب مربوط به الگوریتم  2مقدار کاهش )

SDSM تحت سناریوی  2100-2070ایستگاه یاسوج و دوره  در

A2  و الگوریتمKNN  تحت سناریو  2100-2070در دورهA2 

های ها و روشباشد. با توجه به نتایج، هر یک از سناریومی

نمایی دارای نتایج متفاوتی هستند. این موضوع به دلیل مقیاسریز

است. به عنوان ها ها و روشفرضیات متفاوت در هر یک از سناریو

ای در مقدار تولید گازهای گلخانه IPCCمثال، مطابق با گزارش 

است.  B2بیشتر از سناریو  2100-2070و در دوره  A2سناریو 

 6/1تا  6/0در حدود  A2همچنین مقدار افزایش دما در سناریو 

(. Morita, 2001است ) B2درجه سلسیوس بیشتر از سناریو 

اوت، وجود روابط غیرخطی در مدل همچنین دلیل دیگر این تف

پیشنهادی و در نتیجه حساسیت بیشتر نسبت به تغییرات 

های تغییر اقلیم است.  مقیاس مربوط به سناریومتغیرهای بزرگ

مقدار بارش را در ایستگاه یاسوج با  SDSMعلاوه بر این، مدل 

بینی کرده است. در حالی که نتایج مدل پیشنهادی افزایش پیش

ز کاهش بارش در ایستگاه یاسوج است. این موضوع به حاکی ا

 SDSMعلت وجود فرضیات متفاوت در مدل پیشنهادی و مدل 

است.  نتایج پژوهش حاضر، کاهش بارش در ایستگاه کرمانشاه 

کند. در را تأیید می Salajegheh et al. (2018)توسط مطالعه 

 HadCM3مدل  A2پژوهش مذکور، مقدار بارش تحت سناریوی 

 21در حدود  2050درصد و در دهه  15در حدود  2020در دهه 

 درصد کاهش داشت. 

 

  
 (2-الف (1-الف

 
 

 (2-ب (1-ب

  

 (2-ج (1-ج

 
انحراف معيار و ج( ضريب چولگی، سمت مقياس شده در ايستگاه ياسوج: الف( ميانگين، ب( های بارش مشاهداتی و ريز. مقايسه داده7شکل 

 راست آموزش، سمت چپ آزمون
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 2100-2070و  2040-2020 هایدوره در بارش تغييرات درصد. 4 جدول

-مقیاسمدل ریز ایستگاه

 نمایی

 در دوره پایه

 
 B2سناریوی  A2سناریوی 

 (mm/day) 2020-2040 2070-2100 2020-2040 2070-2100 

 SDSM 

91/0 

16- 17- 18- 19- 

 -ANN 2- 23- 16- 6 شهرکرد

 KNN 20- 32- 8- 28- 

 SDSM 

69/1 

56 67 66 66 

 -ANN 24- 20- 18- 66 بارز

 KNN 12- 11- 12- 7- 

 SDSM 

39/2 

53- 54- 52- 53- 

 -ANN 7- 19- 59/0- 57/0 یاسوج

 KNN 31- 32- 29- 33- 

 

 گيری نتيجه

های ، شبکهMARSدر پژوهش حاضر، با استفاده از ترکیب مدل 

(، روشی KNNنزدیکترین همسایه ) K( و ANNعصبی مصنوعی )

مقیاس نمایی بارش شهرکرد، بارز و یاسوج هیبریدی برای ریز

از دو قسمت تعیین  SDSMپیشنهاد شد. این مدل مشابه با مدل 

وقوع بارش و مقدار بارش تشکیل شده است. روش پیشنهادی 

و برای تعیین مقدار بارش  MARSبرای تعیین وقوع بارش از مدل 

بهره برد. به این منظور، پس از انتخاب  KNNو  ANNهای از روش

وقوع بارش را تعیین کرد. این مدل  MARSها، بینی کنندهپیش

های تر و خشک را با دقت و آزمون، روز های آموزشدر دوره

بندی کرد. در ادامه، با طبقه SDSMبیشتری نسبت به مدل 

، مقدار SDSMو مدل  KNNو  ANNهای استفاده از الگوریتم

 ANNمقیاس شد. بررسی نتایج نشان داد که الگوریتم بارش ریز

و در مقیاس ماهانه بر  PBIASدر مقیاس سالانه بر اساس معیار 

نسبت به دو مدل دیگر  RMSEو  R ،MAEاس معیارهای اس

-بینی بارش بر اساس خروجیباشد. نتایج پیشدارای برتری می

نشان داد که  B2و  A2های تحت سناریو HadCM3های مدل 

در دوره  ANNکمترین مقدار کاهش بارش مربوط به الگوریتم 

بود. بیشترین مقدار کاهش  A2تحت سناریوی  2020-2040

تحت  2100-2070در دوره  SDSMش نیز مربوط به مدل بار

 هایتوان مدلآتی، می تحقیقات بود. به منظور A2سناریوی 

یج و نتا کار بردرا به RCP هاییوو سنار CanESM2مانند  یدجد

 کرد. مقایسه نتایج پژوهش حاضررا با  حاصل
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