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Iron deficiency is one of the most common nutritional problems in fruit trees grown in 

calcareous soils. Rapid detection of iron deficiency using image processing and machine 

learning can serve as a low-cost method to address this issue. Therefore, to investigate the 

relationship between iron deficiency and leaf color characteristics, a database consisting of 

1,500 apple leaf images with varying levels of iron deficiency (severe, moderate, mild, and 

none) was collected. Imaging was performed using a smartphone camera, and the active and 

total iron content of each sample was measured using an atomic absorption spectrometer. 

Color features were extracted from RGB, Lab, HSV, and NTSC color spaces, along with eight 

combined color indices. Modeling was performed using two approaches: linear regression and 

artificial neural networks. The linear model showed a moderate ability to predict active iron 

with a determination coefficient of R² = 0.74 but showed no correlation with total iron content. 

In contrast, the neural network model achieved better performance with R² = 0.80, RMSE = 

1.156, and MAPE = 25.03. As a result, the ANN model based on leaf color features can be 

considered a rapid and non-destructive method for detecting iron deficiency and estimating 

iron content in apple leaves. 
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EXTENDED ABSTRACT 

Introduction 

Iron deficiency is an important nutritional disorder in fruit trees growing on calcareous soils, where a 

high pH limits the availability of iron. This leads to reduced growth, leaf chlorosis and yield loss. Conventional 

detection methods are accurate but time consuming and costly. Recent advances in digital imaging and 

machine learning offer a fast, cost-effective and non-destructive alternative. This study investigates the use of 

leaf color features and machine learning to estimate active iron content in apple leaves under field conditions. 

Methods 

A total of 1575 images of apple leaves were collected from about 50 orchards around Urmia, Iran. The 

samples represented four levels of iron deficiency: none, low, moderate, and severe. The images were captured 

using a Samsung smartphone camera mounted 15 cm above the leaves in a custom-built imaging chamber 

under uniform lighting. The images were saved in 24-bit RGB format with JPEG enhancement. The active 

iron content and total iron content of the corresponding leaf samples were measured by atomic absorption 

spectroscopy. Active iron was extracted using the 1.5% phenanthroline method (pH = 3), while total iron was 

measured by dry ashing followed by acid digestion. To extract color features, images were first preprocessed 

to remove background noise using the Excess Green (ExG) index. Subsequently, color features were extracted 

from the RGB, HSV, Lab, and NTSC spaces as well as eight vegetation indices (e.g., GMR, GDR, DGCI, 

NRI, NGI). The mean value of each color channel was used as input. The most important features were selected 

by univariate regression analysis. A multilayer perceptron (MLP) neural network was developed in MATLAB 

2017 using the Levenberg–Marquardt training algorithm. The dataset was randomly split into 70% training, 

15% validation, and 15% test. Model accuracy was assessed using R², root mean square error (RMSE), and 

mean absolute percentage error (MAPE). 

Results  

A univariate regression analysis was performed to evaluate the relationship between color features and 

active iron content. Among the RGB channels, R and G showed the highest correlation with active iron content 

(R² = 0.67). The H and V channels in HSV and the L and b channels in Lab also showed acceptable accuracy, 

indicating the importance of brightness and hue changes due to iron deficiency. Indices such as NRI and DGCI 

also showed promising performance. However, no significant correlation was found between total iron content 

and any color feature. Using the best performing features (R, H, Y, I), a multilayer perceptron neural network 

(MLP) with a 4–25–1 architecture was developed. The model was trained using the Levenberg–Marquardt 

algorithm in MATLAB. The prediction accuracy reached R² = 0.80 with RMSE = 1.56 and MAPE = 25.03% 

for the entire dataset. Histogram and scatter plots confirmed that the predicted values matched the actual values 

very well, especially at low iron levels. A comparison with multiple linear regression (R² = 0.74, RMSE = 

1.33, MAPE = 31.54%) confirmed the superior performance of the neural network in modeling complex 

nonlinear relationships between leaf color and active iron content. 

Conclusion 

This study confirmed that active iron in apple leaves can be accurately estimated using image-based color 

features and an artificial neural network. The most important color channels (R, H, Y, I) showed the strongest 

correlations with the active iron, while the total iron showed no significant correlation. These results underline 

the potential of a low-cost, smartphone-based image analysis system for the early diagnosis of iron deficiency 

in orchards. This approach could replace costly laboratory testing and enable scalable, real-time nutrient 

monitoring to support precision agriculture. Future developments could focus on extending the model to other 

micronutrients and integrating the system into mobile applications for farmers and extension specialists to 

bridge the gap between advanced analytics and on-farm decision making. 
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 صیاست. تشخ یآهک یهاواقع در خاک یباغ اهانیگ یاهیمشکلات تغذ نیترعیاز شا یکیکمبود آهن به عنوان 

مشکل  نیروش ارزان به رفع ا کیبه عنوان  تواندیم نیماش یریادگیو  ریکمبود آهن با استفاده از پردازش تصو عیسر
 ریتصو 1575داده شامل  گاهیپا کیرنگ برگ،  یهایژگیکمبود آهن و و نیارتباط ب یبررس یرو برا نیکمک کند. از ا

با استفاده  یربرداری. تصودیگرد یآورون کمبود( جمعمتوسط، کم و بد د،یبا سطوح مختلف کمبود آهن )شد بیبرگ س
. دیگرد یریگاندازه یآهن فعال و کل هر نمونه با دستگاه جذب اتم ریهوشمند انجام گرفت و مقاد یگوش نیاز دورب

استخراج شد.  یبیترک یشاخص رنگ ۸به همراه  NTSCو  RGB ،Lab ،HSV یرنگ یاز فضاها یرنگ یهایژگیو
 ینشان داد مدل خط یمدل خط جیانجام گرفت. نتا یمصنوع یو شبکه عصب یخط ونیرگرس کردیبا دو رو یسازمدل

نشان نداد. مدل شبکه  یستگاست، اما با آهن کل همب R2 = 0.74  نییتع بیآهن فعال با ضر ینیبشیقادر به پ
نسبت به مدل  یعملکرد بهتر MAPE=25.03و  RMSE = 1.156 یخطا ریو مقاد R2 = 0.80با دقت  یعصب
 ریو غ عیبه عنوان روش سر تواندیبرگ م یرنگ یهایژگیبا استفاده از و یمدل شبکه عصب جه،یداشت. در نت یخط

 .ردیمورد استفاده قرار بگ بیس گآهن بر زانیم نیکمبود آهن و تخم صیمخرب در تشخ
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 دمه مق
شود. داشته و یکی از عناصر مهم در رشد گیاه شناخته می DNAآهن نقش مهمی در فرایندهای حیاتی گیاه مانند فتوسنتز، تنفس و سنتز 

به دلیل وجود . (Chaney., 1984های آهکی و قلیایی نواحی است )های واقع در خاکای باغترین اختلالات تغدیهکلروز آهن یکی از مهم

)حتی با وجود آهن کافی در خاک( کاهش  ها دسترسی گیاه به آهن موجود در خاکقلیایی در این نوع خاک pHکربنات کلسیم، فسفات و 
شود شدن میوه و کاهش عملکرد و کیفیت میوه میها، نارسیابد. کلروز ناشی از آهن باعث کاهش سطح برگ، رشد رویشی، ریزش برگمی

 ,.Rout & Sahoo., 2015; Vasconcelos & Grusakشود )های تجاری میو به طبع آن موجب بروز مشکلات فراوان در تولید میوه

های دچار کلروز و کمبود آهن های سبز و سالم ممکن است کمتر از برگ(. در پدیده پارادوکس کلروز آهن غلظت آهن کل در برگ2014
تری برای تشخیص کمبود آهن در ها که شاخص مناسب( در برگ2Fe+آهن فعال )گیری(. بنابراین از اندازه ,.1998Morales et alباشد )

خود  شدید کمبود شرایط در است که رگبرگی بین (. علامت مهم کمبود آهن، کلروزPestana et al., 2005شود )استفاده می برگ است،
 جوانی هابرگ حاشیه در قرمز به مایل ایقهوه نکروزههای در مواقعی نیز لکه. شودزردی شده و برگ سفید می و کلروز دچار نیز رگبرگ

 (.Merry et al., 2022شوند )ایجاد می
ها شده و از ورود کودهای اضافی به خاک جلوگیری تشخیص سریع و به موقع کمبود موجب افزایش تولید، سودآوری و کاهش هزینه

 Sankaranگرفت )انجام می های شیمیاییتشخیص کمبود مواد مغذی توسط متخصصان و تحلیلپیش از این  (.Hedley., 2015کند )می

et al., 2010بر بودن، عدم دسترسی راحت به متخصص و ها با وجود برخورداری از دقت بالا دارای مشکلاتی از قبیل زمانروش (. این
گرفته در تصویربرداری های صورتبا پیشرفت(. Kendler et al., 2022تجهیزات آزمایشگاهی، هزینه زیاد انجام آزمایشات هستند )

های غیرزیستی، مانند کمبود مواد مغذی، توجه بسیاری از ها برای تشخیص تنششدیجیتال و هوش مصنوعی، استفاده از این رو
 ,.RGB(Pagola et al (. در تحقیقات مختلف از فضاهای مختلف رنگی مانند Barbedo, 2013) پژوهشگران را به خود جلب کرده است

2009،) HSI (Sayeed et al., 2016،) L*a*b (Wang et al., 2014 ،)HSV (Bai et al., 2018 برای نشان دادن تغییرات در )
دهد. ای را نشان میای، گیاه معمولاً رنگ سبز روشن، زرد، قرمز و حتی قهوهدر شرایط کمبودهای تغذیه. عناصرغذایی استفاده شده است

جا که از آن(. Mercado-Luna et al., 2010ای برای بررسی مقدار نیتروژن استفاده  شده است )شناسایی مبتنی بر رنگ به طور گسترده
بر و دشوار است، های سنتی تشخیص آن برای کشاورزان هزینهشود و روشکمبود آهن یکی از عوامل محدودکننده رشد گیاه محسوب می
اند تورسد؛ چرا که چنین سیستمی میای گیاهان امری ضروری به نظر میطراحی یک سامانه پایش مستمر برای ارزیابی وضعیت تغذیه

 .وری محصولات ایفا کندنقش مؤثری در ارتقاء کیفیت و افزایش بهره

 پیشینه پژوهش   

 یربرگ و سا یرراستا، از تصاو ینانجام شده است. در ا یرپردازش تصو یقاز طر یاهگ ییعناصر غذا ینبه منظور تخم یطالعات متعددم
( 2015و همکاران ) Vesali استفاده شده است. یفیط یهات و شاخصمختلف مانند رنگ، باف هاییژگیاستخراج و یبرا یاهگ یهابخش

( 2013و همکاران ) Chenهوشمند ارائه کردند.  یگرفته شده توسط گوش یربرگ ذرت با استفاده از تصاو یلکلروف ینتخم یبرا یافزارنرم
را  یبرگ گوجه فرنگ یرنگ یر( تصاو2011ان )و همکار Xuفسفر استفاده کردند.  ینتخم یاسکن شده برگ و غلاف برنج برا یراز تصاو

 یبرگ ذرت برا یرتصاو یبافت هاییژگی( از و201۸و همکاران ) Luzقرار دادند.  یمورد بررس یمو پتاس یتروژنکمبود ن ییشناسا یبرا
کردند و از  یبرنج در مزرعه طراح یاهگ یرنگ یرتصاو یهته یبرا ایسامانه( 2013و همکاران ) Tewari ر استفاده کردند.وکمبود ب ییشناسا
سازی رگرسیونی نشان دادند که با استفاده از و مدل RGBآنها با استفاده از تصاویر رنگی  استفاده کردند. یتروژنن ینتخم یآن برا
ی تخمین محتوای یجیتالی براد یراز تصاوLee (2013 )توان محتوای نیتروژن گیاهی را با دقت بالایی تخمین زد. های رنگی میویژگی

های مختلفی از جمله آنها شاخص استفاده کرد. ای گیاهبه عنوان یک روش غیرمخرب نظارت بر وضعیت تغذیهتاج پوشش برنج  نیتروژن
های رنگی قادر است با دقت سطح برگ، وزن خشک شاخه و تجمع نیتروژن را اندازه گرفتند و نشان دادند که سامانه با استفاده از ویژگی

غلظت  یابیارز یبرا یرتصو یلافزار تحلو نرم یجیتالد ین( از دورب2011و همکاران ) Rorie بل قبولی میزان نیتروژن را تخمین بزند.قا
 Dark greenنتایج نشان داد که همبستگی بالایی بین میزان نیتروژن گیاه و شاخص رنگی سبز تیره ) برگ ذرت استفاده کردند. یتروژنن

color index - DGCI.وجود دارد ) Bai ( از 201۸و همکاران ) تصویربرداریRGB های فضاهای رنگی و بررسی ویژگیHSV  برای
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ه و نشان دادند که این روش از پتانسیل بالایی برای توسعه یک سامانه تصویربرداری برای استفاده کرد یاسو یاهآهن گ یزانم بینییشپ
( ازمدل شبکه عصبی برای طبقه بندی تصاویر برگ هلو 2024و همکاران ) Hajizadehتخمین میزان آهن گیاه سویا برخوردار است. 

ساس میزان شدت کمبود به چهار کلاس مختلف کمبود )شدید، های هلو بر ابراساس کمبود اهن استفاده کردند. در این تحقیق برگ
 Principalتقسیم شدند. با استفاده از اعمال الگوریتم آنالیز مولفه اصلی ) KNNبندی متوسط، کم، بدون کمبود( با استفاده از روش خوشه

component analysis - PCAهای استخراج شده از فضاهای رنگی ( بر روی ویژگیRGB ،HSV  وLab  مدل شبکه عصبی قادر بود
( با استفاده از پردازش تصویر و شبکه عصبی مصنوعی، 2025فیروزی و همکاران )کمبود آهن در برگ هلو را تشخیص دهد.  9/0با دقت 

ینی دقیق بدهنده موفقیت مدل در پیش، نشان2R=0.84نتایج با ضریب تعیین  .مدلی برای تخمین آهن فعال در برگ انگور توسعه دادند
مصرف رغم اهمیت عناصر کمگردد علیبود. با بررسی منابع موجود مشاهده می ای گیاهمقادیر آهن و توانایی آن در پایش وضعیت تغذیه

به خصوص آهن در تولید محصولات کشاورزی، تحقیقات محدودی در این زمینه انجام گرفته است. با توجه به گسترش روز افزون 
ن در حوزه نگهداری و تولید محصولات کشاورزی، توسعه یک روش سریع، در دسترس و ارزان جهت تخمین آهن موجود های نویتکنولوژی

های رنگی برگ درخت تواند به کشاورزان در رسیدگی به موقع باغات کمک کند. هدف از مطالعه حاضر استفاده از ویژگیدر برگ گیاه می
 ا استفاده از یادگیری ماشین است.سیب جهت تخمین مقدار آهن موجود در آن ب

 روش پژوهش

 آوری داده و تصویربرداری جمع

برگ( با کمبودهای شدید، متوسط، کم و بدون  9نمونه و در هر بار تصویربرداری  175تصویر برگ سیب ) 1575به منظور تهیه پایگاه داده، 
سرو، جاده سنتو، جاده دریا، جاده بالانج و جاده سلماس نمونه برداری سیب در اطراف شهرستان ارومیه شامل: جاده  باغ 50کمبود از حدود 

های مربوط به آهن در آزمایشگاه گروه مهندسی علوم خاک دانشکده گیریها و نیز اندازهعملیات تصویربرداری از برگ (.1شد )شکل 
ها در داخل متر نمونهسانتی 15سامسونگ از فاصله  نانجام شد. تصاویربرداری با دوربی 1400کشاورزی دانشگاه ارومیه در تیرماه سال 

ذخیره شدند. پس از انتقال  JPEGبا فرمت  RGBبیتی رنگی و در فضای رنگی  24محفظه مخصوص تصویربرداری انجام گرفت. تصاویر 
مرحله پردازش تصویر مورد استفاده تصاویر به رایانه، مقدار آهن فعال و آهن کل قرائت شده با تصاویر هر نمونه مطابقت داده شد و برای 

 نشان داده شده است. 2قرار گرفت. مراحل کلی انجام تحقیق در شکل 

 
 برداری شده. مناطق نمونه1شکل 
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 سازی و تخمین آهن مورد استفاده در تحقیق حاضر. روند مدل2شکل 

 

 گیری آهناندازه

های برگ (. به یک گرم از نمونهZohlen, 2000استفاده شد ) pH=3درصد با  5/1گیری از روش فنان ترولین برای اندازه :آهن فعال

های حاوی نمونه و محلول ولهلثانیه مخلوط شد.  10درصد اضافه و بلافاصله با همزن به مدت  5/1میلی لیتر فنان ترولین  10بریده شده 
دقیقه سانتریفیوژ و عصاره رویی از طریق  5ها به مدت در دمای محیط قرار گرفتند. پس از این مدت، لوله ساعت 16عصاره گیری به مدت 

( و با استفاده Shimadzu AA-6300ها با دستگاه جذب اتمی )گیری آهن نمونهمیلی لیتری منتقل شد. اندازه 15های کاغذ صافی به لوله
 م شد.از سری استاندارد آهن در همان روز انجا

 توزین و به 001/0گرم نمونه برگ پودر شده با دقت  1گیری آهن کل از روش عصاره هضم خشک استفاده شد. برای اندازه :آهن کل

ی لیتر میل 10ساعت به خاکستر تبدیل شد. سپس  7درجه سلسیوس به مدت  550های چینی منتقل و در کوره الکتریکی در دمای بوته
حجمی صاف شد. مقدار کل آهن موجود در این  50های به بوته چینی اضافه و پس از نیم ساعت هضم در بالننرمال  2اسید کلریدریک 

 (.Estefan, Sommer, & Ryan, 2013گیری شد )ها توسط دستگاه جذب اتمی اندازهعصاره

  پردازش تصویر و استخراج ویژگی

 حلهتا تصاویر برای مر سازی شدبر روی تصاویر پیاده پردازشلیات پیشبه منظور بهبود کیفیت تصاویر و حذف نویزهای ناخواسته، عم
های برای تفکیک پیکسل یبالا ییو توانا یمحاسبات یسادگ لیبه دل  )ExG (1شاخص سبزینگی مضاعفاز استخراج ویژگی آماده شوند. 

امکان  ،یقرمز و آب یهافه سبز و کاهش اثر کانالمؤل تیشاخص با تقو نیا. (Woebbecke et al., 1995)استفاده شد  زمینهگیاه از پس
 (: 1( )رابطه 3)شکل  کندیاطراف را فراهم م طیبرگ از مح یهاکسلیپ قیدق کیتفک

ExG            ( 1رابطه   = (2 × G) − R − B  
های گیاهی مثبت است اما مقدار دهند. مقدار این شاخص در پیکسلبه ترتیب شدت رنگ قرمز سبز و آبی را نشان می Bو  R ،Gکه 

 تواند مثبت یا منفی باشد.آن در پس زمینه می
ر این تحقیق، چهار د .های رنگی از طریق تبدیلات خطی و غیرخطی استخراج شدندهای گیاهی، ویژگیپس از جداسازی پیکسل

که هر یک شامل سه کانال هستند، به همراه هشت شاخص رنگی ترکیبی مورد بررسی قرار  NTSC و  RGB ،HSV ،Lab ل رنگیمد

                                                                                                                                                                                
1 Excess green vegetation index (ExG) 
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های مدل خطی و مدل شبکه عصبی مورد استفاده استخراج شده و به عنوان ورودی  1آماری میانگین پارامتر از هر کانال رنگی، .گرفتند
، GMR ،GDR ،GBG ،DGCIهای رنگی ترکیبی های رنگی، شاخصهای آماری استخراج شده از کانالقرار گرفتند. علاوه بر ویژگی

VI ،NRI  وNGI  ( :2 - 9نیز با استفاده از روابط زیر بدست آمدند )رابطه 
 

    

    
 )د( )ج( )ب( )الف(

های )الف( بدون کمبود، )ب( کمبود کم، )ج( کمبود متوسط، )د( زمینه برای برگهای گیاه از پس. تفکیک پیکسل3شکل 

 کمبود شدید

 

GMR (2رابطه  = G − R 

GDR (3رابطه  = G / R 

DGCI (4رابطه  = [(Hue / 60 − 1) + (1 − 5) + (1 − B)] /3 

NRI (5رابطه  =
R

R + G + B 
 

NGI (6رابطه  =
G

R + G + B
 

VI (7رابطه  =
G − R

𝐺 + 𝑅
 

GBR (۸رابطه  =
𝐵

𝑅
 

GBG (9رابطه  =
𝐵

𝐺
 

 

 توسعه مدل

های های تک متغیره بررسی و ویژگیگیری شده با استفاده از رگرسیونهای استخراج شده از تصاویر با مقدار آهن فعال اندازهارتباط ویژگی
سازی استفاده شد. تمامی مراحل برتر به عنوان ورودی مدل شبکه عصبی انتخاب شدند. از شبکه عصبی پرسپترون چند لایه برای مدل

مارکوارت برای یادگیری استفاده شد. این روش از دقت -سازی گردید. از الگوریتم لونبرگپیاده MATLAB 2017افزار رمسازی در نمدل
                                                                                                                                                                                
1 Mean 
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ها در حین آموزش دارد. برای جلوگیری از نشت ها برخوردار است و نیاز کمتری به ورودی دادهو سرعت بیشتری نسبت به سایر روش
درصد برای اعتبارسنجی  15های آموزشی برای آموزش و ها به صورت تصادفی به عنوان دادهدادهدرصد  70اطلاعات در فرآیند آموزش، 

های تست پس از آموزش برای ارزیابی دقت شبکه مورد استفاده قرار گرفت. از مانده به عنوان دادهدرصد باقی 15استفاده شد. در نهایت، 
برای ارزیابی دقت  )MAPE(و درصد میانگین خطای مطلق  )RMSE(خطا ، مجذور میانگین مربعات )2R(های ضریب تعیین شاخص

 مدل استفاده شد.

 نتایج و بحث 

 و کل آهن فعالنتایج 

. ( نشان داده شده است1در جدول )، آوری شدههای جمعموجود در نمونه کلآهن آهن فعال و  های مربوط بهگیریمقادیر آماری اندازه
گرم بر کیلوگرم میلی 09/11مقدار آن حداکثر گرم بر کیلوگرم و میلی 2/0برابر با گیری شده در آزمایشگاه اندازهمقدار آهن فعال کمترین 

 بود. حداقل مقدارگرم بر کیلوگرم میلی 0/۸گرم بر کیلوگرم و میانه آن میلی 33/7برابر با آوری شده های جمعنمونه. میانگین آهن فعال بود
های موجود نمونهمیانگین آهن کل بود. گرم بر کیلوگرم میلی 501گرم بر کیلوگرم و مقدار حداکثر آن میلی ۸1 گیری شدهاندازه آهن کل

 بدست آمد.  گرم بر کیلوگرممیلی 91/33۸برابر با در پایگاه داده 
 

 . مقادیر حداقل و حداکثر آهن فعال و کل )میلی گرم بر کیلوگرم(1جدول

کثرحدا حداقل   انحراف معیار میانگین 
91/33۸ 501 ۸1 آهن کل  56/96  
2/0 آهن فعال  09/11  33/7  61/2  

 

 های رنگی با مقدار آهنهمبستگی ویژگی

 ،RGB های رنگی مختلف در فضاهای رنگیاز کانالاستخراج شده  رنگیهای ویژگیدر این بخش ارتباط بین مقادیر آهن فعال و کل و 
HSV ،Lab، NTSc   های از شاخص. (2مورد بررسی قرار گرفت )جدول گی،های ترکیبی رنشاخصوR² ،RMSE و MAPE  برای

قابل قبولی بینی به دلیل ارتباط مستقیم با تغییرات رنگ برگ در اثر آهن، پیش R و G رنگیهای کانالاستفاده شد. میانگین ها ارزیابی مدل
 V و H های، میانگین کانالHSV در فضاید. را داشتن RMSEمقدار کمترین  و (R² = 0.67) بینیبالاترین دقت پیشو  ارائه کردند

 R²) با  به ترتیب b و L های،کانالLab در فضای .نشان دادند را ارائه و بیشترین همبستگی با آهن فعال RGB دقت مشابهی با فضای

تغییرات  .در برگ مرتبط است (b) و تغییرات رنگ زرد (L) که این نتایج با تأثیر روشنایی دارای همبستگی بودند (R² = 0.56) و(0.67 =
 با میزان آهن فعال همبستگی داشت.نیز  DGCI و NRI های ترکیبیشاخص

نقش  L و R ،H هایهای ترکیبی، خصوصاً در کانالهای رنگی و شاخصکانال در میانگینویژگی  ،مشاهده گردیدبا توجه به نتایج 
 R ،H ،Y هایویژگی .ها به دلیل کمبود یا افزایش آهن استدهنده تغییرات فیزیکی برگنشان که بینی آهن فعال داشتکلیدی در پیش

و  R هاییویژگ به خصوصها داشتند. عملکرد بهتری نسبت به سایر ویژگی R² و RMSE، MAPEهای مختلف از جمله در ارزیابی Iو 
H هایویژگی (.4ند )شکلبوددقت  و بالاترینان خطا میز دارای کمترین Y و I قابل قبولیو توانستند ارتباط داشتند عملکرد مناسبی را  نیز 

ها به تغییرات آهن در دهنده حساسیت کمتر آنبینی آهن نشاندر پیش b و S هایی ماننددقت کمتر کانال. با مقدار آهن فعال برقرار کنند
 (.2جدول ) ها استبرگ

(. این نتایج با نتایج 5های رنگی و مقدار آهن کل همبستگی معنی داری وجود ندارد )شکلنتایج نشان داد بین هیچ یک از مولفه
 2R ،RMSE ،MAPEها توسط پارامترهای ( نیز مطابقت داشت. ارزیابی نتایج مدل2000)  Romheld( و 2025) et al Firuzi,.تحقیق 

 ها، نتایج مربوط به آهن کل در این بخش ذکر نشدند.یین پایین و خطای بسیار زیاد بین این مولفهانجام شد و به دلیل ضریب تع
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 های رنگی و آهن فعالخطی تک متغیره بین ویژگی سازی. نتایج مدل2جدول

 ضریب تعیین
2R 

 (%)میانگین مطلق درصد خطا 

MAPE 
 مجذور میانگین مربعات خطا

RMSE 
 مدل

67/0 ۸4/35 46/1 R 

66/0 36/42 49/1 G 
15/0 39/70 14/2 B 

6۸/0 07/33 46/1 H 

20/0 52/9۸ 31/2 S 

67/0 94/40 49/1 V 

6۸/0 22/40 46/1 L 

01/0 51/94 59/2 a* 

57/0 13/6۸ 70/1 b* 

67/0 5۸/39 47/1 Y 

67/0 66/3۸ 44/1 I 

2۸/0 59/93 19/2 Q 

45/0 90/41 91/1 VI 

01/0 77/90 75/2 NGI 

65/0 57/44 53/1 NRI 

19/0 71/99 33/2 GBG 

47/0 ۸1/77 ۸۸/1 GBR 

45/0 10/43 91/1 GDR 

16/0 69/65 37/2 GMR 

53/0 97/70 0۸/1 DGCI 

 

 

 

 

 )ب( )الف(

 

 

 

 

 )د( )ج(
 I )د(Y )ج(  H)ب(  Rهای رنگی )الف( با مولفه فعال آهن نیب یهمبستگ. 4شکل 

y = -0.0768x + 12.341

R² = 0.7202
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 )ب( )الف(

 G)ب(  R های رنگی )الف(با مولفه کل آهن نیب یهمبستگ .5شکل

 تخمین آهن فعال با مدل شبکه عصبی

( به Iو  R ،H ،Yهای برتر مرحله مدلسازی خطی )استفاده شد. ویژگی1 یهپرسپترون چند لا یمصنوع یعصب در این تحقیق از یک شبکه
های لایه مخفی از طریق آزمون و خطا مورد بررسی قرار گرفت شدند. تعداد نورون نورون( در نظر گرفته 4های لایه ورودی )عنوان نورون

انتخاب  4-25-1 نورون برای لایه مخفی در نظر گرفته شد. به این صورت ساختار بهینه شبکه عصبی به صورت 25و در نهایت تعداد 
شامل  یقتحق یهاآموزش شبکه، داده یرکوارت انجام شد. براما -لونبرگ یتمآموزش شبکه با استفاده از الگور فرایند (. 6گردید. )شکل

 یدنتا رس شبکه ی.اعتبارسنج یبرا %15 و تست یبرا %15 ،آموزش یبرا %70شدند:  یمبه سه دسته تقس ینمونه به صورت تصادف 175
نقطه مشخص بود تا از بروز  یکپس از  یاعتبارسنج یخطا یشتوقف آموزش، افزا یارممکن آموزش داده شد. مع یخطا ینبه کمتر

و  79/0، ۸1/0برابر با  یبترتها بهآموزش، تست و کل داده یهاداده یبرا بینییشدقت پ R²یینتع یبشود. ضر یریجلوگ برازشیشب
شبکه  دقت مدل نتایج محاسبه شد. 25/1و  16/1برابر  یبترتآموزش و تست به یهاداده یبرا RMSE مربعات یانگینم یخطا بود. ۸0/0

 نشان داده شده است. 3در جدول  هاآموزش، تست و کل داده هایسه مجموعه داده یبرا یعصب

 

 
 ساختار شبکه عصبی مصنوعی استفاده شده . 6شکل

 

 (هاسه مجموعه داده )آموزش، تست و کل داده یبرا یدقت مدل شبکه عصب . نتایج3جدول

MAPE (%) RMSE 2R  

 آموزش ۸1/0 167/1 05/20
 تست 79/0 259/1 97/26
 هاکل داده ۸0/0 156/1 03/25

                                                                                                                                                                                
1 Multi-layer perceptron (MLP) 

y = 0.169x + 307.13

R² = 0.0021
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دهد که مدل در می نشان یعتوز ین. ا( 7)شکل اندشده یعصفر توز یکیخطاها در نزد یشترینبنشان داد شبکه  یخطا هیستوگرام
 یشده و واقع بینییشپ مربوط به مقادیرنمودار است.  ی نزدیکواقع یربه مقاد هابینییشپها خطای نزدیک به صفر داشته و بینیاکثر پیش

دهنده درجه نشان 45 یبها به خط شداده یکی. نزدنشان داده شده است ۸در شکل و کل داده  یاعتبارسنج ،مراحل آموزش، تست یبرا
( و کمبود 2ر از گردد، شرایط کمبود شدید )مقدار آهن کمتهمانطور که مشاهده می آهن فعال است. یرمقاد ینشبکه در تخم یدقت بالا

دهنده دقت اند که نشاندرجه منطبق شده 45بینی شده با تقریب خوبی بر روی خط ( مقادیر واقعی و مقادیر پیش4تا  2متوسط )مقادیر بین 
 بالای مدل در تشخیص میزان آهن در شرایط کمبود است.

 
 نمودار هیستوگرام خطا .7شکل

 

  
 )الف( )ب(

  
 )ج( )د(

 هاهای تست د( کل دادههای اعتبارسنجی ج( دادههای آموزش ب( دادهدقت شبکه عصبی مصنوعی برای الف( داده. 8کل ش
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خطی شامل چهار ویژگی منتخب توسعه داده شد. نتایج مقایسه دو مدل چهارمتغیره برای ارزیابی منصفانه کارایی شبکه عصبی یک 
، مجذور میانگین 74/0 ضریب تعیینگردد، مدل خطی چند متغیره دارای نشان داده شده است. همانطور که مشاهده می 4مدل در جدول 

طی تک متغیره بخش قبل از دقت های خاست که در مقایسه با نتایج مدل 54/31و درصد میانگین خطای مطلق  326/1مربعات خطا 
بینی کنند. توانند آهن فعال را با دقت قابل قبولی پیشهای رنگی، میسازی خطی نشان داد که ویژگیمدلبالاتری برخوردار است. 

ی و های خط. مقایسه مدلداشتند آهن فعال بینیپیش رد های تک متغیرهنسبت به مدل های چند متغیره بهبود قابل توجهیترکیب
( 74/0های خطی )نسبت به مدل( ۸0/0بینی میزان آهن فعال، شبکه عصبی با دقت بالاتری )که در پیش دهدمیهای عصبی نشان شبکه

های رنگی و مقدار آهن توانایی بالای شبکه عصبی در شناسایی روابط غیرخطی و پیچیده بین ویژگی نشان دهندهاین نتایج  .کندعمل می
نیز نشان  توسط مدل سازی خطی و شبکه عصبی شده آهن فعالبینینمودارهای همبستگی بین مقادیر واقعی و پیش. استها فعال در برگ

 .(9شتند )شکلتر بوده و خطای کمتری داهای واقعی نزدیکشده توسط شبکه عصبی به دادهبینیهای پیشداد که داده

 

 مقایسه مدل سازی خطی و شبکه عصبی مصنوعی -4جدول

MAPE (%) RMSE R2 هامدل  

03/25  156/1  ۸0/0  مدل شبکه عصبی 

54/31  326/1  74/0 سازی خطیمدل   

 

  

 ب( الف(
 الف( شبکه عصبی )ب( رگرسیون خطی ) سازیدو نوع مدل نتایج. مقایسه 9شکل 

 و پیشنهادها  گیرینتیجه

بین  های رگرسیون خطیدر مدلانجام گرفت.  شبکه عصبی و پردازش تصویر ده ازاتفاس باسیب درختان با هدف تخمین آهن  تحقیقاین 

ضریب  آهن فعال نشان داد که مدل با نتایج مدل رگرسیون خطی چند متغیره های رنگی هیچ همبستگی مشاهده نشد.آهن کل و ویژگی
قادر است با مدل توسعه داده شده نشان داد که بی مدل شبکه عص بینی کند. نتایجتواند میزان آهن موجود در برگ را پیشمی 74/0تعیین 

 خروجی یک و پنهان لایه در نورون 25 ورودی، 4لایه با  2در این پژوهش از شبکه عصبی  بزند. تخمین را برگ میزان آهن ۸0/0 دقت
 و 17/1 ترتیب برابر بابه  RMSE مقادیر(، همراه با 0.79( و آزمون )0.۸1های آموزش )در داده R² آمده برایدست. مقادیر بهشد استفاده

نتایج بدست آمده نشان داد که  .است نشدهشیآزما طیآن در برآورد آهن فعال در شرا ییمدل و توانا قابل قبولدهنده عملکرد ، نشان26/1
گیری ان و در دسترس برای اندازهتواند به عنوان ابزاری آسان، ارزدر محصول سیب نیز از کارایی لازم برخوردار است و میپیشنهادی  روش

افزارهای موبایلی جهت تخمین و تشخیص کمبود آهن در در نهایت، طراحی نرمآهن فعال موجود در برگ گیاه مورد استفاده قرار گیرد. 

R² = 0.745

0

2

4

6

8

10

12

0 2 4 6 8 10 12 14

Target



  پژوهشی( -)علمی  1405، خرداد 3، شماره 57، دوره تحقیقات آب و خاک ایران 764

 تواند گامی موثر در جهت افزایش کارایی و دسترسی به این روش باشد.مقیاس مزرعه می

 ملاحظات اخلاقی

 حامی مالی

 .هزینه یا حمایت مالی مشخصی از سوی نهادهای دولتی، تجاری یا غیرانتفاعی دریافت نکرده استگونه کمکپژوهش هیچ این

 مشارکت نویسندگان

طراحی پژوهش: ابراهیم سپهر و آیدین ایمانی، انجام محاسبات نرم افزاری: آیدین ایمانی،  بررسی و کنترل نتایج: ابراهیم سپهر و آیدین 
ها: حجت صادقی و آیدین ایمانی ، تامین ها: حجت صادقی و آیدین ایمانی، انجام آزمایش و گردآوری دادهسازی نمونهتهیه و آمادهایمانی، 

ها: ابراهیم سپهر و حجت صادقی، تحلیل منابع: ابراهیم سپهر، نظارت بر مراحل انجام پژوهش: ابراهیم سپهر، تجزیه و تحلیل آماری داده
ات و نتایج: ابراهیم سپهر، حجت صادقی و آیدین ایمانی ، تهیه پیشنویس مقاله: حجت صادقی و آیدین ایمانی، اصلاح، و تفسیر اطلاع
 ها و جداول: حجت صادقی و آیدین ایمانیسازی مقاله: ابراهیم سپهر و آیدین ایمانی، شکلبازبینی و نهایی

 نوعی در فرایند نگارشهای مبتنی بر هوش مصاعلامیه هوش مصنوعی مولد و فناوری

 .اندکنند که از هوش مصنوعی مولد در مراحل نگارش مقاله استفاده نکردهنویسندگان اعلام می

 هابیانیه دسترسی به داده

 هایی پژوهش حاضر از طریق درخواست از نویسندگان قابل دسترسی است.داده

 سپاسگزاری

 شود.مایت مالی و حمایت معنوی در اجرای پژوهش حاضر سپاسگزاری میاز معاونت محترم پژوهشی دانشگاه ارومیه به خاطر ح

 تعارض منافع

 .گونه تعارض منافعی وجود نداردکنند که هیچنویسندگان اعلام می
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