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 چکیده

. شودیم دهیسنج (Q10)ییدما تیحساس بیبه دما که با ضر یکروبیتنفس م تیحساس قیاز طر ژهیوبه ؛دارد خاک عملکرد بر یاگسترده اثرات میاقل رییتغ
 ۳۳۲ مربوط به یهاداده از مطالعه نیا در.شد انجام نیماش یریادگی یهاتمیالگور ییکارا یابیارز و بیضر نیا بر مؤثر عوامل ییشناسا هدف با پژوهش نیا

 ،یشامل جنگل تصادف تمی. شش الگوردیگرد یبندطبقه ادیدر سه سطح کم، متوسط و ز ییدما تیحساس بیشد و ضر استفادهکشور جهان  ۲۹نمونه خاک از 

 یهاشاخصها با عملکرد مدل کار گرفته شدندبه هیچندلا یو شبکه عصب یانیگراد تیتقو ک،یلجست ونیرگرس ،یگیهمسا نیترکینزد بان،یبردار پشت نیماش

 نیبالاتر یتصادف جنگل داد نشان جینتا. شد سهیمقا(PRC)یبازخوان–دقت یمنحن ریو سطح ز(ROC)رندهیگ عملکرد مشخصه یمنحن ریدقت، سطح ز
 هامدل ریبر سا 0۹60/0 ± 75۳0/0برابر با PRCو مقدار 080/0 ± 8150/0 برابر با ROC، مقدار1170/0 ± 0/ که با دقت یاگونهداشته است؛ به را ییکارا
 ی، غنازاز گلوک ینشان داد تنفس ناش لیتحل نیا. شد استفاده ریپذحیتوض یمصنوع هوش کردیعنوان روبه SHAPروش از جینتا ریتفس یبرا. داشت یبرتر
 و یخاک یهایژگیو یبیترک نقش از روشن یریتصو ارائه با هاافتهی نی. ادهستند ییدما تیحساس بیعوامل مؤثر بر ضر نیترخاک مهم یو شور یقارچ

 دهندیم نشان یجهان شیگرما به خاک پاسخ لیتحل در را ریپذحیتوض یهاروش و نیماش یریادگی یهاتمیالگور توان ،یکروبیم

 
 پذیرهوش مصنوعی توضیح ،میاقل رییتغ ،جامعه میکروبی خاک ،نیادگیری ماشی ا:هکلیدواژه

 

The Impact of Climate Change on Soil Health: Analyzing Microbiome 

Response to Warming Using Machine Learning Models 

 

ABSTRACT 

Climate change has extensive effects on soil functioning, particularly through the temperature sensitivity of microbial respiration, 

which is measured by the temperature sensitivity coefficient (Q10). This study aimed to identify the factors influencing this 

coefficient and to evaluate the performance of machine learning algorithms. Data from 332 soil samples collected across 29 

countries were used, and the temperature sensitivity coefficient was classified into three levels: low, medium, and high. Six 

algorithms—including Random Forest, Support Vector Machine, K-Nearest Neighbors, Logistic Regression, Gradient Boosting, 

and Multilayer Perceptron—were applied. Model performance was compared using accuracy, the area under the Receiver Operating 

Characteristic curve (ROC), and the area under the Precision–Recall curve (PRC). The results indicated that Random Forest had 

the highest performance, achieving an accuracy of 0.1170 ± 0, ROC of 0.8150 ± 0.080, and PRC of 0.7530 ± 0.096, outperforming 

the other models. The SHAP method was employed for interpreting the results as an explainable AI approach. This analysis revealed 

that glucose-induced respiration, fungal richness, and soil salinity were the most influential factors affecting the temperature 

sensitivity coefficient. These findings provide a clear picture of the combined role of soil and microbial features and demonstrate 
the potential of machine learning algorithms and explainable methods in analyzing soil responses to global warming.

Keywords: Climate change, Explainable Artificial Intelligence (XAI), Machine learning, Soil microbial community 

 

 



 

 

EXTENDED ABSTRACT 

 

Introduction: 

Climate change is having profound effects on soil health and its functioning, particularly by influencing microbial respiration 

and enhancing carbon release through rising temperatures. The Q10 index, which indicates the temperature sensitivity of 

respiration, is a crucial metric for understanding soil carbon dynamics in the context of global warming. This study leverages 

machine learning models and explainable AI (using SHAP) to predict Q10 values based on a combination of biological, chemical, 

and physical soil properties. By employing a three-level classification system for Q10, the study offers a more nuanced perspective 

on microbial response and delivers interpretable insights into soil-climate interactions. 

 

Objective(s): 

The objective of this study was to predict microbial Q10 temperature sensitivity using various machine learning algorithms, 

incorporating biological, chemical, and physical soil data. Additionally, the research aims to pinpoint the most influential factors 

impacting Q10 through interpretable AI methods such as SHAP, thereby improving our understanding of soil carbon behavior in 

response to climate change. 

 

Methods: 

This research utilized a dataset containing soil biological, chemical, and physical property data to classify microbial Q10 

values into three sensitivity levels. Multiple machine learning models, including Random Forest, XGBoost, SVM, and MLP, were 

applied, with class imbalance addressed using resampling techniques like SMOTE, SMOTEENN, and ADASYN. Model 

performance was assessed using precision, recall, and F1-score, leveraging nested cross-validation. SHAP analysis was conducted 

to interpret feature importance and model decisions. 

 

Results: 

Ensemble models, particularly Extra Trees, Random Forest, and XGBoost, outperformed other models in accuracy and AUC. 

Extra Trees achieved the best results, with an accuracy of 0.653 ± 0.117, AUROC of 0.815 ± 0.080, and AUPRC of 0.753 ± 0.096. 

Decision Tree and KNN performed the weakest. Feature importance analysis, both embedded and SHAP, highlighted microbial 

traits such as Bacteria_Positive and Mean_Glucose as key predictors. SHAP plots also revealed threshold effects for chemical 

features like SOC and Alkane. Statistical tests confirmed the superiority of ensemble models over simpler approaches (p < 0.05). 

 

Conclusions: 

This research employs machine learning and explainable AI to identify critical factors affecting Q10 in soils. Key microbial 

traits, including Bacteria_Positive and Mean_Glucose, and chemical features like SOC and Alkane, were found to be influential. 

SHAP analysis provided transparency in model predictions, uncovering complex relationships between soil properties and 

microbial respiration. These insights can inform soil management practices and climate adaptation strategies. Future research could 

focus on incorporating physical and hydraulic soil properties to refine Q10 predictions for specific ecological conditions. 
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 مقدمه 

 های طبیعی و انسانیکه پیامدهای عمیقی بر اکوسیستم رودیبه شمار مویکم های اساسی قرن بیستیکی از چالش میاقلرییتغ

گیرد. تأثیر گرمایش جهانی قرار میتحت مایمستق زیست،ترین اجزای محیطعنوان یکی از مهم. در این میان، خاک بهگذاردیم یبرجا

های فیزیکی، شیمیایی و زیستی خاک را دگرگون ساخته و عملکردهای تواند ویژگیمی میاقل رییتغافزایش دما و نوسانات بارشی ناشی از 

 . (Allen et al., 2011; Lal, 2011) کلیدی آن مانند چرخه کربن را تغییر دهد

شی بنیادین های بیوژئوشیمیایی مانند چرخه کربن نقها، در چرخهها و سایر میکروارگانیسمها، قارچمیکروبیوم خاک، شامل باکتری

ای ها، تنفس میکروبی است که طی آن مواد آلی اکسید شده و گازهای گلخانهکنند. یکی از فرآیندهای اصلی این میکروارگانیسمایفا می

عنوان معیاری برای سنجش به )10Q( ییدما تیحساس بیضرتأثیر دما قرار دارد و  شود. این فرآیند تحتآزاد می 2CO همچون

های های اخیر، روشدر سال. (Patil and Lamnganbi, 2018; Haaf et al., 2021)رود می کاربه گرمایش بهنسبت پذیری آن واکنش

 کارگیریاند. بهگرفتهای مورد توجه قرار طور فزایندهبعدی به های پیچیده و چندتحلیل داده برای (Machine Learning) یادگیری ماشین

تر ، به درک عمیق(Explainable Artificial Intelligence; XAI) ها در ترکیب با ابزارهای هوش مصنوعی قابل توضیحاین روش

ی افراط ریمقادهای پیشین فقط بر ها، بسیاری از پژوهشکند. با وجود این پیشرفتالگوهای واکنش خاک در برابر گرمایش کمک می

 .اندهای میانی را نادیده گرفتهو داده کردهتمرکز  ییدما تیحاس بیضر



 

 

 یریپذواکنش یابیارزکلیدی برای  یشاخصای دارد و سازی چرخه کربن خاک کاربرد گستردهدر مدل ییدما تیحساس بیضر

دهد. دهد که چگونه افزایش دما نرخ تنفس میکروبی را تغییر مینشان می بیضر نی. اشودیم محسوب دما به نسبت یکروبیم تنفس

دما، رطوبت، ترکیب جامعه میکروبی، همچون ای تابعی از عوامل پیچیده ضریب حساسیت دمایی اند کههبیان کردمطالعات نظری 

 Winkler et al., 1996; Mahecha) .است C:N و نسبتکربن آلی خاک ،  pHهای فیزیکوشیمیایی خاک نظیرکیفیت مواد آلی و ویژگی

et al., 2010)  

رابطه  ،رهوش مصنوعی توضیح پذی هایاز یادگیری ماشین و روشاستفاده با  (Saez-Sandino et al., 2023) یجدید در مطالعه

ضریب  های بالا و پایینهای مربوط به دهکداده در این پژوهش. دشبررسی  ضریب حساسیت دماییبی و های میکرومیان ویژگی

را کاهش پذیری آن دقت مدل را افزایش داد، اما توان تعمیم رویکردد. گرچه این گردیهای میانی حذف و داده حفظ  حساسیت دمایی

 .که ساختار میکروبی یکی از عوامل اصلی در واکنش خاک به گرمایش است نشان دادد. این مطالعه دا

 (برای مثال، .اندهبررسی کرد گوناگوندر شرایط اقلیمی و زیستی  را ضریب حساسیت دماینیز های تجربی متعددی پژوهش

(Haaf et al.,2021 فعالیت بالاتر میکروبی بیشتر است.  دلیلبهدر مناطق مرطوب  ضریب حساسیت دمایی کهند گزارش کرد

ترین مهماز و دمای سالانه  pH ، SOCسایت اروپایی نشان دادند که عواملی مانند ۹0با مطالعه بر   (Meyer et al., 2018)همچنین

را در  ضریب حساسیت دمایی های آند پرو افزایشدر جنگلNottingham et al., 2015) ) .هستندضریب این  کنندهمتغیرهای تعیین

ای در مطالعه درMahecha et al., 2010)  ( افزون بر این، .عنوان سازوکار تطبیقی جوامع میکروبی تفسیر کردندارتفاعات بالاتر به

 .را گزارش کردند ضریب حساسیت دمایی مقیاس جهانی، نوعی همگرایی در

های بررسی کرده و نشان دادند که مدیریت ضریب حساسیت دمایی کاربری زمین را بر راث Tong et al., 2021))  رگید پژوهشیدر 

برداری کردند که فصل نمونه تأکید (Yang et al., 2022) میکروبی و حساسیت آن را به گرما تغییر دهد. همچنینتواند ترکیب مختلف می

 روند. به شمار میضریب این  ها، از عوامل کلیدی در تبیین تغییرپذیریهای زیستی میکروبو استراتژی

 یکروبینشان دادند که جامعه م (Crowther et al. 2019) نمونه، عنوانبه .اندداده گسترش را موضوع نیا زین دتریمطالعات جد

 هاجنگل در ییدما تیحساس که کردند گزارش زین. (Ahrens et al. 2020) است کربن چرخه در یاصل یهاکنندهنییتع از یکی یجهان

 کنشبرهم که کردند دیتأک  (Xu et al. 2021)ن،یا بر افزون. دارد قرار خاک ییایمیش یهایژگیو و یکروبیم تنوع ریتأث تحت شدتبه

 .کندایفا می ی ضریب حساسیت دماییریرپذییتغ در یاساس نقش ،یستیز و یکیزیف ،ییایمیش عوامل همزمان

های پیشین تنها بر مقادیر بسیاری از پژوهشنخست، مانده است.  برجایخلأ علمی مهم  ینچند همچنانبا وجود این شواهد، 

تر بینانهواقع یها برای ترسیم تصویراند، در حالی که این دادههای میانی نادیده گرفتهتمرکز کرده و داده حساسیت دماییضریب  افراطی

اند، زیستی یا شیمیایی ـپرداختهی ها، بیشتر مطالعات صرفاً به بررسی یک دسته از ویژگیدوماند. از واکنش خاک به گرمایش ضروری

ها ، اغلب پژوهشسومیی تنفس میکروبی حاصل تعامل پیچیده میان عوامل زیستی، شیمیایی و فیزیکی است. در حالی که حساسیت دما

پذیر نیست. این خلأها سادگی به سطح جهانی تعمیماند و نتایج آنها بههای خاص انجام شدهای یا اکوسیستمهای منطقهدر مقیاس

سرعت در و در شرایطی که گرمایش جهانی به ؛ همچنان ناقص باقی بماند یضریب حساسیت دمای موجب شده شناخت ما از دینامیک

های اقلیمی به همراه داشته بینی چرخه کربن جهانی و تدوین سیاستتواند پیامدهای جدی برای پیشمیاین کاستی حال تشدید است، 

 .باشد



 

 

 تحقق یبرا. است ادیسطح کم، متوسط و زدر سه  ییدما تیحساس بیضر ینیبشیپژوهش حاضر پ یاساس، هدف اصل نیبر هم

اند تا علاوه بر کار گرفته شدهبه  (XAI) ریپذحیتوض یمصنوع هوش یهاروش با بیترک در نیماش یریادگی یهاتمیالگور هدف، نیا

های زیستی )مانند تنوع میکروبی و تنفس در این چارچوب، داده .شود فراهم زین مؤثر عوامل نقش در تیشفاف ،ینیبشیپ دقت شیافزا

طور همزمان وارد مدل شدند تا اثرات و فیزیکی )مانند رطوبت و بافت خاک( به (SOC و pH مانند) شیمیاییهای دادهالقاشده با گلوکز(، 

. دگردیعتبارسنجی متقابل تودرتو ارزیابی و مقایسه . همچنین، عملکرد چندین الگوریتم مختلف با استفاده از ادشوترکیبی آنها آشکار 

 کردیرو نیاکار گرفته شد. ای بهسازی سهم هر متغیر و کشف روابط خطی، غیرخطی و آستانهبرای شفاف SHAP افزون بر این، تحلیل

 ییدما تیحساس بیضر کینامید از تریکاربرد و رتریپذمیتعم یریتصو تواندیم و دهدا وششپ را نیشیپ مطالعات یعلم شکاف جامع،

 .دهد ارائه یجهان اسیدر مق

 

 شناسی پژوهشروش

 هاداده یگردآور

های شامل نمونه . این پایگاه دانلود شده استFigshare ، از پایگاه داده عمومی  (1جدول ) پژوهشدر این  های مورد مطالعهویژگی

های خاک در سراسر جهان و هوایی و ویژگیآب متنوعو نمای کلی از شرایط  (Saez-Sandino et al., 2023)کشور است  ۲۹ خاک از

 .دهندارائه می

 

 متغیرهای ورودی مورد استفاده در تحلیل .1جدول 

 نام ویژگی معادل فارسی دواح

 Longitude_c جغرافیایی طول -

 Forest جنگلی پوشش وجود -

 MAP_wc2 سالانه بارندگی میانگین مترمیلی

 MAT_wc2 سالانه دمای میانگین گرادسانتی
 Plant_richness گیاهی هایگونه تعداد -

- 
 خاک در که گیاهانی پوشش نسبت

 اندکرده نفوذ
Plant_cov_er_v3 

- pH خاک Soil_pH 
 Soil_salinity خاک الکتریکی هدایت زیمنس بر متردسی

 Fine_texture خاک در سیلت و رس خاک گرم صد  در گرم

 Soil_P خاک کل فسفر گرم فسفر در کیلوگرم خاک خشکمیلی
 Soil_CN کل نیتروژن به کل آلی کربن نسبت -

 SOC خاک آلی کربن گرم کربن در کیلوگرم خاک
 MAOC/POC_Ratio  معدنیبه کربن آلی کربن نسبت -

 Aromatic آروماتیک ترکیبات درصد

 Alkanes هاآلکان درصد

 Polysaccharide ساکاریدهاپلی درصد

 Amide آمیدها درصد



 

 

کربن در هر -اکسیددیمیکروگرم کربن
 گرم خاک در ساعت

 Mean_Glucose گلوکز توسط القاشده خاک تنفس

 Richness_bacteria هاباکتری غنای شدهنرمال OTU تعداد
 Richness_fungi هاقارچ غنای شدهنرمال OTU تعداد
 Richness_protist هاپروتیست غنای شدهنرمال OTU تعداد

 درصد
باکتری دارای  هایگونه استاندارد

 Q10ارتباط منفی با 
Bacteria_Negative 

 درصد
دارای ارتباط  قارچی هایگونه استاندارد

 Q10منفی با 
Fungi_Negative 

 درصد
دارای  پروتیستی هایگونه استاندارد

 Q10ارتباط منفی با 
Protists_Negative 

 درصد
دارای  باکتریایی هایگونه استاندارد

 Q10ارتباط منفی با 
Bacteria_Positive 

 درصد
دارای ارتباط  قارچی هایگونه استاندارد

 Q10منفی با 
Fungi_Positive 

 درصد
دارای  پروتیستی هایگونه استاندارد

 Q10ارتباط منفی با 
Protists_Positive 

، انواع مختلف گرادسانتی ۳0تا  -7میانگین دمای سالانه در محدوده  از جمله ؛از عوامل محیطی ی گستردهشامل طیف مجموعه داده

متفاوت شناسایی شد که  هایبا ماهیت یژگیو ۲7خاک است. برای هر نمونه خاک، صوصیات شیمیایی و فیزکی خپوشش گیاهی و 

ضریب حساسیت دهد. هر نمونه خاک با مقدار عوامل محیطی، میکروبیوتای خاک، مقاومت بیوشیمیایی، کمیت بستر را پوشش می

جدول سازماندهی یک ارائه می دهد. این اطلاعات در قالب  ایشبه گرمنسبت حساسیت تنفسی خاک از  یریتصو و همراه است دمایی

پژوهش  نیا یها)داده خاک استهای ی از ویژگیو هر ستون نشان دهنده یک صیک نمونه خابیانگر هر ردیف ای که گونهبه ؛اندشده

(، و شیمیایی عوامل محیطی شامل متغیرهای خاک )خصوصیات فیزیکی در دسترس هستند(. Figshare گاهیپا قیصورت آزاد از طربه

، طول جغرافیایی، وجود جنگل، مشخصبه طور  ند.محل نمونه برداریجغرافیایی کاربری اراضی، متغیرهای هواشناسی و موقعیت 

، خاک سیلتو  ، هدایت الکتریکی، درصد رسpHپوشش گیاهی، نوع میانگین بارندگی سالانه، میانگین دمای سالانه ، غنای گیاهی، 

های شاخص. (Nottingham et al., 2015)گیرند در این دسته قرار می (ساس کربن آلی و نیتروژن کلبر ا) C:Nفسفر کل خاک و نسبت 

و نسبت کربن  خاکمقاومت بیوشیمیایی شامل درصد آروماتیک، آلکان، پلی ساکارید و آمید است. مواد معدنی شامل نسبت کربن آلی 

نیز شامل میانگین تنفس خاک ناشی از گلوکز  (Winkler et al., 1996)میکروبیوم خاک های داده. همچنین شودمی به کربن معدنیآلی 

های پروتیست ها است. در نهایت در این مطالعه نسبتو  ، غنای باکتری ها، قارچ ها(به عنوان شاخص کل زیست توده میکروبی)

دارای ارتباط مثبت و منفی هستند نیز اندازه   سیت دماییضریب حساپروتیست که با  و باکتریایی، قارچی هایهاستاندارد شده از گون

و  ییدما تیحساس بیضر بر گوناگون یرهایمتغ اثر جامع یبررس امکان هاشاخص از متنوع مجموعه نیا بیترک .استهگیری شد

 .سازدیم فراهم را آن بر مؤثر یدیعوامل کل ییشناسا

 هاداده پردازششیپ

تا از شدند های خاک بازبینی قرار زیستی، فیزیکی، شیمیایی و اقلیمی نمونه متغیرهایهای خام شامل در گام نخست، داده

تر، بینانهمیانی و دستیابی به مدلی واقع هایدادهپرهیز از حذف  برای. اطمینان حاصل شود گمشدههای پرت یا یکپارچگی و نبود داده

 پژوهش نیا سندگانیتوسط نو(  Saez-Sandino et al., 2023؛یشده از پایگاه داده عمومدریافت) حساسیت دماییضریب  مقادیر اولیه



 

 

 یکروبیم پاسخ از تریپیوسته لیتحل امکان کلاسهسه یبنددسته نیی مجزا تقسیم شدند. ابه سه دسته 66و  ۳۳های بر اساس صدک

 (Steyerberg, 2019; Ibrahimi et al., 2023) .ساخت  فراهم شیگرما بهخاک 

 

 نیماش یریادگی یهاتمیالگور

 استفاده نیماش یریادگی یهاتمیاز الگور یاعوامل مؤثر، از مجموعه ییو شناسا ییدما تیحساس بیضر ریمقاد ینیبشیپ یبرا

اند. با ابعاد بالا شناخته شده ییاثربخشی در فضاهابندهای قدرتمندی هستند که به دلیل طبقه (SVM) بانیپشت بردار یهانیماش. شد

های مختلف با ابعاد بالا برای جداسازی کلاس ها را در یک فضاای از ابرصفحهیک ابرصفحه یا مجموعه های بردار پشتیبانماشین.

ای، تابع پایه شعاعی و سیگموید( های مختلف )خطی، چندجملهبا استفاده از هسته این مدل. (Cortes and Vapnik 1995)  کندایجاد می

 :بررسی شدسازی عملکرد مدل سازی مختلف برای بهینهو پارامترهای منظم

• C ∈ {1.0, 0.1, 0.01, 0.5} 

• kernel ∈ {‘linear’, ‘poly’, ‘rbf’, ‘sigmoid’} 

 

بندی است. این الگوریتم یک یک روش غیرپارامتریک برای طبقه (K-Nearest Neighbors) یگیهمسا نیترکینزد الگوریتم

. عملکرد مدل را با استفاده از تعداد مختلفی Guo et al., 2003)) کندبندی مینقطه داده را بر اساس اکثریت کلاس همسایگان آن طبقه

 :شدگذاری ارزیابی از همسایگان، معیارهای فاصله و توابع وزن

• n_neighbors ∈ {3, 5, 7, 9, 11} 

• weights ∈ {‘uniform’, ‘distance’} 

• metric ∈ {‘euclidean’, ‘manhattan’} 

 

ها شود و احتمال تعلق یک نمونه به هر یک از کلاسبندی استفاده مییک مدل خطی است که برای طبقه کیلجست ونیرگرس

مورد بررسی قرار گرفتند. علاوه بر این،  ElasticNet و L1، L2 ها از جملهجریمهکند. در این تحقیق، انواع مختلف بینی میرا پیش

 .(LaValley 2008) نیز به دقت تنظیم شدند solvers و انواع C پارامتر

• penalty ∈ {‘l1’, ‘l2’, ‘elasticnet’} 

• C ∈ {1.0, 0.1, 0.01, 0.5} 

• solver ∈ {‘lbfgs’, ‘liblinear’, ‘saga’} 

 

کار بندی و رگرسیون بهشده غیرپارامتریک است که برای انجام وظایف طبقهیک تکنیک یادگیری نظارت میدرخت تصممدل 

گیری ساده از بینی مقدار یک متغیر هدف با استخراج قوانین تصمیم. هدف این مدل، پیش(Swain and Hauska 1977) رودمی



 

 

های داخلی ها، گرهمانند است که شامل گره ریشه، شاخهمراتبی و درختصورت سلسلههای داده است. ساختار درخت تصمیم به ویژگی

 :شود. هایپرپارامترهای درخت تصمیم با استفاده از گرید جستجو تنظیم شدندها میو برگ

• max_depth ∈ {None, 3, 5, 7, 9}, 

• criterion ∈ {‘gini’, ‘entropy’, ‘log_loss’}. 

 

کند تا یک مدل های فردی مختلف را ترکیب میی جنگل تصادفی یک الگوریتم یادگیری ماشین است که مدلبندالگوریتم طبقه

های تصمیم ساخته شده است. هر درخت تصمیم با استفاده از یک ای از درختتر ایجاد کند. جنگل تصادفی از مجموعهتر و دقیققوی

استفاده  "استرپینگبوت"شود. این الگوریتم از تکنیکی به نام ها ساخته میژگیهای آموزشی و انتخاب تصادفی ویزیرمجموعه از داده

کند. هر زیرمجموعه برای آموزش های آموزشی ایجاد میبرداری با جایگزینی، چندین زیرمجموعه تصادفی از دادهکند که با نمونهمی

ها برای در هر گره از درخت تصمیم، به جای در نظر گرفتن همه ویژگی Breiman 2001)) شود.یک درخت تصمیم جداگانه استفاده می

ها کند. این کار به کاهش همبستگی بین درختها را انتخاب میطور تصادفی یک زیرمجموعه از ویژگیانجام تقسیم، جنگل تصادفی به

کند که باعث کاهش چندین درخت را ترکیب می هایبینیکند. جنگل تصادفی پیشها کمک میو کاهش حساسیت آنها به نویز در داده

 :شودپذیری میبرازش و بهبود عملکرد تعمیمبیش

• n_estimators ∈ {100, 200} 

• max_depth ∈ {None, 5, 10} 

 

رود. این الگوریتم کار میبندی بهیک الگوریتم یادگیری ماشین ترکیبی است که برای وظایف طبقه یفوق تصادف یهادرختمدل 

کند. مانند سازی استفاده میکند و برای بهبود عملکرد و کاهش واریانس، از تصادفیهای مبتنی بر درخت تصمیم استفاده میاز روش

های سازد. هر درخت بر روی یک زیرمجموعه تصادفی از دادهرختان تصمیم میای از دمجموعهاین مدل های ترکیبی، دیگر الگوریتم

های سازی گرهتصادفی با استفاده ازکند. های تصادفی استفاده میها از انتخاب ویژگیشود و برای تقسیم گرهآموزشی آموزش داده می

نسبت به درختان  حساسیت کمتریبرازش در برابر بیشصادفی های فوق تدرخت ها،های تصادفی از دادهتقسیم و استفاده از زیرمجموعه

قادر این مدل   .کندها دارای نویز یا واریانس بالایی هستند، بسیار مفید می. این ویژگی آن را در شرایطی که دادهدارند تصمیم سنتی

. ((Geurts et al., 2006 ئل پیچیده مناسب استخوبی برای مساطور مؤثر پردازش کند و بههایی با تعداد زیادی ویژگی را بهاست داده

 :کندها به ارزیابی اهمیت هر ویژگی در مدل کمک میدر نهایت، فرآیند انتخاب ویژگی در حین ساخت درخت

• n_estimators ∈ {100, 200} 

• max_depth ∈ {None, 10, 20} 

• min_samples_split ∈ {2, 5, 10} 

• criterion ∈ {'gini', 'entropy'} 

 

شود که می به عنوان یک الگوریتم یادگیری ماشین پرکاربرد شناخته (Extreme Gradient Boosting) شده تیتقو انیگراد لمد

کاوی و یادگیری های دادهاش در انجام رقابترود. این الگوریتم به دلیل توانمندیبندی به کار میبرای حل مسائل رگرسیون و طبقه

های دهد. ویژگیهای داده از خود نشان میهای مختلف مسائل و مجموعهای را در زمینهماشین شهرت دارد و عملکرد برجسته



 

 

 Chen and) کندها ضروری میآن را برای پردازش حجم زیادی از داده گرادیان تقویت شده پذیریمقیاس پذیری وانعطاف

Guestrin,2016) ،های افزایشیهایی نسبت به الگوریتمپیشرفت گرادیان تقویت شده. به عنوان یک روش یادگیری تجمیعی 

(Gradient Boosting) گرادیان مدل بینی نهایی سهیم است، ای از درختان تصمیم، که هر درخت در پیشدارد. با ساختن مجموعه

است  این مدلهای داخلیاز ویژگی (cross-validation) کند. قابلیت ارزیابی متقابل داخلیبینی مدل را تقویت میتوان پیش تقویت شده

که  گرادیان تقویت شده کند تا عملکرد بهینه حاصل شود. علاوه بر این، روش تجمیعیمیکه به ارزیابی مدل و تنظیم پارامترها کمک 

 Aydın) آوردهای دیگر به ارمغان میبینی بالاتری نسبت به بسیاری از الگوریتمکنند، دقت پیشها اشتباهات یکدیگر را اصلاح میمدل

et al., 2023)سازیهای منظم. همچنین، استفاده از تکنیک (regularization) کند، به طوری کمک می برازشبیش به مقابله با چالش

 :های جدید سازگار شودتواند به دادهکه مدل می

• max_depth ∈ {None, 3, 5, 7, 9} 

• n_estimators ∈ {50, 100, 150, 200, 250} 

 

های یادگیری در این مطالعه استفاده شد، مدلکه  Multi-layer Perceptron (MLP) با ساختار (ANN) یمصنوع یعصب یهاشبکه

ها شامل لایه های متوالی نورونها از لایهسازی روابط پیچیده غیرخطی بین متغیرها را دارند. این شبکهعمیقی هستند که توانایی مدل

های لایه بعدی متصل با نورون سازیها و تابع فعالاند. هر نورون از طریق وزنهای پنهان و لایه خروجی تشکیل شدهورودی، لایه

خاک به کار رفت.  ییدما تیحساس بیضرر بینی مقادیکننده غیرخطی برای پیشبندیعنوان طبقهبه هیچندلا یعصب شبکهمدل  .است

سازی های ورودی با استفاده از استانداردسازی و نرمالها حساس هستند، ویژگیهای عصبی به مقیاس ویژگیاز آنجا که شبکه

ها، تعداد برازش و بهبود عملکرد، تنظیم دقیق پارامترهایی همچون تعداد نورونبندی شدند. همچنین، برای جلوگیری از بیشمقیاس

های عصبی پس از تنظیم مطابق با مطالعات پیشین، شبکه .((Novielli et al., 2024 سازی و نرخ یادگیری انجام شدها، تابع فعاللایه

 :بندی چندکلاسه عملکرد رقابتی و قابل توجهی داشته باشنددر مسائل طبقه توانندبهینه، می

• hidden_layer_sizes ∈ {(50,), (100,), (50, 50), (100, 50)} 

• activation ∈ {'relu', 'tanh', 'logistic'} • solver ∈ {'adam', 'sgd', 'lbfgs'} • alpha ∈ {0.0001, 0.001, 0.01} 

• learning_rate ∈ {'constant', 'adaptive'} 

 

و  (K=10)بخش  10 با (nested cross-validation) برای اطمینان از پایداری و استحکام نتایج، یک روش اعتبارسنجی متقابل تودرتو

های یادگیری ماشین در حلقه داخلی اعتبارسنجی انجام گرفت. پس در این فرآیند، تنظیم پارامترهای مدل سازی شد.تکرار پیاده ۲0با 

سازی شده و جهت تأثیر آن ها شفافبینی کلاسمحاسبه گردید تا میزان تأثیر هر متغیر در پیش SHAP از انتخاب مدل بهینه، مقادیر

 .مشخص شود

 یبرا xgboost ،یسازمدل یبرا scikit-learn یهااز کتابخانه یریگو با بهره( 1۲.۳)نسخه  تونیپا طیدر مح هالیتحل یتمام

 میها، تنظمدل نیاز ا کیهر  یانجام گرفت. برا حیقابل توض یهوش مصنوع لیتحل یبرا shapو  یانیگراد تیتقو تمیالگور یسازادهیپ

 یدر درون حلقه اعتبارسنج  (GridSearchCV) مشبک یوجوشبکه جست با استفاده از (hyperparameter tuning) پارامترها قیدق

، StandardScaler  ،MinMaxScaler جمله از مختلف یهایبنداسیمق با هاداده مدل، عملکرد بهبود یبرا نیهمچن.انجام شد



 

 

RobustScaler ،MaxAbsScaler ،Normalizer ،PowerTransformer  و QuantileTransformer  یسازنرمال( نرمال عیتوز)با 

 .شود انتخاب یبنداسیمق نیبهتر تا شد انجام هامدل همه یبرا یبنداسیمق نیا. دندیگرد

 هامعیارهای ارزیابی عملکرد مدل

مهمی معیارهای ارزیابی ابزارهای  .دیگرد استفاده یبندطبقه استاندارد یارهایمع از ها،مدل نانیاطم تیقابل و دقت یابیمنظور ارزبه

این معیارها مقادیر کمی هستند که به ارزیابی  (.Ferrer, 2022) های یادگیری ماشین هستندبرای ارزیابی عملکرد و اثر بخشی مدل

(، مساحت زیر 1)رابطه  دقتشامل بندی ترین معیارهای ارزیابی در تحلیل طبقهکنند. رایجعملکرد مدل در یک وظیفه خاص کمک می

 (Precision-Recall)یادآوری -و مساحت زیر منحنی دقت (Receiver Operating Characteristic)گیرنده  عملیاتی منحنی مشخصه

 هستند. 

 

ACC (1رابطه  =
TP + TN

TP + FP + TN + FN
 

 

 

های نمونهتعداد  TN (True Negatives)، شدهبندیدرستی طبقههای مثبت بهتعداد نمونه TP (True Positives)در محاسبه دقت، 

 FN (Falseو  اندشدهبندیهای منفی که به اشتباه مثبت طبقهتعداد نمونه FP (False Positives)، شدهبندیدرستی طبقهمنفی به

Negatives) اندشدهبندیکه به اشتباه منفی طبقههستند های مثبت تعداد نمونه . 

بندی های طبقهکه برای سنجش اثربخشی مدل استابزارهای ارزیابی از  (ROC)گیرنده  عملیاتی مساحت زیر منحنی مشخصه

های واقعی( های واقعی( و ویژگی )منفییک نمایش گرافیکی از چگونگی تغییر حساسیت )مثبت ROC روند. منحنیکار میدودویی به

این . دهدمثبت و منفی توسط مدل را نشان میهای های مختلف است. در واقع، این منحنی تعادلی بین شناسایی دقیق نمونهدر آستانه

عملکرد عالی مدل را نشان  1مقداری نزدیک به  .کندکمی می ROC گیری مساحت زیر منحنیعملکرد کلی مدل را با اندازهپارامتر

یابی و مقایسه توانایی بندی تصادفی است. به طور خلاصه، این معیارها برای ارزدهنده طبقهنشان 0.5دهد، در حالی که مقدار حدود می

 .((Ozenne et al., 2015 های دودویی ضروری هستندبندی مدلطبقه

رابطه   PRC . منحنیاستبندی دودویی های طبقهارزیابی عملکرد مدلاز ابزارهای  (PRC)یادآوری -دقت مساحت زیر منحنی

دهد. دقت معیاری است گیری را نشان میمختلف تصمیم هایهای واقعی( و بازخوانی )حساسیت( مدل در آستانهبین دقت )نرخ مثبت

اند، چه میزان واقعاً مثبت هستند، در حالی که بازخوانی معیاری بندی شدهعنوان مثبت طبقههایی که بهدهد از تعداد نمونهکه نشان می

اند. درستی توسط مدل شناسایی شدهههای مثبت واقعی موجود در مجموعه داده، چه میزان بدهد از تعداد نمونهاست که نشان می

دهنده تر نشانشده از عملکرد مدل در رابطه با دقت و بازخوانی است. مساحت بزرگگیری تجمیعیک اندازه PRC مساحت زیر منحنی

  .(Wen et al., 2024) به مدل کاملاً درست اشاره دارد 1که حداکثر مساحت برابر با طوریعملکرد بهتر است، به

 شناسایی عوامل کلیدی با رویکرد هوش مصنوعی قابل توضیح



 

 

هوش .شد گرفته بهره حیتوض قابل یمصنوع هوش کردی، از روییدما تیحساس بیضر بر مؤثر یدیعوامل کل ییشناسا یبرا

کند میهای هوش مصنوعی مطرح است که اطمینان حاصل عنوان یک پیشرفت اساسی در سیستمبه (XAI) مصنوعی قابل توضیح

شود. استفاده می اهمیت ویژگیو  SHAP معمولاً هوش مصنوعی قابل توضیح . درها قابل درک و تفسیر باقی بمانندها برای انسانمدل

 SHAP مقدار .Lundberg and Novielli et al., 2024)) دهندهای ارزشمندی در مورد دلایل نتایج مدل ارائه میبینش SHAP مقادیر

 :شودزیر محاسبه می (۲)رابطه  های ممکن بر اساس فرمولبا تجمیع آن در تمام مجموعه xاز نمونه  jبرای ویژگی 

 

 (۲رابطه 
Φ𝑗(𝑥) = ∑

|F|! (|S|  −  |F|  −  1)!

|S|!

 

F⊆S−{j}

 [ fx(F ∪  j)  −  fx(F)] 

 

 

 S − (F ها در زیرمجموعهویژگیهای تعداد ترتیب !F ،F, (|S| − |F| − 1)ها در زیرمجموعه های ویژگیتعداد ترتیب !∣F∣، در اینجا

∪ {j})  و∣S∣! دار میان های معنیها و بررسی تفاوتدر انتها برای مقایسه دقت مدل. دهدها را نشان میهای ویژگیتعداد کل ترتیب

کمتر از  ANOVA آمده از آزموندستبه p-valueاستفاده شد. در صورتی که  (ANOVA) طرفهها، از آزمون تحلیل واریانس یکآن

 . شودها تایید میدار بین مدلباشد، تفاوت معنی 0.05

 

 نتایج

طور کلی ، بهشدههای فوق تصادفی، و تقویت گرادیان بهینهجنگل تصادفی، درخت ویژههای ترکیبی، بهکه مدل دادنتایج نشان 

مدل جنگل تصادفی بالاترین دقت مربوط به  (.۲جدول ) دارند هانسبت به سایر مدل PRCو  ROCدقت،   نظراز عملکرد بهتری 

و  64۲/0 ± 11۲/0هایشده به ترتیب دقتهای فوق تصادفی و تقویت گرادیان بهینهپس از آن مدل درخت بود،( 65۳/0 ± 117/0)

 ،SVM (148/0 ± 641/0) (،606/0 ± 088/0)درخت تصمیم های غیرترکیبی همچون مدلرا داشتند. در مقابل، 641/0 ± 105/0

KNN (1۳8/0 ± 58۹/0)  های همچنین کمترین دقت در شبکه تری داشتند.عملکرد ضعیف( 647/0 ± 0۹۳/0) رگرسیون لجستیکو

 مشاهده شد. (700/0 ± 100/0)عصبی 

 

 تکرار ۲0 با یامرحله 10متقاطع  یاعتبارسنج به روش نیماش یریادگی مدل هایعملکرد  نیانگیم .2جدول 

  مدل  ROC PRC دقت

 بانیپشت بردار نیماش 641/0 ± 1۳8/0 7۲۹/0 ± 0۹۹/0 807/0 ± 080/0 641/0 ± 1۳8/0

 یگیهمسا نیترکینزد 58۹/0 ± 1۳8/0 /67۲ ± 1۲۲/0 76۲/0 ± 10۲/0 58۹/0 ± 1۳8/0

 کیلجست ونیرگرس 647/0 ± 0۹۳/0 710/0 ± 08۲/0 80۲/0 ± 07۲/0 647/0 ± 0۹۳/0

 یجنگل تصادف 65۳/0 ± 117/0 75۳/0 ± 0۹6/0 815/0 ± 080/0 65۳/0 ± 117/0

 شدهنهیبه انیگراد تیتقو 641/0 ± 105/0 7۲۹/0 ± 0۹1/0 804/0 ± 06۹/0 641/0 ± 105/0



 

 

  مدل  ROC PRC دقت

  میتصم درخت 606/0 ± 088/0 618/0 ± 07۳/0 76۲/0 ± 058/0 606/0 ± 088/0

 یفوق تصادف یهادرخت 64۲/0 ± 11۲/0 778/0 ± 0۹6/0 8۳8/0 ± 071/0 64۲/0 ± 11۲/0

 هیچندلا یشبکه عصب 5۹4/0 ± 115/0 700/0 ± 100/0 781/0 ± 07۳/0 5۹4/0 ± 115/0

 

 ۲0ها با دادهبار تقسیم تصادفی  10های فوق تصادفی با استفاده از ( برای مدل درخت1شکل ) PRCو منحنی  ROCنمودار منحنی 
 MinMaxScalerبندی های فوق تصادفی با مقیاسبرای مدل درخت PRCو  ROCمقدار  .گردید رسمجهت ارزیابی عملکرد مدل  تکرار

بینی صحیح طبقات بر اساس دهنده توانایی بالای مدل در پیشنشانبود که  778/0 ± 0۹6/0 و 8۳8/0 ± 071/0 بابه ترتیب برابر 
 PRCو  ROC (0۹6/0 ± 75۳/0)های فوق تصادفی، مدل جنگل تصادفی بالاترین پس از مدل درخت .باشدمی Q10مقادیر مختلف 

( در درخت تصمیم 07۳/0 ± 618/0) PRC( در و کمترین 058/0 ± 76۲/0) ROCهمچنین کمترین داشت.  (815/0 ± 080/0)
 مشاهده شد. 

 

 

 . PRC (b)یادآوری -و منحنی دقت ROC (a) منحنی مشخصه عملیاتی گیرنده .1شکل 

 

با ساختن   SHAP مقادیر(. ۲رسم شد )شکل  SHAPو روش  شدهتقویت گرادیان بهینهها با استفاده از مدل نمودار اهمیت ویژگی

       ترین متغیرها از نظر الگوریتممهم لیتحل نیا درزنند. های ساده اطراف هر نمونه، اهمیت هر ویژگی را به طور محلی تخمین میمدل

SHAP  تنفس میکروبی ناشی از گلوکدر هر دو روش ویژگی  .شودها مشخص میبندی نمونهبرای طبقه( زMean_Glucose ) بیشترین

خاک، بافت  pHشامل تنفس القاشده با گلوکز، به ترتیب در مدل چهار ویژگی اصلی  داشت. ییدما تیحساس بیضرنقش را در تعیین 

بینی حساسیت دمایی های زیستی و شیمیایی نقش غالبی در پیشدهند که ویژگیها نشان میخاک و غنای قارچی بودند. این ویژگی

  تنفس میکروبی دارند

 



 

 

 

 

 SHAP (b)ها با و نمودار اهمیت ویژگی (a)شده تقویت گرادیان بهینه با مدل هانمودار اهمیت ویژگی .2کل ش

 

غنای قارجی، نشان داد که شوری خاک نیز  و زتنفس میکروبی ناشی از گلوک تأیید نقش کلیدیعلاوه بر  SHAPدر مقابل تحلیل 

دهنده تأثیر بالقوه نشان SHAPدر  عنوان یک عامل مهمحضور شوری بهاهمیت بالایی در تعیین حساسیت میکروبی خاک به دما دارد. 



 

 

ها ممکن است اثرات غیرخطی یا میکروبی است. تفاوت بین دو تحلیل بیانگر این است که برخی ویژگیهای یونی بر عملکرد تنش

 . ها داشته باشندوابسته به تعامل با دیگر ویژگی

 دهند که متغیرهای میکروبی دارای ارتباط مستقیم با مقادیرنشان می( ۳)شکل  SHAP نمودارهای وابستگی حاصل از تحلیل

SHAP  .عبارت دیگر، با افزایش مقادیر این متغیرها، مقادیربههستند SHAP ها بندی نمونهنیز افزایش یافته و در نتیجه، احتمال طبقه

یابد. این روند بر نقش کلیدی متغیرهای مربوط به میکروبیوم خاک در افزایش بالا افزایش می ییدما تیحساسضریب  در گروه دارای

نیز در میان  شوریها نشان داد که متغیرهای افزون بر این، تحلیل اهمیت ویژگی .یش تأکید داردحساسیت تنفس میکروبی به گرما

های فیزیکی و شیمیایی راستایی با مطالعات پیشین، بر اهمیت ویژگیها، ضمن همشده قرار دارند. این یافتهترین عوامل شناساییمهم

 .دمایی تأکید دارندخاک در تنظیم پاسخ تنفسی میکروبی به تغییرات 

    

 

 (c)، شوری خاک (b)، غنای قارچی (a)دهد. تنفس حاصل از گلکوز نشان می SHAPنمودارهای وابستگی که سهم ویژگی های مهم را بر اساس تحلیل . 3شکل 

 

 بحث

های فوق درخت ترکیبی مانندهای ویژه الگوریتمهای یادگیری ماشین، بهآمده در این پژوهش نشان داد که مدلدستنتایج به

 Saez-Sandino) ها با مطالعهدارند. این یافته ییدما تیحساس بیضر بینیتوانایی بالایی در پیش شدهتصادفی و تقویت گرادیان بهینه

et al., 2023) نشان  ضریب حساسیت دمایی های میانیو حذف داده حیتوض قابل یمصنوع هوشها با استفاده ازآن .راستا استهم



 

 

دارند. در پژوهش حاضر،  ضریب حساسیت دمایی بینیهای میکروبی مانند تنوع باکتریایی و قارچی نقش مهمی در پیشدادند که ویژگی

ترین عوامل )شامل مقادیر میانی(، نیز مشخص شد که متغیرهای میکروبی در میان مهم ضریب حساسیت دمایی با حفظ کل طیف

پذیرتر تر و تعمیمها، توانست تصویری جامعکلاسه این پژوهش، با در نظر گرفتن کل طیف داده، رویکرد سهقعوادر  بینی قرار دارند.پیش

تنها موجب شفافیت مدل شد، بلکه امکان نه SHAP گیری از روشارائه دهد. همچنین، بهره  ضریب حساسیت دمایی از دینامیک

دهنده بینی داشتند که نشاننیز سهم بالایی در پیش pH افزون بر این، عواملی مانند .ای متغیرها را نیز فراهم کردتحلیل رفتار آستانه

  .های فیزیکوشیمیایی و زیستی استتعامل چندعاملی میان ویژگی

 نیا ییتوانا به توانیم را میو درخت تصم یگیهمسا نیترکینزد مانند ترساده یهامدل به نسبت یبیترک یهامدل یبرتر

 دهدیم حیتوض موضوع نیا (Breiman, 2001; Geurts et al., 2006). داد نسبت انسیوار کاهش و درخت نیچند بیترک در هاتمیالگور

 یهازمیمکان لیبه دلشده  نهیبه انیگراد تیتقو مدل نیهمچن. دادند نشان یترنییپا دقت حاضر پژوهش در ترساده یهامدل چرا

 (Chen & Guestrin, 2016). کند نییتب هامدل ریسا از بهتر را داده دهیچیپ یساختارها توانست یجیتدر یسازنهیبه و یسازمنظم

 نشان داد که سه ویژگی کلیدی شامل تنفس میکروبی القاشده با گلوکز، غنای قارچی و شوری خاک SHAP تحلیل مبتنی بر

صورت یکنواخت با افزایش به افزایش تنفس میکروبی .کنندایفا می  ضریب حساسیت دمایی بندی سطوحبیشترین نقش را در طبقه

 Saez-Sandino et) بالا همراه بود.  ضریب حساسیت دمایی ها در طبقهو در نتیجه با احتمال بالاتر قرار گرفتن نمونه SHAP مقدار

al., 2023) همچنینشود. تر، منجر به افزایش حساسیت تنفسی خاک میویژه در مناطق گرمنشان دادند افزایش فعالیت میکروبی، به نیز 

(Meyer et al., 2018) کنندایفا می ضریب حساسیت دمایی های تنفسی نقش کلیدی در تبیین واریانسکه شاخصند نیز تأکید کرد. 

ارچی ق  zOTUs ترین متغیرها توسط مدل شناسایی شد. افزایش تعدادعنوان یکی از مهمبهنیز  (Richness_fungi) غنای قارچی

ای که با دهنده نقش مهم تنوع قارچی در تنظیم نرخ تنفس خاک است. نتیجههمراه بود؛ این موضوع نشان SHAP با افزایش مقدار

ضریب حساسیت  ها باویژه قارچارتباط مستقیم ترکیب جامعه میکروبی بهها نیز مطابقت دارد و آن (Crowther et al., 2019) هاییافته

 کربن یداریپا در گر،ید یکروبیم یهاگروه از یاریبس از شیب ها،قارچ که دهدیم نشان هاافتهی ییهمگرا نیا .را گزارش کردند دمایی

 .دارند نقش میاقل رییتغ طیشرا تحت خاک

ای افزایش شوری تا محدوده، SHAP ای شوری خاک بود. طبق تحلیلپژوهش حاضر، رفتار آستانهتوجه های قابلیکی از یافته

همراه بود، اما در مقادیر بالاتر، اثر شوری معکوس  ضریب حساسیت دمایی زیمنس بر متر( با افزایشدسی ۲تا  0٫5خاص )تقریباً بین 

های فیزیولوژیکی ناشی از شوری بالا بر فعالیت ناشی از محدودیتکاهش یافت. این رفتار احتمالاً  ضریب حساسیت دمایی شد و

شود، هماهنگ که نشان دادند تنفس میکروبی در شرایط شوری بالا مهار می (Rolnick et al., 2022) میکروبی است. این یافته با مطالعه

  .است

. (Cascio et al., 2016; Ahsan et al., 2021) بود روی پارامتر حساسیت میکروبی به دما pHدهنده اثر همچنین نتایج مدل نشان

ضریب حساسیت  کند و در نتیجهای برای رشد و فعالیت میکروبی فراهم میشرایط بهینه (5/7تا  5/6)بازه  خنثی pHنیز نشان دادند 

 . دهدرا افزایش می  دمایی

هوش  یهاروش و یبیترک یهااستفاده همزمان از مدلو  ضریب حساسیت دمایی یهاداده کامل فیط یریکارگبه با پژوهش نیا

 Saez-Sandino et)پژوهش برخلاف که است آن در یاصل ینوآور. است ترجامع نیشی، نسبت به مطالعات پمصنوعی قابل توضیح



 

 

al.,2023)  یهامدل توسعه در تواندیم کردیرو نیا. شد فراهم رتریپذمیتعم ریتفس امکان نیبنابرا و نشدند حذف یانیم یهاداده 

 .باشد داشته یمؤثر نقش یمیاقل یهایگذاراستیس و یجهان کربن چرخه ینیبشیپ

 گیری و پیشنهادنتیجه

توانست بینشی دقیق از عوامل ر پذیهای یادگیری ماشین و رویکردهای هوش مصنوعی توضیحگیری از الگوریتماین مطالعه با بهره

های میکروبی، فیزیکی و شیمیایی از ها نشان داد که ترکیبی از ویژگیارائه دهد. یافته خاک به دمامؤثر بر حساسیت تنفس میکروبی 

های کنند. تحلیلایفا می  ضریب حساسیت دمایی بندیجمله تنفس القاشده با گلوکز، غنای قارچی و شوری، بیشترین نقش را در طبقه

ای مانند اثر شوری را آشکار بر خروجی مدل کمک کرده و روابط غیرخطی یا آستانهسازی نحوه تأثیر متغیرها به شفاف SHAP مبتنی بر

کلاسه بود، در حالی که  صورت سهبه  ضریب حساسیت دمایی های کاملکته قابل توجه در این پژوهش، استفاده از دادهنساختند. 

تر بینانهع موجب افزایش توان تعمیم مدل و ارائه تحلیلی واقعاند. این رویکرد جامفقط از مقادیر افراطی استفاده کرده مطالعات پیشین

ها، ظرفیت نگهداری آب، و هدایت شود در مطالعات آتی، متغیرهای فیزیکی و هیدرولیکی نظیر پایداری خاکدانهپیشنهاد می شد

کارگیری بههمچنین  .دست آیدبهتری از عملکرد خاک در مواجهه با گرمایش هیدرولیکی نیز به مدل افزوده شود تا تصویر کامل

گذاری بهتر تواند به سیاستمی  ضریب حساسیت دمایی ای درهای منطقهتر تفاوتای برای بررسی دقیقهای داده بومی و ناحیهپایگاه

اقلیمی و چرخه های با مدل ضریب حساسیت دمایی بینیهای پیش، ترکیب مدلدر انتها .در حوزه کشاورزی و مدیریت خاک کمک کند

 .های اقلیمی مؤثر نقش ایفا کندتواند در طراحی سیاستکربن جهانی، می

 

 "گونه تعارض منافع بین نویسندگان وجود نداردچهی"
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